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L’homme raisonnable s’adapte au monde ; l’homme déraisonnable
s’obstine à essayer d’adapter le monde à lui-même.

Tout progrès dépend donc de l’homme déraisonnable.

Georges Bernard Shaw
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Chapitre 1

Position du problème

Depuis la nuit des temps, l’homme optimise : que ce soit pour accélérer une
technique de fabrication, pour minimiser le coût d’une construction ou pour ne pas
payer plus d’impôt qu’il n’en faut. Il doit cependant tenir compte des contraintes
externes pour parvenir à ses fins : accélérer une fabricationdoit laisser inchangée
la qualité du produit, minimiser le coût d’une constructionne doit pas pousser à
l’inaction (la construction la moins chère étant celle qui n’existe pas) et le calcul
de l’impôt doit répondre aux prescrits légaux et fiscaux.

Il convient d’abord de choisir sur base de quel(s) critère(s) un objet peut être
considéré comme meilleur qu’un autre. La meilleure voitureest-elle la moins
chère sur le marché ? Auquel cas l’épreuve de sélection est relativement simple :
il suffit de comparer les prix des différents modèles. Mais lameilleure peut aussi
être la plus sûre et, dans ce cas, une série d’expériences estnécessaire. Des di-
zaines d’autres critères sont possibles : espace disponible, vitesse, consommation
de carburant, etc. Mais la définition de l’optimum peut aussirésulter d’une com-
binaison de ces différents critères : le rapport qualité/prix est la plus célèbre de
ces combinaisons.

Les techniques d’optimisationsont des procédés systématiques permettant
d’approcher, voire de trouver la technique de fabrication la plus rapide, le coût
le plus bas ou l’impôt le plus juste. La technique d’optimisation la plus simple est
sans conteste celle de l’essai-erreur. Il suffit de faire varier quelques paramètres
et de conserver le candidat dès que celui-ci, tout en respectant les contraintes du
problème, s’avère meilleur que le modèle le plus performantactuellement dispo-
nible. Avec un peu d’habitude, d’intuition ou de chance, uneamélioration peut
être obtenue. Mais s’agit-il vraiment d’unoptimum?

Les techniques plus sophistiquées, dont celles que présentent ce travail, ont
recours à uneformulation mathématique.

17
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1.1 Formulation mathématique.

La formulation mathématique d’un problème d’optimisationdoit en identifier
l’objectif, les variables et les contraintes. Cette formulation est la plus importante
— et souvent la plus difficile — des étapes. De cette formulation, le présent travail
ne parle pas : nous partirons d’une formulation mathématique générale.

La première étape consiste à identifier lesvariablesd’un problème. Les va-
riables sont les éléments sur lesquels nous avons la possibilité d’agir directement
pour en modifier les valeurs. Les variables sont généralement amalgamées dans
un vecteurx.

L’étape suivante consiste à définir lafonction objectif f(x). La fonction objec-
tif mesure la quantité à minimiser ou à maximiser. Sauf mention contraire, dans le
reste de ce travail, nous nous concentrerons sur les problèmes deminimisationde
f (x), un problème de maximisation pouvant être facilement converti en cherchant
à minimiser l’opposé de la fonctionf (x).

Il convient enfin d’identifier lesfonctions de contraintes cj(x). Les contraintes
peuvent être de deux natures : nous avons, d’une part, les contraintes d’égalité et,
d’autre part, les contraintes d’inégalité.

Plus formellement, le problème général que nous traitons s’écrit

minimiser f (x),
s.c. c j(x) = 0 pour j ∈ E ,

c j(x) ≤ 0 pour j ∈ I
(1.1)

oùE et I sont, respectivement, les ensembles disjoints des indicesdes contraintes
d’égalité et d’inégalité. Les fonctionsf et c j sont supposées continûment déri-
vables. On désigne parΩ, l’ensemble admissible, le sous-ensemble deRn où les
contraintes sont satisfaites,i.e.

Ω =
{

x∈ R
n | c j(x) = 0 pour j ∈ E et c j(x) ≤ 0 pour j ∈ I

}
. (1.2)

Pour certains problèmes, les variables n’ont un sens qu’à lacondition d’être
choisies dans un ensemble de valeurs discrètes. Il s’agit làd’optimisation discrète,
à opposer à l’optimisation continue. Le présent travail ne traitera pas de l’optimi-
sation discrète.

1.2 Conditions d’optimalité.

Les solutions les plus intéressantes d’un problème d’optimisation sont lesmi-
nima globaux, c’est à dire l’ensemble des argumentsx∗ pour lequel la fonctionf
atteint sa plus petite valeur dans l’ensemble admissible,i.e.

f (x∗) ≤ f (x) ∀x∈ Ω. (1.3)
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Le minimum global est généralement difficile à trouver car les valeurs des fonc-
tions f (x) et c j(x) ne sont généralement pas connues en tous les points de l’en-
semble admissible. La plupart des algorithmes se contentent donc de trouver un
minimum local.

On dit que la fonction objectif présente unminimum localen un pointx∗ si la
fonction f (x∗) est la plus petite valeur dans un voisinage de ce point1, i.e. x∗ est
un minimum local s’il existe un voisinageV(x∗) tel que

f (x∗) ≤ f (x) ∀x∈ Ω∩V(x∗). (1.4)

Le minimum local est ditstrict si l’inégalité peut être remplacée par une inégalité
stricte.

Heureusement, cette définition ne constitue pas la seule manière de détermi-
ner si un pointx∗ est oui ou non un minimum local. Il serait en effet impossible
d’explorer tout les points du voisinage dex∗ pour être sûr que la fonction objectif
n’est pas supérieure àf (x∗). Lorsque le problème est suffisamment régulier, des
moyens beaucoup plus efficaces existent. Par exemple, lorsque la fonctionf est
deux fois continûment dérivable, les critères d’optimalité sont bien connus (voir,
par exemple, Fletcher [31]). Dans un problème non-contraint, il suffit que legra-
dientde f au pointx∗ soit nul

∇x f (x∗) = 0 (1.5)

et que sonHessien(aussi appelématrice hessienne) ∇xx f (x∗) soit définie positive
pour quex∗ soit un minimum local def .

La littérature fait aussi grand usage desconditions nécessairesd’optimalité.
La condition du premier ordre est tout simplement

∇x f (x∗) = 0. (1.6)

Les points répondant à cette propriété sont appeléspoints stationnairesou points
critiques du premier ordre. La condition nécessaire du second ordre se formule

∇xx f (x∗) semi-définie positive. (1.7)

Pour les problèmes contraints, l’établissement d’une condition nécessaire de-
mande de faire quelques hypothèses sur la régularité des contraintes. Ces condi-
tions de régularité sont généralement connues sous le nom dequalification des
contraintes. Il existe plusieurs hypothèses de qualification des contraintes ; nous
n’aborderons que la plus simple et la plus connue (voir, par exemple, Noce-
dal et Wright [80]) : lacondition d’indépendance linéaire de qualification des

1Un voisinageV(x) dex est un ensemble contenant un ouvert contenantx.
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contraintes. Pour satisfaire cette condition, il suffit que les gradients ∇xc j(x∗) des
contraintes actives2 au pointx∗ soient linéairement indépendants. Dans ce cas,
nous avons les célèbres conditions nécessaires du premier ordre de Karush–Kuhn–
Tucker [59]

∇x f (x∗)+ ∑
j∈E ∪I

λ∗
j ∇xc j(x

∗) = 0, (1.8)

c j(x
∗) = 0 pour j ∈ E ,

c j(x
∗) ≤ 0 pour j ∈ I ,
λ∗

j ≥ 0 pour j ∈ I ,
λ∗

j c j(x
∗) = 0 pour j ∈ E ∪ I .

Les paramètresλ∗
j sont lesmultiplicateurs de Lagrangedu problème.

En règle générale, il n’est pas possible de déterminer si un minimum local est
le minimum global du problème.

1.3 Taux de convergence.

Les différentes techniques d’optimisation se distinguentbien entendu par leurs
performances. Une des mesures de la performance d’un algorithme est letaux de
convergence; il s’agit d’une mesure de la vitesse de convergence. Les deux taux de
convergence les plus utilisés sont définis comme suit (voir,par exemple, Nocedal
et Wright [80]).

Soit une suite d’itérés{x(k)} deR
n qui converge versx∗. On dit que le taux de

convergence estlinéaires’il existe une constanter ∈ ]0,1[ telle que

‖x(k+1) −x∗‖
‖x(k) −x∗‖

≤ r pourk suffisamment grand. (1.9)

Cela signifie que l’écart entre l’itéré et la solution décroît au moins, à chaque
itération, d’un facteur constantr. La convergence estsuperlinéairesi

lim
k→∞

‖x(k+1) −x∗‖
‖x(k) −x∗‖ = 0. (1.10)

Une convergencequadratiquese définit quant à elle par

‖x(k+1) −x∗‖
‖x(k)−x∗‖2

≤ M pourk suffisamment grand, (1.11)

où M est une constante positive. Cela signifie que l’écart avec lasolution décroît
quadratiquement au fil des itérations.

2Une contraintec j(x) est diteactiveau pointx∗ si c j(x∗) = 0.
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1.4 Objet et apport de ce travail.

Ce travail porte sur une classe particulière de techniques d’optimisation : il
s’intéresse aux problèmes non-linéaires, contraints et non-contraints. Les mé-
thodes envisagées sontitératives: elles construisent, au fur et à mesure des ité-
rations, une suite{x(k)} qui — du moins nous l’espérons — convergera vers un
minimum localx∗. Un point de départx(0) pour les paramètres à optimiser est
arbitrairement choisi et la fonction objectiff (x(0)) ainsi que les fonctions de
contraintesc j(x(0)) sont évaluées. Pour chaque itéréx(k) ces mêmes fonctions
seront également évaluées. Notre travail s’inscrit dans leparadigme où le temps
nécessaire pour évaluer celles-ci s’avèrent extrêmement long par rapport aux cal-
culs nécessaires à l’algorithme lui-même. Plus formellement, cette hypothèse peut
s’exprimer comme suit.

Hypothèse 1.1Le temps nécessaire au calcul de l’itéré x(k+1) à partir de la va-
leur de la fonction objectif f(x(k)), des fonctions de contraintes cj(x(k)) et/ou de
leurs dérivées au point x(k) est négligeable par rapport au temps nécessaire à
l’évaluation de ces dernières.

Ceci signifie que notre priorité, en terme de performance, est à la diminution
du nombre total d’itérations engendrées par l’algorithme.Ce paradigme présente
l’avantage que la mesure de performance ne dépend ni du problème envisagé ni
de la puissance de calcul utilisée. Cette hypothèse est réaliste et utile : pensons
par exemple aux modèles numériques complexes utilisés en météorologie ou en
aéronautique. Comme toutes les hypothèses, celle-ci à ses limites : en particulier
lorsque nous avons affaire à des problèmes de grande taille puisque le nombre
d’opérations de calcul causé par l’algorithme lui-même croît généralement expo-
nentiellement avec le nombre de paramètres de la fonction à optimiser.

La première partie du travail, incluant le présent chapitre, fait office d’intro-
duction générale aux méthodes par régions de confiance et à l’utilisation d’ap-
proximations locales quadratiques. Le chapitre 2 porte surdifférentes techniques
de globalisation et sur celle qui nous intéressera tout au long de ce travail : la mé-
thode ditedes régions de confiance. En quelques mots, elle consiste à considérer
que les fonctionsf (x) et c j(x) peuvent être remplacées par uneapproximation
locale, plus facile à utiliser, dans une certaine zone de confiance autour de l’itéré
courantx(k). La question du choix de l’approximation locale la plus appropriée
est abordée au chapitre 3. Plusieurs types d’approximations locales sont dévelop-
pées en détail mais l’essentiel de notre travail se concentre sur les approximations
quadratiques. Les approximations de Newton, Newton modifiées, quasi-Newton
sont abondamment utilisées dans la suite du travail. Le chapitre 4 aborde, avec
de nombreux détails, les aspects théoriques de convergenceglobale des méthodes
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par régions de confiance. Les hypothèses nécessaires à l’établissement des théo-
rèmes de convergence vers des points critiques du premier etdu second ordre y
sont exposées. Nous y traitons également de la forme des régions de confiance et
des critères de convergence pour des problèmes non-différentiables.

Le premier de ces problèmes fait l’objet du chapitre 5 : il aborde la question de
l’ identification paramétrique(ou lacalibration) d’un modèle dynamiquepar rap-
port à des mesures expérimentales. Cette identification peut être exprimée sous
la forme d’un problème d’optimisation non-contraint et l’observabilité des para-
mètres à identifier peut être discutée au moyen d’uneexpérience jumelle. Mais
c’est surtout la question de la différentiation de la fonction objectif (et donc du
modèle sous-jacent) qui est discutée en détail : son coût en ressources informa-
tiques est en effet un facteur-clé pour mener à bien la calibration.

Le chapitre 6 développe en détail l’algorithmeTrust et ses différentes variantes
pour l’optimisation non-contrainte. Il s’agit là d’une implémentation particulière
de la méthode des régions de confiance. Elle utilise des approximations locales
quadratiques de type quasi-Newton. Nous abordons, dans ce chapitre, la ques-
tion du choix de la méthode de différentiation de la fonctionobjectif et son in-
fluence sur la vitesse de convergence de l’algorithme d’optimisation servant à la
calibration. Un exemple éloquent sur un simple modèle proie-prédateur de Lotka–
Volterra est ensuite présenté et discuté. C’est un des apports majeurs de ce travail
qui fait par ailleurs l’objet d’une publication (Walmag et Delhez [101]).

Le chapitre 7 est le deuxième apport majeur de ce travail. Il présente une stra-
tégie nouvelle de mise à jour durayon de confiance. Le rayon de confiance est
un paramètre des méthodes par régions de confiance ; il indique l’étendue de la
dite région autour de l’itéréx(k). Traditionnellement, l’étendue de cette zone de
confiance est maintenue constante si elle mène à des résultats satisfaisant, dimi-
nuée si ceux-ci sont médiocres et augmentée s’ils sont bons.Nous entendons par
« résultat», la diminution effective de la fonction objectif. La nouveauté intro-
duite ici invite à se méfier des« trop bons» résultats, c’est-à-dire des itérations
menant à une réduction de la fonction objectif bien plus importante que prévue
par l’approximation locale. Dans ce cas, la logique proposée est de maintenir
quasi-constant le rayon de confiance. Cette simple précaution améliore les per-
formances de l’algorithme et cette amélioration est considérable lorsqu’elle est
cumulée avec une stratégie intelligente de mise à jour de l’approximation qua-
dratique. Les profils de performances des différentes stratégies ont été comparés
et validés sur nombre de problèmes-tests et cette partie du travail fait également
l’objet d’une publication (Walmag et Delhez [100]).

La troisième partie du travail aborde la question de l’optimisation contrainte.
Le chapitre 8 trace les grandes lignes desméthodes quadratiques séquentielles
(SQP) conjuguées avec une globalisation par régions de confiance : cette tech-
nique bien connue, et plus particulièrement lescorrections du second ordre, ser-
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viront de base au chapitre suivant.
Le chapitre 9 présente un algorithme complet et efficace de résolution d’un

sous-problème convexequadratique à contraintes quadratiques. Cette méthode
originale se base sur une fonction de pénalité de typeℓ1 : celle-ci présente la
particularité de ne pas être différentiable. L’algorithmetire profit d’une décompo-
sition de l’espace des variablesx en trois sous-espaces orthogonaux : un premier
permettant de gérer des contraintes de bornes, un deuxième dans lequel la fonction
objectif est continûment dérivable et un troisième où elle présente des« cassures
de pente». Le principe du nouvel algorithme est de construire une stratégie de
recherche de direction de descente successivement sur ces trois sous-espaces. Les
performances de cet algorithme sont encore améliorées par l’implémentation d’un
mode rapidequi tire profit des corrections du second ordre utilisées dans les mé-
thodes SQP et par une méthode de recherche unidimensionnelle particulièrement
bien adaptée.

Le chapitre 10 aborde l’utilisation de l’algorithmeUVQCQP élaboré au cha-
pitre précédent dans le cadre de la résolution de problèmes non-linéaires et non-
convexes. L’approche envisagée est celle desalgorithmes séquentiels de program-
mation quadratique à contraintes quadratiques: ses avantages sont abordés rapi-
dement par l’entremise de quelques exemples. Quelques tests numériques ont été
effectués et sont encourageants.

Enfin, la quatrième et dernière partie (chapitre 11), tire les conclusions et dé-
gage les perspectives futures.
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Chapitre 2

Méthodes de globalisation en
optimisation

Le domaine de l’optimisation non-contrainte a vu l’émergence de nombreuses
méthodes et algorithmes. Il est vain de vouloir tous les présenter aussi nous con-
tenterons-nous, dans les deux chapitres qui suivent, d’expliciter quelques caracté-
ristiques principales des différentes familles d’algorithmes.

Ce chapitre traite d’abord des méthodes ditesbasées sur le gradient; il aborde
ensuite succinctement la famille des méthodes ditesméta-heuristiques.

Les méthodes basées sur le gradient sont itératives. Elles démarrent en un point
de départx(0) et génèrent une suite{x(k)} qui est interrompue lorsque plus aucun
progrès ne peut être fait ou lorsqu’une solution semble avoir été approchée avec
une précision suffisante. Pour décider comment passer d’un itéréx(k) au suivant,
ces méthodes se basent sur des informations locales surf obtenues au pointx(k)

et éventuellement aux points précédents : elles construisent uneapproximation
locale m(k)(x) plus ou moins sophistiquée de la fonction objectif (plus facile à
traiter que la fonction objectif elle-même1) qui est utilisée pour résoudre un pro-
blème local et trouver un nouvel itéréx(k+1) pour lequel la valeur de la fonction
objectif sera moindre. D’une façon ou d’une autre, ces algorithmes doivent revenir
régulièrement à lavéritablefonction objectif f (x) et ne peuvent indéfiniment trai-
ter avec l’ersatz qu’estm(k)(x) au risque de se fourvoyer dangereusement. Cette
étape qui consiste à repasser du problème local vers le problème global est ap-
peléeglobalisation. Deux méthodes de globalisation sont abordées en détail dans
les section suivantes : l’approche parrecherche linéaireet celle parrégions de
confiance. Une troisième méthode de globalisation dite dupoint proximalsera
rapidement évoquée dans un souci de complétude de l’exposé.

1Le choix de ces approximations locales est traité au chapitre 3.
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2.1 Globalisation par recherche linéaire.

Dans l’approche par recherche linéaire, unedirection de descente d(k) est
construite et une recherche est effectuée le long de cette direction en partant de
x(k) pour trouver un nouvel itéré dont la valeur de la fonction objectif est plus
petite. La directiond(k) est une direction de descente s’il existeC > 0 tel que

f (x(k) + εd(k)) < f (x(k)),∀ε < C, (2.1)

ce qui devient simplement, dans le cas oùf est dérivable enx(k),

d(k)T∇x f (x(k)) ≤ 0. (2.2)

La distance dont l’algorithme avance dans la directiond(k) est appelée lepas de
progressionet peut être trouvée en résolvant un problème unidimensionnel de
recherche linéaireà l’itérationk. Il s’agit de calculer — éventuellement de façon
approchée — le pasξ(k) à parcourir le long de la direction de descented(k) afin de
minimiser la fonction objectif,i.e. trouver

ξ(k) = argmin
ξ

ψ(ξ) (2.3)

où ψ(ξ) = f (x(k) +ξd(k)).
La nouvelle approximation de la solution sera alors obtenuepar la mise à jour

x(k+1) = x(k) +ξ(k) d(k). (2.4)

En résolvant exactement le problème (2.3), nous tirerions un bénéfice maximal
de la directiond(k). Mais une minimisation exacte est cependant très coûteuse et
n’est généralement pas nécessaire. Il est donc très fréquent de voir les méthodes
de recherche linéaire dispensées de trouver le minimum exact dans la direction
de descente. Le plus fréquemment, la recherche est arrêtée dès qu’une diminu-
tion suffisante de la fonction objectif est constatée (voir par exemple [80]). On
demande généralement le respect de lacondition d’Armijo

f (x(k) +ξ(k)d(k)) ≤ f (x(k))+c1 ξ(k)d(k)T∇x f (x(k)) (2.5)

pour une constante donnée 0< c1 < 1. En pratique, cette constantec1 est généra-
lement choisie assez petite (de l’ordre de 10−4). Cette condition de décroissance
n’est cependant pas suffisante pour garantir une progression satisfaisante de l’al-
gorithme ; la condition (2.5) autorise en effet des pas de progression extrêmement
petits. Pour s’en prémunir, on introduit lacondition de courbure

d(k)T∇x f (x(k) +ξ(k)d(k)) ≥ c2d(k)T∇x f (x(k)) (2.6)
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avecc1 < c2 < 1. Pour éviter d’obtenir des pas de progression trop différents
de (2.3), la condition (2.6) est parfois modifiée selon

|d(k)T∇x f (x(k) +ξ(k)d(k))| ≤ c2 |d(k)T∇x f (x(k))|. (2.7)

Les conditions (2.5) et (2.6) sont appelées lesconditions de Wolfetandis que (2.5)
et (2.7) sont lesconditions fortes de Wolfe. Notons qu’il est toujours possible
de trouver un minimumξ(k) répondant aux conditions de Wolfe sid(k) est une
direction de descente. Comme nous le verrons plus tard, ces conditions peuvent
s’avérer particulièrement utiles dans le cadre des méthodes de type quasi-Newton
(voir section 3.2.3).

Parallèlement aux conditions de Wolfe, lesconditions de Goldsteinrem-
plissent une fonction similaire

f (x(k) +ξ(k)d(k)) ≥ f (x(k))+(1−c)ξ(k)d(k)T∇x f (x(k)) (2.8)

f (x(k) +ξ(k)d(k)) ≤ f (x(k))+cξ(k)d(k)T∇x f (x(k)) (2.9)

avec 0< c < 1
2. Il n’est cependant pas possible de garantir l’existence d’un mini-

mumξ(k) répondant à ces conditions.
Il existe plusieurs méthodes de minimisation pour le problème unidimension-

nel (2.3) que nous classerons ici suivant le nombre de pointsoù une évaluation de
la fonction et, parfois, de ses dérivées est nécessaire. Dans la suite de l’exposé,
nous supposerons que la fonctionψ(ξ) est deux fois continûment dérivable.

Le lecteur cherchant des précisions à propos des méthodes développées dans
cette section est invité à consulter l’ouvrage de Stoer et Bulirsch [95] par exemple.

2.1.1 Méthodes à un point.

Les méthodes itératives à un point cherchent à annuler la dérivée première en
utilisant les informations disponibles en un point. Un processus itératif de type
Newton–Raphson peut être utilisé afin d’identifier un zéro dela dérivée deψ(ξ).
Considérons l’approximation de Taylor limitée au premier ordre de cette dérivée
autour d’un pointξ

ψ′(ξ+) ≃ ψ′(ξ)+ψ′′(ξ)(ξ+−ξ). (2.10)

Annulant la valeur de la dérivée au pointξ+ qui deviendra l’itéré suivant, on ob-
tient la formule d’actualisation du problème de recherche linéaire

ξ+ = ξ− ψ′(ξ)

ψ′′(ξ)
. (2.11)
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Si ψ(ξ) est deux fois différentiable et si sa dérivée secondeψ′′(ξ) est continue au
sens de Lipschitz2 dans un voisinage d’une solutionξ∗, on peut montrer que cette
méthode présente un taux de convergence quadratique et que sa convergence est
assurée versξ∗ si le point de départ est suffisamment proche deξ∗ (voir [80] par
exemple). Outre le fait qu’il est difficile de s’assurer que le point de départ est
« suffisamment proche» de la solutionξ∗, cette méthode nécessite le calcul de
la dérivée seconde de la fonction objectif le long de la direction de descente. La
dérivée seconde n’est malheureusement pas toujours disponible.

La méthode de la cordes’inspire de la méthode de Newton–Raphson et ap-
proche l’inverse de la dérivée seconde deψ(ξ) par une constantem

ψ′′(ξ) ≃ 1
m

(2.13)

et la formule d’actualisation est dès lors

ξ+ = ξ−mψ′(ξ) (2.14)

L’ordre de convergence est affecté par cette approximation, il passe de quadratique
à linéaire.

Ces deux méthodes à un point ont cependant un défaut majeur : leur conver-
gence globale vers une solutionξ∗ n’est assurée que dans des conditions plutôt
restrictives, ce qui en fait de piètres instruments deglobalisationpour des fonc-
tions objectifs tout à fait générales.

2.1.2 Méthodes à deux points.

Les méthodes à deux points utilisent les informations en deux points et néces-
sitent dès lors une procédure spécifique pour obtenir les deux premiers points.

Tout d’abord, laméthode de la corde classiques’inspire de la méthode de la
corde mais approche la dérivée seconde deψ(ξ) par une différence finie

ψ′′(ξ) ≃ ψ′(ξ)−ψ′(ξ−)

ξ−ξ−
(2.15)

où ξ désigne l’itéré courant etξ− celui qui le précède. Le processus itératif com-
plet s’écrit donc

ξ+ = ξ− ξ−ξ−

ψ′(ξ)−ψ′(ξ−)
ψ′(ξ) (2.16)

2Pour rappel, une fonctionsf (x) : D ⊆R → R est continue au sens de Lipschitz s’il existe une
constanteκ telle que, pour toutx,y∈ D ,

| f (x)− f (y)| ≤ κ|x−y|. (2.12)
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De façon assez surprenante, on peut montrer que le taux de convergence de ce

processus est lenombre d’or1+
√

5
2 . Malheureusement, la convergence globale ne

peut être établie, cette méthode est donc rarement utiliséetelle quelle.
Cette difficulté à propos de la convergence globale peut êtrerésolue en uti-

lisant une méthode avecintervalle. L’idée de base est de trouver un intervalle
[ξ1,ξ2] tel que la dérivée soit négative au pointξ1 et positive au pointξ2. Vu le
caractère continu de la fonctionψ, cette condition assure la présence d’un mini-
mum à l’intérieur de l’intervalle. L’algorithme tente alors de réduire celui-ci, tout
en conservant la condition sur les dérivées aux bornes de chaque nouvel intervalle.
Pour ce faire, un nouveau point appartenant à l’intervalle considéré, notéξ3, est
calculé selon une formule du type

ξ3 = ξ2−ρ(ξ2−ξ1). (2.17)

Le calcul de la valeur du paramètreρ ∈ [0,1] à partir des résultats obtenus aux
extrémités de l’intervalle[ξ1,ξ2] dépend de la méthode de résolution choisie. En-
suite, après calcul de la dérivée en ce point, l’algorithme réduit l’intervalle. Si
ψ′(ξ3) est négatif, l’intervalle[ξ3,ξ2] est utilisé pour l’itération suivante et, dans
le cas contraire, l’algorithme utilise[ξ1,ξ3].

Parmi les méthodes utilisant un intervalle, laméthode de la bisectionest la
plus simple : à chaque itération l’intervalle obtenu est divisé en deux parties égales
(ρ = 1/2). L’équation (2.17) devient alors

ξ3 =
ξ1 +ξ2

2
. (2.18)

Cette méthode n’utilise cependant aucune des informationssur les valeurs des
dérivéesψ(ξ1) et ψ(ξ2) alors que celles-ci sont disponibles et ont été évaluées au
cours des itérations précédentes. La convergence peut doncêtre améliorée sans
coût supplémentaire, c’est la raison pour laquelle la méthode de la bisection n’est
que rarement utilisée en pratique.

La méthoderegula falsise base sur la formule d’actualisation de la méthode à
un point de Newton–Raphson, considérée au pointξ2. Cependant, afin d’éviter le
calcul de la dérivée secondeψ′′(ξ2), celle-ci est approchée par différences finies
sous la forme

ψ′′(ξ2) ≃
ψ′(ξ2)−ψ′(ξ1)

ξ2−ξ1
(2.19)

pour obtenir la formule de mise à jour

ξ3 = ξ2−
ψ′(ξ2)

ψ′(ξ2)−ψ′(ξ1)
(ξ2−ξ1). (2.20)
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Il est possible de montrer que, si pour une itération quelconque, la dérivée troi-
sième de la fonction objectif existe et est positive dans l’intervalle[ξ1,ξ2], le taux
de convergence de cette méthode est linéaire (voir [95]).

La méthode à deux point la plus populaire est sans conteste celle de l’inter-
polation cubiquequi approche la fonctionψ(ξ) par un polynôme du troisième
degré enξ à partir des valeurs deψ(ξ1), ψ(ξ2), ψ′(ξ1) et ψ′(ξ2) calculées lors
des itérations précédentes. La nouvelle approximation du pas optimalξ3 est alors
choisie comme le minimum de cette interpolation cubique. Celle-ci est calculée
grâce à l’équation (2.17) où la valeur deρ est donnée par

ρ =
ψ′(ξ2)+S+R

ψ′(ξ2)−ψ′(ξ1)+2S
(2.21)

où

S = 3
ψ(ξ1)−ψ(ξ2)

ξ2−ξ1
+ψ′(ξ1)+ψ′(ξ2) (2.22)

R =
√

S2−ψ′(ξ1)ψ′(ξ2). (2.23)

Cette méthode est très utilisée en raison de son taux de convergence quadratique et
de sa propriété de convergence globale indépendante du point de départ (voir [82,
95]).

2.1.3 Méthode à trois points.

Considérons maintenant un ensemble de trois valeurs croissantes du pas, soit
ξ1 < ξ2 < ξ3, où les valeurs de la fonction objectifψ(ξ) sont évaluées. Le mi-
nimumξ4 de l’interpolation quadratiquepassant par ces trois points est ajouté à
l’ensemble ordonné

ξ4 =
1
2

b23ψ(ξ1)+b31ψ(ξ2)+b12ψ(ξ3)

a23ψ(ξ1)+a31ψ(ξ2)+a12ψ(ξ3)
(2.24)

oùai j = ξi −ξ j etbi j = ξ2
i −ξ2

j . Il convient alors d’exclure de l’ensemble ordonné
ξ1 ou ξ3 (celui dont la valeur de la fonction objectif est la plus grande) et de
recommencer l’opération avec les trois valeurs restantes.Cette méthode à trois
points présente l’avantage d’avoir un taux de convergence quadratique et de ne
pas nécessiter le calcul des dérivées.

Dans le cas de fonctions non-convexes, il peut arriver queξ4 n’appartienne pas
à l’intervalle [ξ1,ξ3]. Dans ce cas l’algorithme est redémarré avec, par exemple,
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les trois points

(ξ1,
ξ1 +ξ2

2
,ξ2) si ψ(ξ1) < ψ(ξ3)

(ξ2,
ξ2 +ξ3

2
,ξ3) sinon. (2.25)

2.2 Globalisation par régions de confiance.

Les méthodes d’optimisation par régions de confiance se basent sur une idée
simple : à chaque itération, l’approximation locale3 m(k)(x) est considérée comme
fiable dans un domaine de validité déterminé, une région de confiance, dont la
taille est adaptée au fur et à mesure des itérations. Moyennant quelques hypo-
thèses, la convergence globale de cette approche vers un minimum local peut être
rigoureusement établie (voir Conn, Gould et Toint [20]).

À chaque itération, l’algorithme définit une approximationlocalem(k)(x) dont
le but est d’approcher la fonction objectif dans une région de confiance

B (k) =
{

x∈ R
n : ‖x−x(k)‖k ≤ ∆(k)

}
(2.26)

où ∆(k) est lerayon de confianceet où‖·‖k est une norme dépendant éventuel-
lement de l’itération. Un pas de progressions(k) est alors calculé en résolvant le
problème

minimiser m(k)(x(k) +s)

s.c. ‖s‖k ≤ ∆(k)

ou, à tout le moins, en assurant une réduction suffisante de l’approximation locale
tout en satisfaisant la contrainte.

La fonction objectiff (x̃(k)) est calculée aupoint de test

x̃(k) = x(k) +s(k) (2.27)

et comparée à la valeur prédite par l’approximation localem(k)(x̃(k)). Si une réduc-
tion suffisante de la fonction objectif est obtenue, le point-test est accepté comme
itéré suivant et le rayon de confiance est augmenté ou maintenu constant. Dans le
cas contraire, le point-test est rejeté et la région de confiance est contractée, dans
l’espoir de voir l’approximation locale donner de meilleures prédictions sur une
région plus petite [20]. Formellement l’algorithme peut s’écrire

3La littérature spécialisée parle plus volontiers d’unmodèle m(k)(x).
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Algorithme 2.1 Soit un point de départ x(0), un rayon de confiance initial∆(0) et
les constantesη1, η2, γ1, γ2 qui satisfont aux conditions

0 < η1 ≤ η2 < 1 et 0 < γ1 ≤ γ2 < 1. (2.28)

Calculer f(x(0)) et initialiser k= 0.

Étape 1 : Définition de l’approximation locale. Choisir la norme‖·‖k et définir
une approximation locale m(k) dansB (k).

Étape 2 : Calcul d’un pas de progression.Calculer un pas s(k) réduisant suffi-
samment l’approximation locale m(k) et tel quex̃(k) = x(k) +s(k) ∈ B (k).

Étape 3 : Acceptation ou rejet du point-test. Évaluer f(x̃(k)) et définir le rap-
port

ρ(k) =
f (x(k))− f (x̃(k))

m(k)(x(k))−m(k)(x̃(k))
. (2.29)

Si ρ(k) ≥ η1, définir x(k+1) = x̃(k) ; dans le cas contraire, x(k+1) = x(k).

Étape 4 : Mise à jour du rayon de confiance.Choisir

∆(k+1) ∈





[∆(k) , +∞[ si ρ(k) ≥ η2,
[γ2∆(k) , ∆(k)] si ρ(k) ∈ [η1 , η2[,
[γ1∆(k) , γ2∆(k)] si ρ(k) < η1.

(2.30)

Augmenter ensuite k d’une unité et retourner à l’étape 1.

Les itérations pour lesquellesρ(k) ≥ η1 sont appelées desitérations réussies
(« succesful iterations»), et nous notons l’ensemble de leurs indices par le sym-
boleS , i.e.

S =
{

k≥ 0 | ρ(k) ≥ η1

}
. (2.31)

À l’opposé, nous définissons l’ensemble desitérations infructueuses(« unsuc-
cessful iterations»)

U =
{

k≥ 0 | ρ(k) < η1

}
. (2.32)

De la même manière, nous posons

V =
{

k≥ 0 | ρ(k) ≥ η2

}
(2.33)

l’ensemble desitérations très réussies(« very successful iterations»). Notons
queV ⊆ S .

Cet algorithme de base laisse, pour l’instant, quelques zones d’ombre : le choix
de l’approximation localem(k), de la norme‖·‖k , la méthode employée pour cal-
culer s(k) ainsi que la signification exacte de la périphrase« réduisant suffisam-
ment l’approximation localem(k)

» et, enfin, la mise à jour pratique du rayon de
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confiance. On peut remarquer que l’algorithme tel que décritci-dessus ne com-
porte pas de critère d’arrêt ; nous supposons donc qu’une suite infinie d’itérés
{x(k)} est générée4.

2.3 Globalisation par point proximal.

Nous devons également mentionner qu’il existe d’autres techniques de glo-
balisation à côté de la recherche linéaire et des régions de confiance. Parmi ces
techniques, celles dites dupoint proximalsont très proches, dans leur esprit, des
régions de confiance. Les méthodes dites proximales sont déjà présentes dans la
thèse de Martinet [70] mais l’algorithme du point proximal trouve ses pleins fon-
dements dans les travaux de Rockafellar [89].

Dans toute sa généralité, cet algorithme est développé pourrechercher un zéro
d’un opérateur maximal monotone, un de ses nombreux cadres d’application étant
l’optimisationconvexe. Dans ce contexte, l’algorithme du point proximal est ca-
ractérisé par une itération de base de la forme

x(k) = argmin
x

[
f (x)+

1

µ(k)
‖x−x(k−1)‖2

]
+e(k) (2.34)

où e(k) est introduit pour prendre en charge, d’un point de vue théorique, les er-
reurs liées au calcul numérique approché. Le terme de distance est introduit en vue
derégulariserla fonction convexef (x) et ainsi assurer l’existence et l’unicité du
minimum x(k). La convergence de l’algorithme est assurée moyennant certaines
hypothèses. Parmi celles-ci, on trouve cependant l’hypothèse de convexité qui af-
faiblit sérieusement le résultat.

Fin des années 1980, l’essor de la théorie de la convergence variationnelle
a permis d’introduire, dans l’algorithme de base, la notionde perturbation: la
fonction f (x) était remplacée, à l’itérationk, dans le problème (2.34), par une
autre fonctionf (k)(x), la suitef (k) devant converger versf . Cette approche facilite
grandement la prise en charge de contraintes via l’exploitation des fonctions de
pénalisation(voir par exemple [63, 98]).

Parallèlement, d’autres auteurs se sont plutôt penchés surla métriqueexploi-
tée dans l’algorithme,i.e. sur la distance utilisée dans (2.34). C’est ainsi qu’ap-
paraissent, d’une part, des métriques variant d’itérationen itération (voir [17, 18,
6, 88]) et, d’autre part, une métrique fixe non-linéaire basée sur une méthode dite
entropique(voir [16, 26, 55]). Bien entendu, les couplages entres ces différentes
approches ont initié de nouvelles recherches (voir [2, 7]).

4En pratique, un critère d’arrêt doit naturellement être spécifié. Celui-ci doit stoppe le pro-
gramme aussitôt que l’itéréx(k) satisfait l’utilisateur. La plupart des programmes spécifient égale-
ment un nombre maximal d’itérations.
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Plus récemment, Cartiset al. [13, 14] ont développé une méthode appelée
« adaptive cubic overestimation» (ACO). Celle-ci présente des caractéristiques
semblables à la méthode du point proximal.

Algorithme 2.2 Soit un point de départ x(0), un rayon de confiance initial∆(0) et
les constantesη1, η2, γ1, γ2 qui satisfont aux conditions(2.28). Calculer f(x(0))
et initialiser k= 0.

Étape 1 : Calcul d’un pas de progression.Calculer un pas s(k) réduisant suffi-
samment l’approximation locale

m(k)(x(k) +s) = f (x(k))+sT∇x f (x(k))+
1
2

sTH(k)s+
1
3

1

µ(k)
‖s‖3

où H(k) est une approximation de la matrice hessienne∇xx f (x(k)).

Étape 2 : Acceptation ou rejet du point-test. Évaluer f(x̃(k)) avec

x̃(k) = x(k) +s(k)

et définir le rapport

ρ(k) =
f (x(k))− f (x̃(k))

m(k)(x(k))−m(k)(x̃(k))
.

Si ρ(k) ≥ η1, définir x(k+1) = x̃(k) ; dans le cas contraire, x(k+1) = x(k).

Étape 3 : Mise à jour du paramètre. Choisir

1

µ(k+1)
∈






]0, 1/µ(k)] si ρ(k) > η2,
[1/µ(k) , γ1/µ(k)] si ρ(k) ∈ [η1 , η2],
[γ1/µ(k) , γ2/µ(k)] si ρ(k) < η1.

Augmenter ensuite k d’une unité et retourner à l’étape 1.

Nous pouvons constater une certaine similarité entre les méthodes proximales
et les régions de confiance : les premières pénalisent l’éloignement entre deux ité-
rés successifs alors que les secondes confinent l’itéréx(k) autour dex(k−1) grâce à
une contrainte (la région de confiance). Là où, d’une part, l’intensité de la péna-
lité est gouvernée par le paramètreµ(k) qui s’adapte d’itération en itération, nous
avons, d’autre part, un rayon de confiance∆(k) variant également au cours des ité-
rations qui détermine la taille de la région de« confinement». De petites valeurs
de µ(k) provoquent une pénalité forte dont les effets sont similaires à une région
de confiance de faible rayon∆(k). La régularisation des méthodes proximales agit
comme une pénalisation —i.e. une forme de contrainte faible — alors que les
régions de confiances utilisent une contrainte forte, infranchissable. Au vu de sa
parenté avec les régions de confiance, cette technique de globalisation ne sera plus
évoquée par la suite.
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2.4 Globalisation par méta-heuristiques.

Le termeméta-heuristiquecaractérise une approche générale plutôt qu’une
méthode à part entière. Les méthodes méta-heuristiques ne nécessitent aucun cal-
cul de dérivée, mais uniquement des évaluations de la fonction objectif en dif-
férents points. Elles n’utilisent pas véritablement d’approximations locales. Cer-
taines de ces méthodes ont fait leur preuves dans le domaine de l’optimisation
combinatoireetdiscrètemais peuvent également être utilisées pour des problèmes
d’optimisation continus et ont l’avantage de pouvoir être utilisée pour la recherche
d’un minimumglobal de la fonction objectiff . Il convient néanmoins de se gar-
der d’un enthousiasme excessif, ces méthodes reposent sur des analogies avec
des mécanismes présents dans lanatureou sur des considérations géométriques
et ont une base théorique relativement mince et partielle. Leur vitesse de conver-
gence laisse également à désirer et le nombre d’évaluationsde la fonction objectif
est énorme en comparaison des méthodes basées sur des approximation locales.
Parmi les méthodes rencontrées dans la littérature, nous n’en citerons que deux :
la méthode durecuit simulé(simulated annealing) et lesalgorithmes génétiques.

2.4.1 Recuit simulé.

La méthode du recuit simulé [83, 85] a déjà été utilisée, par exemple, pour
des identifications paramétriques5 [71, 104]. Son principe est relativement simple
et se base sur une analogie entre la minimisation d’une fonction et le refroidisse-
ment d’un métal en fusion. Quand un métal en fusion est refroidi suffisamment
lentement, il tend à se solidifier dans un état d’énergie minimum. C’est le même
principe qui gouverne le recuit simulé : au début, presque tous les mouvements
(i.e. n’importe quelle point dans le voisinage de l’itéré courantx(k)) sont accep-
tés comme itéré suivant. Ceci permet d’explorer l’espace des solutions. Ensuite,
graduellement, la température diminue et, avec elle, la tolérance de l’algorithme.
Et, finalement, seuls les mouvements entraînant une décroissance de la fonction
objectif sont acceptés.

Synthétiquement, l’algorithme le plus commun fonctionne comme suit. La
méthode est itérative. À l’itérationk, la solution courante estx(k) et la valeur de
la fonction objectif f (x(k)). Un point x̃(k) est alors choisi aléatoirement dans le
voisinage dex(k) : si f (x̃(k)) < f (x(k)) le mouvement est accepté (x(k+1) = x̃(k)) et
on passe à l’itération suivante. Dans le cas contraire, le mouvement a une certaine
probabilitéP(x̃(k),k) d’être accepté et une probabilité 1−P(x̃(k),k) d’être rejeté,
auquel casx(k+1) = x(k) et on passe à l’itération suivante. La probabilitéP(x̃(k),k)

5Le concept d’identification paramétriqueest développé au chapitre 5.
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FIG. 2.1– Lois de refroidissement de la méta-heuristique du recuit simulé. La figure
du dessus représente l’évolution (2.36) de la température au fur et à mesure des itéra-
tions. La figure du dessous représente la probabilité d’acceptation (2.35) en fonction
de la température et de la valeur de la différence∆ f = f (x̃(k))− f (x(k)).
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d’acceptation de ˜x(k) à l’itérationk est calculée selon la formule suivante

P(x̃(k),k) = exp

[
− f (x̃(k))− f (x(k))

T(k)

]
(2.35)

où T(k) est un paramètre nommétempératuredécroissant avec les itérations. Le
schéma usuel de décroissance deT(k) du type

T(k) = αkdivL T0 (2.36)

où 0< α < 1 est letaux de refroidissement, T0 > 0 la température initialeet
L > 0 un entier appelélongueur des paliers6. Ce sont les paramètres du schéma
de refroidissement. Les lois de refroidissement (2.35) et (2.36) sont représentées
sur la figure 2.1 Il convient bien entendu d’adjoindre à cet algorithme un critère
d’arrêt.

2.4.2 Algorithmes génétiques.

Les méthodes génétiques [57, 83] sont également des méthodes ne nécessitant
pas d’évalutation des dérivées de la fonction objectif. Elles se basent sur une sé-
lection, puis une éventuelle amélioration, des meilleurs membres parmi un large
échantillon de points, s’inspirant de la théorie de l’évolution de Darwin. Le vo-
cabulaire utilisé est celui de l’étude des populations, on parle depopulation(en-
semble de points) constituée d’individus(un point de cet ensemble) eux-mêmes
caractérisés par desgènes(les valeurs des paramètres de cette solution).

Après avoir généré une population initiale, chaque itération (ougénération) se
compose des étapes suivantes :

1. Évaluation de la fonction objectif pour chaque (nouvel) individu de la po-
pulation.

2. Sélection des parents dans la population. Ceux-ci sont sélectionnés aléatoi-
rement avec une plus forte probabilité pour les meilleurs individus (ceux
dont la valeur de la fonction objectif est la plus faible).

3. Recombinaison des parents. Sélectionnés à l’étape précédente, ceux-ci sont
croisés (avec un opérateur adéquat) afin de former de nouveaux membres
de la population (les enfants) qui viennent s’ajouter aux précédents.

4. Amélioration locale des enfants. Ceux-ci sont éventuellement améliorés par
une technique de recherche locale.

6L’opérateur div désigne la division entière.
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5. Mutation de certains individus dans la population. Il s’agit de créer de nou-
veaux membres par de légères perturbations aléatoires des gènes de certains
individus.

6. Survie des plus aptes au sein de la population. Certains individus sont sélec-
tionnés aléatoirement dans la population et sont éliminés de celle-ci. La sé-
lection aléatoire s’effectue suivant une probabilité qui favorise les meilleurs
individus.

Il convient naturellement d’ajouter un critère d’arrêt à ceschéma, le plus simple
étant d’arrêter le processus lorsque la différence entre les valeurs de fonction ob-
jectif entre le meilleur et le pire individu de la populationest inférieur à un seuil
fixé.

2.4.3 Propriétés générales.

Les méthodes méta-heuristiques présentent l’avantage de ne pas nécessiter de
calcul des dérivées de la fonction objectif. Aucun coût d’implémentation ni de cal-
cul du gradient de la fonction objectif n’est donc engendré.Ces méthodes ont éga-
lement la propriété intéressante de pouvoir être dirigée vers le minimum global du
problème et non vers un minimum local comme les méthodes d’ordre supérieur.

Toutefois, des applications numériques montrent que ces méthodes demandent
un nombre d’évaluation de la fonction objectif très important [71]. Généralement
le surcroît de temps de calcul engendré est prohibitif par rapport aux autres tech-
niques de globalisation.

2.5 Conclusion.

Dans ce chapitre nous avons essentiellement présenté les deux techniques de
globalisation les plus courantes : les méthodes avec recherche linéaire et les algo-
rithmes avec régions de confiance. Les globalisations par méthode de type proxi-
mal et les méthodes méta-heuristiques n’y sont que succinctement évoquées dans
un soucis de complétude.

L’étude systématique et complète de toutes les méthodes appartenant aux deux
familles principales sort du cadre de ce travail. Certainestechniques d’optimisa-
tion unidimensionnelle sont présentées ici pour servir, d’une part, de source d’ins-
piration pour le développement d’autres algorithmes d’optimisation et, d’autre
part, de points de comparaison. Le présent chapitre fait volontairement l’impasse
sur les approximations locales nécessaires au calcul, respectivement, de la direc-
tion de recherche et du pas de progression au sein de la régionde confiance. Le
chapitre suivant est entièrement consacré à ces questions.



Chapitre 3

Approximations locales en
optimisation mathématique

Ce chapitre traite du choix d’une approximation locale adéquate pour le cal-
cul d’une direction de descente, dans le cas d’une globalisation par recherche
linéaire, ou d’un pas de progression, dans le cas d’un algorithme avec régions de
confiance. Les approximations locales développées dans ce chapitre peuvent être
utilisées pour approcher la fonction objectif mais aussi, dans le cas de problèmes
contraints, les contraintes. Les différentes combinaisons entre les techniques de
globalisation et les approximations locales pour la fonction objectif et pour les
contraintes constituent autant de méthodes différentes développées dans la littéra-
ture.

3.1 Approximations locales linéaires.

3.1.1 Méthode de la plus grande pente.

L’approximation locale la plus simple est sans conteste l’approximation li-
néaire

m(k)(x(k) +s) = f (x(k))+sTg(k) (3.1)

où g(k) est le gradient∇x f (x(k)) de la fonction objectif au pointx(k) (ou éventuel-
lement une estimation de celui-ci).

Cette approximation locale donne naturellement naissanceà la méthode de
la plus grande pente. C’est une méthode avec recherche linéaire qui consiste à
choisir, à chaque itération, la direction de descented(k) qui présente la plus grande
pente, c’est-à-dire l’opposé de l’estimation du vecteurg(k), i.e.

d(k) = −g(k). (3.2)

39
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La méthode de la plus grande pente est globalement convergente et son ordre
de convergence est linéaire. Cependant la vitesse de convergence s’avère très
faible aussitôt que la fonction objectif présente une formeanisotrope,i.e. lorsque
les valeurs propres du Hessien à l’optimum sont très différentes les unes des autres
(voir par exemple [80]) .

3.1.2 Généralisation au cas non-différentiable.

Une généralisation de la méthode de la plus grande pente peutêtre obtenue
pour des fonctions objectifs non-différentiables. Naturellement, le gradient de la
fonction objectif n’est alors pas défini en tout point du domaine mais il est tout de
même possible de définir et d’utiliser des généralisations appropriées.

Commençons par rappeler les concepts de base associés aux fonctions non-
différentiables. Nous ne nous attarderons que sur le cas desfonctions continues,
finies et convexes. Notons qu’une fonctionf : R

n → R est diteconvexesi

f [θx+(1−θ)y] ≤ θ f (x)+(1−θ) f (y), ∀x,y∈ R
n,∀θ ∈ [0,1], (3.3)

chaque fois que le second membre de cette inégalité est défini.
La dérivée unidirectionnelle,f ′d(x), de f au pointx dans la directiond est

définie par

f ′d(x) = lim
t→0+

f (x+ td)− f (x)
t

. (3.4)

L’existence de cette dérivée est assurée pour une fonctionf convexe et finie.
Lorsquef est continûment différentiable dans un voisinage dex nous avons éga-
lement f ′d(x) = [∇x f (x)]T d. Le sous-différentiel∂ f (x) de f enx est l’ensemble

∂ f (x) = {g∈ R
n : gTd ≤ f ′d(x),∀d ∈ R

n} (3.5)

et chaque élément du sous-différentiel def enx est appelé unsous-gradientde f
enx. Nous pouvons constater que sif est continûment dérivable dans un voisinage
dex, le sous-différentiel def enx se réduit à un singleton ne comprenant que le
gradient∇x f (x). Le sous-différentiel peut également être écrit sous la forme

∂ f (x) = {g∈ R
n : f (x)+gTd ≤ f (x+d),∀d ∈ R

n}. (3.6)

Une généralisation simple de la méthode de la plus grande pente est laméthode
du sous-gradient. Il suffit de prendre pour direction de descente l’opposé d’un
élément quelconque du sous-différentiel

g(k) ∈ ∂ f (x(k)). (3.7)
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Mais cette technique s’avère plutôt inefficace en pratique et des exemples pour
lesquels l’algorithme ne converge pas peuvent facilement être construits (voir par
exemple [31]). Pour obtenir un algorithme globalement convergent, il faut pous-
ser plus avant l’analogie avec la méthode de la plus grande pente et prendreg(k)

comme l’opposé du sous-gradient de plus grande pente qui peut être caractérisée
mathématiquement par

g(k) = arg min
g∈∂ f (x(k))

‖g‖2. (3.8)

En effet, lorsque la dérivée existe, la direction (unitaire) de plus grande pente
est en fait la solution du problème d’optimisation suivant

arg max
d∈Rn

|dTg(k)| (3.9)

s.c. ‖d‖2 = 1, (3.10)

dTg(k) < 0. (3.11)

La condition (3.10) impose une valeur finie (unitaire) à la norme de la direction
et la condition (3.11) restreint quant à elle l’espace de recherche aux directions de
descente. Sachant que la pente est nécessairement négative, ce problème peut être
reformulé plus simplement1

arg min
d∈Rn

dTg(k) (3.12)

s.c. ‖d‖2 = 1, (3.13)

dont la solution−g(k)/‖g(k)‖2 est bien un multiple de (3.2).
Par analogie, dans le cas non-différentiable, le sous-gradient de plus grande

pente est la solution du problème d’optimisation

arg max
g∈∂ f (x(k))

min
d∈Rn

dTg (3.14)

s.c. ‖d‖2 = 1. (3.15)

Le minimum dedTg soumis à la contrainte (3.15) s’obtient pour

d = −g/‖g‖2, (3.16)

quelle que soitg. La valeur du minimum est donc−‖g‖2 et nous obtenons ainsi
la formulation (3.8).

1Il suffit simplement d’utiliser l’équivalence entre les deux problèmes maxf (x) et min[− f (x)].
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3.2 Approximations locales quadratiques.

Pour améliorer l’adéquation entre la fonction objectif et l’approximation lo-
cale, il paraît naturel d’augmenter l’ordre de l’approximation et de passer à des
approximations locales quadratiques de la forme

m(k)(x(k) +s) = f (x(k))+sTg(k) +
1
2

sTH(k)s. (3.17)

Dans cette section nous considérerons, sauf indication contraire, que

g(k) = ∇x f (x(k)). (3.18)

L’approximation est donc au moins du premier ordre.

3.2.1 Méthode de Newton.

L’approximation locale la plus immédiate est obtenue par undéveloppement
limité du second ordre de la fonction objectif

f (x(k) +s) = f (x(k))+sTg(k) +
1
2

sT∇xx f (x(k))s+O (‖s‖3) (3.19)

et la matriceH(k) de l’approximation quadratique (3.17) est simplement le Hessien
de la fonction objectif. Elle donne naissance à laméthode de Newton.

Dans la méthode de Newtonpure et simple, le pass(k) est calculé à chaque
itération pour minimiser (3.17) et on posex(k+1) = x(k) + s(k). Notons quem(k)

ne possède un minimum unique que siH(k) est définie positive, la minimisation
échouant dans les autres cas. SiH(k) est définie positive,s(k) est tel que

∇xm
(k)(x(k) +s(k)) = 0, i.e. H(k)s(k) = −g(k). (3.20)

et nous constatons que la directions(k) ainsi obtenue est une direction de descente
car

g(k)Ts(k) = −s(k)T ∇xx f (x(k))s(k) < 0 (3.21)

lorsque la matrice hessienne est définie positive.
La méthode de Newton converge au second ordre, ce qui la rend très attractive.

Elle présente cependant de périlleux désavantages. Tout d’abord, rien ne garantit
que la matrice hessienne soit définie-positive pour toutes les itérations. Même
s’il est possible de montrer sous de très légères hypothèsesque la matrice hes-
sienne est définie positive dans un voisinage d’un minimum local, encore faut-il
que l’algorithme aboutisse dans ce voisinage. D’autre part, quand bien même la
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matriceH(k) s’avérerait définie positive à chaque itération2, la convergence glo-
bale ne serait pas garantie. En effet, sis(k) est bel et bien une direction de des-
cente, rien ne permet d’affirmer quef (x(k) +s(k)) < f (x(k)). Différents exemples
de comportements problématiques peuvent être trouvés dansla littérature (voir
par exemple [82]).

Le diagnostic à poser sur cette méthode est simple : aucune méthode deglo-
balisationn’est utilisée. À aucun moment l’algorithme ne vérifie la décroissance
des valeurs de la fonction objectif originellef (x(k)) aux itérés successifs. Une pre-
mière variante, laméthode de Newton avec recherche linéaire, effectue donc une
recherche linéaire dans la direction

d(k) = −[H(k)]−1g(k). (3.22)

Cette direction n’est toutefois une direction de descente que siH(k) est définie
positive et la convergence globale de l’algorithme ne peut donc être établie.

Dans la seconde variante, laméthode de Newton avec régions de confiance, le
pas de progressions(k) n’est pas calculé selon (3.20). La taille du pas de progres-
sion est limité par une région de confiance de rayon∆(k) et le pas de progression
s(k) est donc la solution du problème

arg minsTg(k) +
1
2

sTH(k)s (3.23)

s.c. ‖s‖ ≤ ∆(k). (3.24)

Cette variante permet de circonvenir aux problèmes posés par des matrices hes-
siennes non définies positives. La résolution du sous-problème (3.23) dans le cas
où la norme utilisée est la norme euclidienne a été étudiée par Moré et Soren-
sen [74] (voir section 6.1.1).

3.2.2 Méthodes de Newton modifiées.

De nombreuses variantes ont été proposées pour stabiliser la méthode de New-
ton. Elles passent généralement par une modification de la matrice H(k) destinée
à assurer la convexité de l’approximation locale. Un Hessien modifié peut, par
exemple, être obtenu en ajoutant simplement une matriceE(k) symétrique (semi)
définie positive adéquatement choisie au véritable Hessien

H(k) = ∇xx f (x(k))+E(k). (3.25)

Le choix deE(k) est crucial pour les performances des algorithmes basés surcette
approximation. Intuitivement, il semble logique d’utiliser des matrices de correc-
tion E(k) aussi« petites» que possible. Sous certaines conditions, la convergence

2Ce qui est le cas, par exemple, pour une fonction objectif convexe.
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globale de tels algorithmes avec une recherche linéaire peut être démontrée et leur
taux de convergence est quadratique pour autant que le minimum ainsi atteint soit
isolé (voir [80]). Supposons en effet que la suite d’itérés{x(k)} converge vers un
pointx∗ pour lequel∇xx f (x∗) est suffisamment définie positive (la valeur propre la
plus petite est supérieure à une certaine tolérance positive) pour qu’il ne soit plus
nécessaire d’effectuer une correction pour toutes les itérations subséquentes. Les
dernières itérations sont de pures itérations de Newton et le taux de convergence
est dès lors identique. Dans les cas où∇xx f (x∗) est singulière ou presque singu-
lière, il est possible que le taux de convergence soit diminué et que la convergence
devienne linéaire.

L’idée la plus simple pourE(k) est certainement de trouver un scalaireν(k) > 0
tel que la matrice

H(k) = ∇xx f (x(k))+ν(k)I (3.26)

soit définie positive. Ceci revient à imposer à la direction de Newton un biais
croissant avec le paramètreν(k) vers la direction de plus grande pente. En effet,
on constate que, siν(k) est extrêmement petit, la direction de descente obtenue est
proche de la direction de Newton puisque

H(k) ≃ ∇xx f (x(k)). (3.27)

Dans le cas contraire, siν(k) est extrêmement grand, le Hessien devient négli-
geable dans l’expression deH(k) et la direction de descente tend vers un multiple
de la direction de plus grande pente

d(k) ≃−(ν(k)I)−1g(k) = − 1

ν(k)
g(k). (3.28)

La correction (3.26) est à la base de laméthode de Levenberg-Marquardt. Cette
façon de procéder peut également être interprétée comme uneversion affaiblie
d’une région de confiance : l’approximation quadratique de Taylor (3.19) se voit
ajouter un termeν(k)sTs qui pénalise l’utilisation de grands pas de progression3.

Il reste la question du choix de la valeur deν(k). Pour que la matrice (3.26)
soit définie positive, il faut tout simplement queν(k) soit supérieur à la plus petite
valeur propre de∇xx f (x(k)). Pour éviter le calcul explicite des valeurs propres,
généralement coûteux, l’alternative suivante est parfoisutilisée

ν(k) > ‖∇xx f (x(k))‖F (3.29)

car la plus grande valeur propre (en valeur absolue) d’une matrice est bornée par

3La méthode de Levenberg-Marquardt peut aussi être interprétée comme une méthode proxi-
male, voir à ce sujet la section 2.3.
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la norme de Frobenius4 de cette matrice. La valeur deν(k) générée par cette tech-
nique peut cependant s’avérer inutilement grande, biaisant ainsi fortement la di-
rection de Newton vers la direction de plus grande pente. Lesperformances d’un
algorithme basé sur ce type d’approximation peuvent dès lors en souffrir grave-
ment. Il est possible de montrer que la modification (3.26) avecν(k) = −λmin est
la modificationE(k) qui possède la plus petite norme subordonnée à la norme
euclidienne5 et qui permette àH(k) d’être semi-définie positive.

En utilisant la norme de Frobenius pourE(k), nous obtenons la matrice de
correction

E(k) = Q(k) diag(ν(k)
i )Q(k)T (3.31)

avec, pouri = 1, . . . ,n,

ν(k)
i = 0 si λi > 0, (3.32)

ν(k)
i > −λi sinon, (3.33)

où lesλi et les colonnes deQ(k) sont respectivement les valeurs propres et les
vecteurs propres de∇xx f (x(k)). En utilisant une toléranceδ (généralement la racine
carrée de la précision machine), nous obtenons une troncature de la décomposition
spectrale du Hessien

∇xx f (x(k)) = Q(k) diag(λi)Q(k)T (3.34)

qui est approché par

H(k) = Q(k) diag[max(λi,δ)] Q(k)T . (3.35)

Cette approximation du Hessien est définie positive siδ > 0 et semi-définie posi-
tive siδ ≥ 0. Cette technique peut cependant présenter des problèmes numériques
comme l’illustrent Nocedal et Wright [80] par le problème suivant.

Exemple 3.1 Considérons∇x f (x(k)) = (1,−3,2)T et

∇xx f (x(k)) = diag(10,3,−1) (3.36)

4La norme de Frobenius de la matriceA∈ R
n
m se définit comme

‖A‖F =

√
n

∑
i=1

m

∑
j=1

|ai j |2. (3.30)

5La norme euclidienne de la matriceA∈ R
n
m est égale à la racine carrée de la plus grande des

valeurs propres de la matriceATA.
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qui n’est clairement pas définie positive et la direction de Newton(3.22) n’est
donc pas une direction de descente. En utilisantδ = 10−8, nous obtenons l’ap-
proximation du Hessien

H(k) = diag(10,3,10−8) (3.37)

qui est définie positive et dont les courbures dans les directions propres e1, e2

ont été conservées. Avec une globalisation par recherche linéaire, la direction de
descente qui en résulte est

d(k) = −
[
H(k)

]−1
∇x f (x(k))

= − 1
10

e1−
−3
3

e2−
2

10−8 e3

≃ −(2×108)e3.

Ce pas de progression est presque parallèle à e3 et très grand. Malgré le fait qu’il
s’agit bien d’une direction de descente, l’amplitude de ce pas de progression tra-
hit un peu l’esprit de la méthode de Newton qui se base sur une approximation
quadratique de la fonction objectif valide dans un voisinage de l’itéré x(k). Dès
lors, la question de l’efficacité de cette direction de descente sur le calcul reste
ouverte. Notons que si nous prenonsδ = 0, l’approximation locale ne présente
plus de courbure du tout dans les directions de courbure négative. Malheureuse-
ment, la matrice H(k) est alors singulière (et semi-définie positive) et le calculde
la direction de descente doit se faire différemment.

D’autres techniques de modification du Hessien ont été élaborées, certains
auteurs proposent de simplement changer le signe des valeurs propres négatives
dans la décomposition spectrale. Bien que pragmatique, cette stratégie paraît dis-
cutable. Afin d’épargner le calcul de la décomposition, d’autres auteurs effec-
tuent unedécomposition de Cholesky modifiéequi factorise le Hessien en modi-
fiant certains éléments en cours de calcul pour assurer la définie positivité de la
factorisation. Le lecteur intéressé est invité à consulter, par exemple, Nocedal et
Wright [80].

3.2.3 Méthodes de type quasi-Newton.

Les méthodes de Newton (modifiées) ont un taux de convergencequadratique
pourvu queH(k) demeure symétrique définie positive. Ces méthodes sont donc
très attractives si ce n’est qu’elles nécessitent l’évaluation de dérivées secondes.
Cet inconvénient peut s’avérer très gênant en pratique. La question cruciale de
l’estimation des courbures s’est donc rapidement posée afinde pouvoir construire



3.2. APPROXIMATIONS QUADRATIQUES. 47

des approximations du Hessien à chaque itération. Les méthodes de typequasi-
Newtonsont de celles-là : elles construisent des approximations successivesH(k)

de la matrice hessienne à partir du comportement de la fonction objectif et de son
gradient au cours des itérations.

Pour ne pas recalculerH(k) à chaque itération, les méthodes de type quasi-
Newton la mettent à jour d’une façon simple en prenant en compte les informa-
tions sur la courbure acquises depuis l’itération précédente. Supposons l’étapek
d’un processus itératif : nous venons de générer un nouvel itéréx(k) et souhaitons
construire une approximation locale quadratiquem(k) de la forme (3.17). Quelles
conditions devons nous imposer àH(k) ? Une condition raisonnable est d’imposer
l’égalité des gradients de l’approximation

∇xm
(k)(x(k) +s) = g(k) +H(k)s (3.38)

au pointx(k) et en un autre point ˆx(k−1) pour lequel le gradient ˆg(k−1) est connu6.
La première condition est automatiquement satisfaite : il suffit de prendres= 0
dans (3.38) pour s’en convaincre. Nous obtenons de la seconde condition

∇xm
(k)(x̂(k−1)) = g(k) +H(k)(x̂(k−1) −x(k)) = ĝ(k−1) (3.39)

qui donne l’équation sécante

y(k) = H(k)r(k) (3.40)

en définissant les vecteurs

r(k) = x(k) − x̂(k−1), (3.41)

y(k) = g(k)− ĝ(k−1). (3.42)

Le parallèle avec la méthode de Newton pure et simple nous donne un processus
itératif

x(k+1) = x(k) −S(k)g(k) (3.43)

où S(k) = (H(k))−1 est une approximation de l’inverse de la matrice hessienne.
Bien entendu, ce processus souffre des mêmes désavantages que la méthode de
Newton pure et simple. Pour qu’elle soit efficace, il faut la coupler avec une tech-
nique de globalisation. Avec une globalisation par recherche linéaire, la direction
de descente est tout naturellement

d(k) = −S(k)g(k). (3.44)

6Habituellement, cet autre point est simplement l’itéré précédentx(k−1) si celui-ci est différent
dex(k).
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Dans ce cadre, il s’avère généralement plus avantageux de mettre à jourS(k) plutôt
queH(k) et l’équation sécante (3.40) devient donc

r(k) = S(k)y(k). (3.45)

Pour un certain écartr(k) et un changement de gradienty(k), l’équation sé-
cante (3.40) (resp. (3.45)) fournitn conditions qui n’annihilent pas lesn(n+1)/2
degrés de liberté de la matrice symétriqueH(k) (resp.S(k)). Il existe donc une in-
finité de méthodes de type quasi-Newton. Généralement, l’algorithme part d’une
estimation initialeH(0) (souvent la matrice identité à défaut d’autre chose) et ef-
fectue unemise à jourde celle-ci au fur et à mesure des itérations en lui ajoutant
une correction.

La plus simple des mises à jour ajoute une matricesymétrique de rang un
(SR1). On peut montrer que la seule mise à jour SR1 pour l’approximation du
Hessien qui réponde à l’équation sécante (3.40) est

H(k)
SR1= H(k−1) +

(y(k)−H(k−1)r(k))(y(k)−H(k−1)r(k))T

(y(k)−H(k−1)r(k))Tr(k)
(3.46)

et que la seule mise à jour pour SR1 pour l’approximation de l’inverse du Hessien
qui réponde à l’équation sécante (3.45) est

S(k)
SR1= S(k−1) +

(r(k)−S(k−1)y(k))(r(k)−S(k−1)y(k))T

(r(k)−S(k−1)y(k))Ty(k)
. (3.47)

Un des défauts majeurs de l’actualisation SR1 est que le dénominateur peut être
nul. En fait, même si la fonction objectif est convexe et quadratique, il peut arriver
qu’il n’y ait aucune mise à jour de rang un qui satisfasse l’équation sécante. Un
autre défaut majeur est la non conservation de la définie positivité des matrices
générées, c’est pourquoi la méthode SR1 n’est que rarement utilisée avec une glo-
balisation par recherche linéaire. Cependant, le développement de la globalisation
par régions de confiance, qui est capable de traiter des matrices non-définie posi-
tive, donne un second souffle à cette méthode d’actualisation. Pour des fonctions
linéaires tout à fait générales, la mise à jour SR1 génère d’excellentes approxima-
tions du Hessien sous certaines conditions : ceci fait l’objet du théorème suivant
[19].

Théorème 3.1Supposons f deux fois continûment différentiable et le Hessien
borné et continu au sens de Lipschitz dans le voisinage d’un point x∗ ∈ R

n. Soit
{x(k)} une suite d’itérés telle que x(k) → x∗. Supposons également que les écarts
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r(k) = x(k)− x̂(k−1) soient uniformément linéairement indépendants7. Alors les ma-
trices H(k) générées par la formule d’actualisation SR1 satisfont à

lim
k→∞

‖H(k) −∇xx f (x∗)‖ = 0. (3.49)

Des formules plus flexibles sont obtenues en effectuant des corrections de rang
deux,i.e.pouvant être écrites sous la forme

H(k) = H(k−1) +uuT +vvT (3.50)

avecu, v∈ R
n. Davidon [21] et Fletcher et Powell [34] ont proposé la loi d’actua-

lisation suivante

H(k)
DFP=

(
I − y(k)r(k)T

y(k)T r(k)

)
H(k−1)

(
I − r(k)y(k)T

y(k)T r(k)

)
+

y(k)y(k)T

y(k)Tr(k)
(3.51)

qui est connue sous l’acronymeDFP. En inversant cette matrice, nous obtenons
une formule de mise à jour pour l’approximation de l’inversede la matrice hes-
sienne

S(k)
DFP= S(k−1) +

(r(k)−S(k−1)y(k))(r(k)−S(k−1)y(k))T

y(k)T(r(k)−S(k−1)y(k))
. (3.52)

On peut montrer queH(k)
DFP est la matrice symétrique satisfaisant l’équation sé-

cante (3.40) la plus proche deH(k−1) (au sens d’une certaine norme pondérée de
Frobenius),i.e. la solution du problème

arg min
H

∥∥∥W1/2
(

H −H(k−1)
)

W1/2
∥∥∥

F
(3.53)

s.c. H = HT , Hr(k) = y(k)

où la matrice de pondérationW peut être n’importe quelle matrice satisfaisant la
relationWy(k−1) = r(k). L’inverse de lamatrice hessienne moyennede la fonction
objectif entre ˆx(k−1) et x(k)

W =

[∫ 1

0
∇xx f (x̃(k−1) + τ r(k))dτ

]−1

(3.54)

7Soit une suite de vecteurs finis{p(k)} ⊂ R
n, p(k) 6= 0. Les vecteursp(k) sont uniformément

linéairement indépendants s’il existe une constanteγ > 0 et des indices fixésk0 ≥ 0, m≥ n tels
que pour chaquek≥ k0 et

k+m
max
j=k+1

{
zT p( j)

‖z‖ ‖p( j)‖

}
≥ γ, (3.48)

pour toutz∈ R
n, z 6= 0.



50 CHAPITRE 3. APPROXIMATIONS LOCALES

satisfait, par exemple, à cette relation.
La mise à jour DFP, bien que relativement efficace, a rapidement été dépas-

sée par une autre formule de rang deux développée indépendamment par Broy-
den [8], Fletcher [28], Goldfarb [43] et Shanno [92] qui ont remplacé l’approxi-
mation du HessienH(k) par son inverseS(k) dans la logique de construction du
problème (3.53),i.e.

arg min
S

∥∥∥W1/2
(

S−S(k−1)
)

W1/2
∥∥∥

F
(3.55)

s.c. S= ST , Sy(k) = r(k).

La formule de mise à jour ainsi obtenue est désignée par l’acronymeBFGS

S(k)
BFGS=

(
I − r(k)y(k)T

r(k)Ty(k)

)
S(k−1)

(
I − y(k)r(k)T

r(k)Ty(k)

)
+

r(k)r(k)T

r(k)Ty(k)
(3.56)

dont nous pouvons prendre l’inverse pour obtenir une mise à jour pour la matrice
hessienne elle-même

H(k)
BFGS= H(k−1) +

y(k)y(k)T

r(k)Ty(k)
− (H(k−1)r(k))(H(k−1)r(k))T

r(k)TH(k−1)r(k)
. (3.57)

De nombreux auteurs s’accordent pour dire qu’il s’agit de lameilleure formule
pour les problèmes de minimisation non-contrainte.

Des analyses détaillées des propriétés de la méthode BFGS etplus largement
des méthodes de type quasi-Newton peuvent être trouvées dans [31, 80]. Quelques
commentaires généraux peuvent néanmoins être faits à propos des méthodes DFP
et BFGS. Sous certaines conditions, toutes deux ont des propriétés théoriques
qui garantissent un taux de convergence superlinéaire et une convergence glo-
bale lorsqu’elles sont utilisées avec une méthode de recherche linéaire. Théori-
quement, la convergence globale de la méthode DFP requiert une recherche li-
néaire exacte alors que les conditions de Wolfe (2.5) et (2.6) (ou la condition forte
(2.7)) suffisent pour BFGS. Cependant, les deux méthodes peuvent échouer pour
des fonctions non-linéaires générales. En particulier, ilapparaît que l’algorithme
peut converger vers unpoint de sellecar les conditions de convergence forcent
l’approximation du Hessien (ou de son inverse) à être définiepositive même sur
un point de selle. Seule la convergence vers unpoint critique du premier ordre
peut dès lors être garantie (voir section 4.1).

3.2.4 Directions conjuguées.

La méthode des directions conjuguées est basée sur des approximations qua-
dratiques. Il s’agit de construire des directions conjuguées par rapport à une ma-
trice A∈ R

n
n symétrique définie positive. Deux directions non nulles et distinctes
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d,e∈ R
n sont conjuguées par rapport àA lorsque

dT Ae= 0. (3.58)

Vu le caractère défini positif de la matriceA, on peut montrer quek≤ n directions
conjuguées deux à deux sont linéairement indépendantes.

La méthode du gradient conjuguéest un cas particulier de directions conju-
guées : les directions sont obtenues par orthogonalisationdes vecteurs gradients.
Elle fut d’abord développée pour résoudre le système linéaire

Ax= b (3.59)

oùb∈R
n. C’est l’équivalence de ce problème avec la minimisation dela fonction

objectif quadratique et convexe

f (x) =
1
2

xT Ax−bTx+c (3.60)

oùc∈R qui permet de l’utiliser comme méthode d’optimisation à part entière. La
méthode des gradients conjugués procède par itérations. Pour fixer les idées, nous
évoquerons sa formulation avec une globalisation par recherche linéaire.

La première direction de descente utilisée est celle de plusgrande pente (3.2)

d(0) = −g(0). (3.61)

Les directions suivantesd(k) sont calculées à partir des composantes du gradient
g(k) qui sont conjuguées auxk directions précédentsd(0), . . . ,d(k−1). La direction
d(k) est construite comme une combinaison du gradientg(k) et des directions an-
térieures

d(k) = −g(k) +
k−1

∑
i=0

γ(k)
i d(i) (3.62)

où les coefficientsγ(k)
i sont calculés de façon à assurer la relation d’orthogona-

lité (3.58)

γ(k)
i =

g(k)T Ad(i)

d(i)T Ad(i)
. (3.63)

Les coefficients de la combinaison linéaire sont tous nuls à l’exception deγ(k)
k−1

que nous renommonsβ(k−1). La direction de descente s’écrit donc

d(k) = −g(k) +β(k−1) d(k−1). (3.64)

Une caractéristique particulièrement intéressante de la méthode provient du fait
que le coefficientβ(k−1) peut être calculé sans faire intervenir explicitement la
matriceA

β(k−1) =
g(k)T (g(k)−g(k−1))

d(k−1)T (g(k)−g(k−1))
, (3.65)
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ce qui s’avère particulièrement utile pour les problèmes degrande taille. On peut
montrer que le problème de minimisation de l’approximation(3.17) est résolu en,
au plus,n itérations par la méthode du gradient conjugué [30, 80].

La méthode du gradient conjugué telle que décrite ci-dessuspeut être uti-
lisée avec des fonctions objectifs non quadratiques mais nécessite quelques lé-
gères modifications. Le coefficientβ(k−1) peut, par exemple, être calculé à partir
d’autres expressions équivalentes à (3.65) lorsque la fonction est quadratique. Il
est conseillé, aprèsn itérations, de réinitialiser le processus avec une itération de
plus grande pente. Un nouveau jeu de directions de descente conjuguées pourra
ainsi être créé lors desn itérations suivantes. De plus, vu que la recherche linéaire
n’est jamais résolue de façon parfaitement exacte, il peut s’avérer que la direction
d(k) ne pointe plus en direction d’une réduction de la fonction objectif (c’est en
fait une direction de montée). Dans ce cas, on réinitialisera de même le processus
par une itération avec la méthode de la plus grande pente.

D’autres méthodes utilisant le concept des directions conjuguées ont été déve-
loppées dont certaines ne demandent pas l’évaluation du gradient de la fonction
objectif. Le lecteur intéressé est invité à consulter [30].Les directions conjuguées
peuvent également être utilisées avec une globalisation par régions de confiance
(voir, par exemple, [20, 44]).

3.2.5 Résolution d’équations non-linéaires.

Le principe de ces méthodes est de rechercher le vecteur des variables d’opti-
misationx∗ solution du système d’équations implicites et non-linéaires

ci(x) = ĉi i = 1, . . . ,m (3.66)

en minimisant la fonction objectif

f (x) =
1
2

m

∑
i=1

[ci(x)− ĉi ]
2, (3.67)

c’est l’écart au sens desmoindres carrés. Étant donnée la présence de nombreuses
sources d’erreurs (de modélisation, numériques, expérimentales,. . . ), l’existence
d’une telle solution n’est pas avérée. Néanmoins, loin de l’optimum, cette inexis-
tence de solution n’influencera que peu la méthode de résolution proposée qui tend
à converger vers une solution approchée du système de base. Les méthodes spéci-
fiquement construites pour résoudre ce genre de problème nécessitent le calcul de
la matrice jacobienne

G(x) = [∇xc1(x) ∇xc2(x) . . . ∇xcm(x)] (3.68)
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de dimensionn×m.
Pour la résolution d’un système d’équations non-linéaires, nous pouvons uti-

liser la méthode de Newton–Raphson. Dans le cas de la minimisation d’une fonc-
tion objectif de type moindres carrés, on parlera plutôt dela méthode de Gauss–
Newton. Considérons le développement de Taylor limité au premier ordre de cha-
cune des composantes du vecteur

c(x) = [c1(x) c2(x) . . . cm(x)]T (3.69)

autour de l’itéréx(k)

c(x) ≃ c(x(k))+G(k)T [x−x(k)] (3.70)

où G(k) = G(x(k)). Une approximation locale quadratique de la fonction peut être
construite en utilisant (3.70) dans l’expression de la fonction objectif (3.67). Cette
approximation est de la forme (3.17) avec

g(k) = G(k)[c(x(k))− ĉ] (3.71)

et
H(k) = G(k)G(k)T . (3.72)

Cette expression est à comparer avec le gradient en un pointx

∇x f (x) = G(x) [c(x)− ĉ] (3.73)

et la matrice hessienne en un pointx

∇xx f (x) = G(x)G(x)T +
m

∑
i=1

[ci(x)− ĉi ]∇xxci(x). (3.74)

On constate qu’il y a bien coïncidence entre les gradients dela fonction objectif et
de l’approximation locale tandis que le second terme de l’expression de la matrice
hessienne (3.74) est négligé.

Notons que d’autres formes de mesure de l’écart peuvent êtreutilisées (voir
section 5.2.2). De manière analogue, le gradient et la matrice hessienne de la fonc-
tion objectif généralef (x) = F (c(x), ĉ) sont respectivement de la forme

∇x f (x) = G(x)∇cF (c(x), ĉ) (3.75)

et

∇xx f (x) = G(x)∇ccF (c(x), ĉ)G(x)T +
m

∑
i=1

∂F (c(x), ĉ)
∂ci

∇xxci(x). (3.76)
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L’approximation locale quadratique s’obtient alors en prenant pour matrice hes-
sienne

H(k) = G(k) ∇ccF (c(x(k)), ĉ)G(k)T . (3.77)

La méthode de Levenberg–Marquardtest très proche de la méthode de Gauss–
Newton et constitue une stabilisation de celle-ci. Le Hessien de l’approximation
locale est simplement augmenté d’un terme diagonal

H(k) = G(k) ∇ccF (c(x(k)), ĉ)G(k)T +λ(k)
LMI (3.78)

soit, dans le cas d’un écart mesuré au sens des moindres carrés (3.67)

H(k) = G(k)G(k)T +λ(k)
LMI (3.79)

Plus le paramètreλ(k)
LM est grand, plus la variation des variables est atténuée : le

terme diagonal ajouté est une sorte de pénalisation des déplacements. La mise à
jour de ce paramètre est généralement réalisée par une procédure simple de test
de décroissance. Lors de chaque itération, on calcule une nouvelle valeur des va-
riables de contrôlex(k+1) où la valeur de la fonction objectif est ensuite évaluée.
Si celle-ci est inférieure à la valeur correspondant à l’itéré courant, l’itération est
acceptée et on passe à la suivante. Dans le cas contraire, on recommence l’ité-
ration en augmentant la valeur du paramètreλLM jusqu’à obtenir une itération
acceptable.

3.2.6 Approximations quadratiques séparables.

Pour des problèmes de grandes tailles, divers auteurs ont proposé des ap-
proximations locales simplifiées pour êtreséparables, ce qui permet d’éviter les
problèmes liés au stockage de la matrice hessienne ou de son approximation.
Fleury [35] puis Zhang et Fleury [103] proposent de ne retenir que les termes
diagonaux du Hessien de la fonction objectif au pointx(k)

H(k) = diag

(
∂2 f (x(k))

∂x2
1

, . . . ,
∂2 f (x(k))

∂x2
n

)
. (3.80)

Cette approximation peut éventuellement être assortie d’un gardien garantissant
la définie-positivité de la matriceH(k).

Duysinxet al.[25] puis Bruyneelet al.[10] proposent de construire les termes
diagonaux du Hessien de l’approximation locale à partir d’informations obtenues
lors des itérations précédentes, ce qui permet d’éviter le calcul des dérivées se-
condes. Cette approximation est obtenue en remplaçant les termes diagonaux du
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Hessien par une différence finie des gradients en deux pointsconnusx(k) et x̃(k−1)

H(k) = diag

(
g(k)

1 − g̃(k−1)
1

x(k)
1 − x̃(k−1)

1

, . . . ,
g(k)

n − g̃(k−1)
n

x(k)
n − x̃(k−1)

n

)
. (3.81)

Cette approximation peut évidemment donner lieu à des approximations négatives
des courbures ; il arrive donc qu’un gardien algorithmique soit mis en place afin
de garantir la définie-positivité de la matrice.

3.3 Autres approximations locales.

Les approximations locales les plus directes sont celles qui se basent sur le
développement en série de Taylor (3.19). D’autres types d’approximations ont été
développés : nous allons en brosser un rapide tableau. La première d’entre elles
est l’approximation conique de Davidon [22]. Les méthodes suivantes nous pro-
viennent du domaine de l’optimisation des structures qui a été particulièrement
fécond en la matière. Des approximations locales convexes particulièrement effi-
caces y ont été développées en s’inspirant de problèmes-types : treillis, portiques,
forme, topologie, etc. Cette famille de méthodes est connuedans le domaine sous
le nom deméthodes d’approximations convexes. Elles sont, pour la plupart, dis-
ponibles dans le logiciel BOSS/Quattro [87].

3.3.1 Approximation conique.

L’approximation conique proposée par Davidon [22] s’inspire de l’approxima-
tion quadratique (3.17) en utilisant unemise à échelle colinéaireen lieu et place
des, i.e.

s

1−sTa(k)
(3.82)

aveca(k) ∈ R
n. L’approximation coniqueprend la forme

m(k)(x(k) +s) = f (x(k))+
sTg(k)

1−sTa(k)
+

1
2

sTA(k)s

(1−sTa(k))2
(3.83)

oùg(k) ∈R
n etA(k) ∈R

n
n est une matrice symétrique. Le gradient de cette approxi-

mation est

∇xm
(k)(x(k) +s) =

1

1−sTa(k)

(
I +

a(k)sT

1−sTa(k)

)(
g(k) +

A(k)s

1−sTa(k)

)
(3.84)
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dont on peut constater, en prenants = 0, la coïncidence avec le gradient de la
fonction objectif au pointx(k).

Le gradient s’annule si le dernier facteur de (3.84) prend lavaleur nulle,i.e.

(A(k)−g(k)a(k)T)s(k) = −g(k). (3.85)

Notons que la similitude entre les approximations coniqueset quadratiques permet
d’utiliser ici certains outils d’analyse des méthodes de type quasi-Newton (voir
[22, 30] pour plus de détails).

3.3.2 Asymptotes mobiles.

La méthode desasymptotes mobilesde Svanberg [96] en généralisant une mé-
thode proposée par Fleury et Braibant [36] s’est développéedans le domaine de
l’optimisation des structures car les approximations locales proposées convenaient
particulièrement bien aux fonctions objectifs généralement utilisées. Leur popula-
rité tient au fait que les approximations générées sontséparables, ce qui simplifie
considérablement la résolution des sous-problèmes tout enpermettant d’envisa-
ger des problèmes de très grande taille. L’approximation locale prend la forme
générale

m(k)(x(k) +s) = f (x(k))+
n

∑
i=1

p(k)
i

(
1

U (k)
i −si

− 1

U (k)
i

)

+
n

∑
i=1

q(k)
i

(
1

si −L(k)
i

− 1

L(k)
i

)
(3.86)

où les paramètresp(k)
i et q(k)

i sont calculés en fonction du signe de la composante
correspondante du gradient au pointx(k)

p(k)
i = (U (k)

i )2

[
ρ(k)U

(k)
i −L(k)

i

2
+max(0,g(k)

i )

]
, (3.87)

q(k)
i = (L(k)

i )2

[
ρ(k)U

(k)
i −L(k)

i

2
−min(0,g(k)

i )

]
. (3.88)

On peut montrer que cette approximation locale n’est convexe que si les para-

mètresp(k)
i et q(k)

i sont positifs, ce qui revient à imposer aux deuxasymptotes

mobiles L(k)i etU (k)
i la condition suivante

L(k)
i < 0 < U (k)

i pour i = 1, . . . ,n (3.89)
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et auparamètre de non-monotonicité8 ρ(k) d’être positif. On vérifie aisément que
l’approximation locale est du premier ordre et∇xm(k)(x(k)) = g(k). Des règles em-
piriques de mise à jour ont été proposées par Svanberg [96, 97] pour les différents

paramètresU (k)
i , L(k)

i et ρ(k). Bruyneel [9] propose quant à lui d’utiliser la valeur
de la fonction objectif et du gradient à un autre point connu ˜x(k) pour mettre ces
paramètres à jour.

D’autres approximations locales ont été développées sur lamême base. La
méthode originale de Svanberg [96] n’utilisait que des approximations mono-
tonesρ(k) = 0. Avant lui, Fleury et Braibant [36] avaient ouvert la voie vers ce
type de méthodes en proposant ConLin (Convex Linearization), un cas particu-

lier d’asymptotes mobiles, utilisantρ(k) = 0, L(k)
i = 0 etU (k)

i → +∞. Svanberg
propose également de faire coïncider les dérivées secondesde l’approximation
locale (3.86) et de la fonction objectif si celle-ci est disponible. Cependant,m(k)

est séparable et seule la diagonale du Hessien peut être utilisée ; l’approximation
locale doit donc être telle que

∂2m(k)(x(k))

∂x2
i

=
∂2 f (x(k))

∂x2
i

(3.90)

pour i = 1, . . . ,n. Les paramètres de l’expression (3.86) s’expriment alors comme
suit

p(k)
i =

(U (k)
i )3

U (k)
i −L(k)

i

[
g(k)

i +
1
2

L(k)
i

∂2 f (x(k))

∂x2
i

]
, (3.91)

q(k)
i =

(L(k)
i )3

U (k)
i −L(k)

i

[
−g(k)

i +
1
2

U (k)
i

∂2 f (x(k))

∂x2
i

]
. (3.92)

(3.93)

Ils sont généralement assortis d’un gardien les empêchant de prendre une valeur
négative qui rendrait alors l’approximation non-convexe.Bruyneel [9] propose
quant à lui d’estimer les dérivées secondes par différencesfinies (3.81) en utilisant
la valeur du gradient ˆg(k) en un point connu ˆx(k).

3.4 Conclusion.

Ce chapitre traite du choix d’une approximation locale adéquate en découplant
celui-ci de la technique de globalisation adoptée. Les approximations linéaires et

8On peut vérifier que, siρ(k) = 0, l’approximation locale séparablem(k) devient monotone en
toutes ses variables, d’où le nom deparamètre de non-monotonicité.
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quadratiques et leurs nombreuses variantes sont parmi les plus répandues : elles
sont intuitives, simples et permettent dès lors une analyserigoureuse. De nom-
breux ouvrages traitent de ces méthodes en détail. En fonction des problèmes
envisagés, d’autres approximations locales ont été développées et s’avèrent par-
ticulièrement efficaces dans un domaine déterminé. Ainsi les stratégies d’asymp-
totes mobiles se sont avérées très utiles dans le domaine de l’optimisation des
structures.

De très nombreuses méthodes envisagées dans la littératuresont, finalement,
une combinaison particulière entre les techniques de globalisation et les approxi-
mations locales tant pour la fonction objectif que pour d’éventuelles contraintes.
Bien des méthodes adoptent d’ailleurs des approximations locales différentes pour
la fonction objectif et pour les contraintes, voire même pour différents types de
contraintes (bornes, linéaires, non-linéaires, d’égalité ou d’inégalité). Le passage
en revue complet des différentes combinaisons et de leurs propriétés sort du cadre
de ce travail, le lecteur intéressé est invité à consulter les différents ouvrages réfé-
rencés tout au long de ce chapitre. Les différentes méthodesque nous développe-
rons dans les chapitres suivants reposeront, quant à elles,sur les approximations
locales de type quadratique.



Chapitre 4

Convergence globale des
algorithmes d’optimisation par
régions de confiance

Notre travail s’intéresse particulièrement à l’optimisation par régions de con-
fiance : nous détaillons ici les principaux résultats théoriques de ce domaine. Dans
un soucis de simplicité, ce chapitre n’envisage que les problèmes non-contraints ;
les problèmes contraints seront abordés au chapitre 8.

La plupart des algorithmes d’optimisation par régions de confiance sont éla-
borés à partir de l’algorithme élémentaire 2.1 détaillé dans la section 2.2. Les
propriétés de convergence globale de cet algorithme sont bien établies ; nous al-
lons détailler les plus remarquables d’entre elles. La plupart des éléments de ce
chapitre sont tirés de l’excellent ouvrage de Conn, Gould etToint [20] : le lec-
teur intéressé y trouvera les détails et les démonstrationsde tous les théorèmes
énoncés.

4.1 Points critiques du premier et du second ordre.

Il est impossible de prouver, en toute généralité, la convergence globale d’un
algorithme d’optimisation vers un minimum global (voir section 1.2). Tout au
plus devons nous nous contenter depoints critiques. Les points critiques vérifient
certaines propriétés nécessaires (mais non suffisantes) d’un minimum local.

On parle depoint critique du premier ordre x∗ si ce point satisfait à la condition
nécessaire d’optimalité du premier ordre

∇x f (x∗) = 0, (4.1)

et depoint critique du second ordresi — outre la condition (4.1) —x∗ répond à

59
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la condition nécessaire d’optimalité du second ordre

∇xx f (x∗) semi-définie positive. (4.2)

4.2 Convergence globale vers un point critique du
premier ordre.

Un algorithme est dit« globalement convergent» si les itérés successifs
convergent vers un minimum local de la fonction objectif quel que soit le point de
départx(0).

La convergence de l’algorithme de base 2.1 peut être établiesous certaines hy-
pothèses : quelques-unes portent sur la structure du problème lui-même et d’autres
sur l’algorithme envisagé.

4.2.1 Hypothèses sur le problème.

Rappelons que nous cherchons une solution locale pour le problème non-
contraint

minimiser f (x) avecx∈ R
n (4.3)

que nous supposons répondre aux hypothèses suivantes.

Hypothèse 4.1La fonction objectif f: R
n → R est deux fois continûment déri-

vable surRn.

Hypothèse 4.2Il existe une borne inférieure1 κlb f telle que

f (x) ≥ κlb f ∀x∈ R
n. (4.4)

Hypothèse 4.3Le Hessien de la fonction objectif est borné, i.e. il existe une
constante positive2 κu f h telle que

‖∇xx f (x)‖ ≤ κu f h ∀x∈ R
n. (4.5)

Nous pouvons supposer, sans perte de généralité, queκu f h≥ 1.

1
« lbf » pour« Lower Bound on the objective Function».

2
« ufh » pour« Upper bound on the objective Function’s Hessian».
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4.2.2 Hypothèses sur l’algorithme.

L’algorithme 2.1 en lui-même doit, lui aussi, répondre à certaines hypothèses.
Celles-ci résultent pour la plupart de deux préoccupationsessentielles : la pre-
mière est que l’approximation locale représente au mieux lafonction objectif dans
la région de confiance et la seconde est que le problème approché ainsi créé ait
une solution.

4.2.2.1 Hypothèses sur l’approximation locale.

Le but est ici de simplifier la démarche autant que possible sans pour au-
tant masquer les idées maîtresses. Nous supposerons que l’approximation locale
m(k) choisie à l’itérationk pour représenter la fonction objectif dans la région de
confianceB (k) est une bonne approximation, lisse et du premier ordre de la fonc-
tion objectif. En conséquence, il est nécessaire de faire les hypothèses suivantes.

Hypothèse 4.4Pour tout k, l’approximation locale m(k) est deux fois continûment
dérivable surB (k).

Hypothèse 4.5Au point courant x(k), les valeurs de l’approximation locale et de
la fonction objectif coïncident, i.e.

m(k)(x(k)) = f (x(k)) ∀k. (4.6)

Hypothèse 4.6Le gradient de l’approximation locale en x(k) est égal au gradient
de la fonction objectif, i.e.

g(k) , ∇xm
(k)(x(k)) = ∇x f (x(k)) ∀k. (4.7)

Hypothèse 4.7Le Hessien de l’approximation locale reste borné en tout point de
la région de confiance, i.e. il existe une constante3 κumh≥ 1 telle que

‖∇xxm
(k)(x(k))‖ ≤ κumh−1 ∀x∈ B (k),∀k. (4.8)

4.2.2.2 Hypothèses sur la résolution du problème approché.

Il est maintenant nécessaire de spécifier, à la deuxième étape de l’algorithme
2.1, les hypothèses auxquelles doit répondre le pass(k) : il s’agit de définir ce
qu’est une« réductionsuffisantede l’approximation locale». Quelques concepts
permettent de quantifier celle-ci.

La stratégie la plus simple pour réduire l’approximation localem(k) dans la
région de confiance est d’examiner le comportement de celle-ci dans la direction

3
« umh» pour« Upper bound on the Model’s Hessian».
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de plus grande pente−g(k). En conséquence, nous définissons l’arc de Cauchy
comme étant le segment partant, dans cette direction, de l’itéré x(k) jusqu’à la
frontière de la région de confianceB (k) (voir figure 4.1) et lepoint de Cauchy
comme le minimum dem(k) sur cet arc. Formellement, l’arc de CauchyC (k) à
l’itération k de l’algorithme 2.1 est défini par

C (k) =
{

x∈ B (k) : x = x(k) − t g(k), t ∈ R
+
}

. (4.9)

Notons que cet arc se réduit à un point lorsqueg(k) = 0. Le point de Cauchyx(k)
C

est, quant à lui, formellement défini par

x(k)
C = arg min

x∈C (k)
m(k)(x). (4.10)

Ce point joue un rôle central en théorie. Cependant, une minimisation exacte de
m(k) sur l’arc de CauchyC (k) peut s’avérer difficile, c’est pourquoi on introduit le
point de Cauchy approché, obtenu en réduisant l’approximation locale par retour
arrière (« backtracking») jusqu’à une certaine décroissance souhaitéea priori.

Soient les points

x(k)( j) , x(k) −κ j
bck

∆(k)

‖g(k)‖k
g(k) (4.11)

où j ∈ N etκbck∈ ]0, 1[ est une constante donnée4. Soit jc le plus petit naturel tel
que la condition

m(k)(x(k)( j)) ≤ m(k)(x(k))+κubs(x
(k)( j)−x(k))Tg(k) (4.12)

soit vérifiée pour une constante donnée5 κubs∈ ]0, 1/2[. Le point de Cauchy ap-

prochéx(k)
AC à l’itérationk de l’algorithme 2.1 est

x(k)
AC , x(k)( jc). (4.13)

Remarquons que le point de Cauchy approché répond à un critère similaire à la
condition d’Armijo (2.5) pour les recherches linéaires (voir figure 4.2).

4
« bck» pour« BaCKtraking».

5
« ubs» pour« Upper Bound on the Slope».
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FIG. 4.1 – Région de confiance et arc de Cauchy. La frontière de la régionde
confiance est représentée par la ligne discontinue et l’arc de Cauchy par la ligne
continue épaisse. Les fines courbes continues sont les lignes d’égales valeurs de l’ap-
proximation locale.
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FIG. 4.2 – Point de Cauchy approché. L’approximation locale le long dela direc-
tion de plus grande pentem(k)(x(k) − t∆(k)g(k)/‖g(k)‖k) est représenté par la courbe
continue et le membre de droitem(k)(x(k))+ tκubs(x(k)( j)− x(k))Tg(k) de (4.12) est
représenté par la droite discontinue. Pour fixer les idées, les valeurs des constantes
sontκubs = 0,1 et κbck = 0,8. Sur l’exemple proposé, le point de Cauchy approché

x(k)
AC correspond donc àjc = 2.
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En nous servant de ces définitions, nous avons le théorème suivant.

Théorème 4.1Si l’hypothèse 4.4 est satisfaite, le point de Cauchy approché x(k)AC
est bien défini dans le sens où jc existe et est fini. De plus, la décroissance de
l’approximation locale est minorée

m(k)(x(k))−m(k)(x(k)
AC) ≥ κdcp‖g(k)‖min

{
‖g(k)‖
β(k)

, ν(k)
C ∆(k)

}
(4.14)

où

β(k) , 1+ max
x∈B (k)

‖∇xxm
(k)(x)‖, ν(k)

C =
‖g(k)‖
‖g(k)‖k

(4.15)

et κdcp∈ ]0, 1[ est une constante6 indépendante de k.

Nous ne ferons désormais plus la distinction entre point de Cauchy et point de
Cauchy approché. Nous utiliserons donc la dénomination« point de Cauchy» et

son symbolex(k)
C pour les deux formes exacte et approchée.

Nous pouvons constater que la décroissance de l’approximation locale au

point de Cauchy dépend de la valeur deν(k)
C , à tout le moins pour de petites va-

leurs du rayon de confiance∆(k). Nous verrons que l’hypothèse 4.9 nous permet
d’affirmer que

ν(k)
C ≥ 1

κune
> 0 (4.16)

pour toutk. Il est donc acceptable d’exiger qu’à chaque itération l’approximation
locale décroisse au moins d’une fraction donnée de celle obtenue au point de
Cauchy.

Hypothèse 4.8Pour tout k, le pas de progression s(k) est tel que

m(k)(x(k))−m(k)(x(k) +s(k)) ≥ κmdc‖g(k)‖min

{
‖g(k)‖
β(k)

, ∆(k)

}
(4.17)

où κmdc∈ ]0, 1[ est une constante7.

Cette hypothèse a l’intéressante conséquence suivante.

Théorème 4.2Si les hypothèses 4.4 et 4.8 sont satisfaites et si

∇x f (x(k)) 6= 0, (4.18)

alors m(x(k) +s(k)) < m(k)(x(k)) et s(k) 6= 0.

6
« dcp» pour« Decrease at the Cauchy Point».

7
« mdc» pour« Model DeCrease».
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Dans ce cas, la décroissance de l’approximation locale est assurée pour autant que
x(k) ne soit pas un point critique du premier ordre.

Naturellement, nous pouvons décider de faire décroître l’approximation locale
en deçà de la borne donnée par l’hypothèse 4.8. En particulier, nous pouvons être
amené à trouver un minimum exact de l’approximation locale dans la région de
confiance

x(k)
M = arg min

x∈B (k)
m(k)(x) (4.19)

ou une approximation de celui-ci. En effet, le résultat suivant nous garantit la
validité d’une telle approche.

Théorème 4.3Si, pour tout k, le pas de progression s(k) est tel que

m(k)(x(k))−m(k)(x(k) +s(k)) ≥ κamm

[
m(k)(x(k))−m(k)(x(k)

M )
]

(4.20)

oùκamm∈ ]0, 1] est une constante8, l’hypothèse 4.8 est satisfaite pour une valeur
constanteκmdc choisie en conséquence.

4.2.2.3 Hypothèse sur les régions de confiance.

Il reste à formuler une dernière hypothèse sur les différentes normes‖·‖k utili-
sées pour définir les régions de confiance, celles-ci ne pouvant pas s’étendre ou se
contracter asymptotiquement dans une direction au fur et à mesure des itérations.

Hypothèse 4.9Il existe une constante9 κune≥ 1 telle que

1
κune

‖x‖k ≤ ‖x‖ ≤ κune‖x‖k ∀x∈ R
n,∀k. (4.21)

On dit alors que la norme‖·‖k estuniformément équivalenteà la norme eucli-
dienne.

4.2.3 Théorème de convergence.

Il est maintenant possible de prouver que l’algorithme 2.1 est globalement
convergent vers un point critique du premier ordre. Plus précisément, tous les
points limitesx∗ de suites{x(k)} générées par l’algorithme sont des points cri-
tiques du premier ordre pour le problème (4.3), c’est-à-dire qu’ils satisfont à

∇x f (x∗) = 0, (4.22)

8
« amm» pour« Approximate Model Minimizer».

9
« une» pour« Uniform Norm Equivalence».
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indépendamment de la position du point de départx(0) et du choix du rayon de
confiance initial∆(0).

Le théorème suivant permet de l’affirmer.

Théorème 4.4Si les hypothèses 4.1–4.9 sont satisfaites, on a

lim
k→∞

‖∇x f (x(k))‖ = 0. (4.23)

Ceci signifie que tout point limite d’une suite d’itérés est un point critique du
premier ordre. La preuve complète de ce théorème peut être trouvée dans [20].

Notons qu’il est impossible d’assurer que la suite d’itérésconverge vers un
minimum global def , ce résultat est en effet totalement illusoire en l’absence
d’hypothèse supplémentaire sur la fonction objectif.

4.3 Convergence globale vers un point critique du
second ordre.

Il va de soi que le mieux que nous puissions espérer si nous ne requérons de
notre approximation locale que la coïncidence avec la fonction objectif et son gra-
dient est que notre algorithme converge vers un point critique du premier ordre.
Si une convergence plus forte est requise nous devrons évidemment exploiter l’in-
formation du second ordre.

4.3.1 Approximations locales asymptotiquement convexes.

La première étape est de déterminer sous quelles conditionsnous pouvons as-
surer que, non seulement la suite{g(k)} converge vers zéro, mais aussi que la suite
{x(k)} converge. Ceci dépend des termes du second ordre de l’approximation lo-
cale. On peut montrer que, si les approximations localesm(k) sont convexes tout
au long d’une sous-suite d’itérations convergeant vers un point critique (isolé) du
premier ordre — qui peut éventuellement être un point de selle — alors il y a
convergence vers ce point de la suite complète même si la convexité de l’approxi-
mation locale ne reflète pas la véritable courbure de la fonction objectif.

En conséquence, nous ne devons pas seulement nous assurer que l’algorithme
converge vers un minimum isolé de la fonction objectif mais encore que l’ap-
proximation locale et la fonction objectif coïncident au second ordre si les itérés
s’approchent d’un point critique du premier ordre. Plus formellement, nous fai-
sons donc l’hypothèse suivante.
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Hypothèse 4.10Nous supposons que

lim
k→∞

∥∥∥∇xx f (x(k))−∇xxm
(k)(x(k))

∥∥∥= 0 (4.24)

lorsque
lim
k→∞

‖∇x f (x(k))‖ = 0. (4.25)

Cette hypothèse nous préserve des situations où l’algorithme pourrait converger
vers un point de selle. Notons que la satisfaction de cette dernière hypothèse et de
l’hypothèse 4.1 entraîne la satisfaction de l’hypothèse 4.7 que nous pouvons donc
ignorer aussi longtemps que nous adoptons l’hypothèse 4.10.

Nous pouvons analyser les conséquences de cette nouvelle hypothèse imposée
à l’approximation locale sur la convergence de l’algorithme grâce au théorème
suivant.

Théorème 4.5Supposons que les hypothèses 4.1–4.10 sont satisfaites, que x(ki)

est une sous-suite des itérés générés par l’algorithme 2.1 qui converge vers un
point critique du premier ordre x∗, que s(k) 6= 0 pour tout k suffisamment grand et
que∇xx f (x∗) est définie positive. Dans ce cas la suite complète des itérés{x(k)}
converge vers x∗ et toutes les itérations finissent par être très réussies.

Ce théorème prouve que, si un des points limites est un minimum isolé, alors l’al-
gorithme converge vers ce minimum et le rayon de confiance∆(k) devient inutile
dans le calcul du pas de progression. Ceci signifie que le tauxde convergence de
l’algorithme 2.1 est complètement déterminé par la méthodeutilisée pour calculer
le pas de progressions(k) lorsque la contrainte de confinement dans la région de
confiance est inactive (i.e. lorsque‖s(k)‖k < ∆(k)). La preuve de ce résultat très
important peut être trouvée dans [20].

4.3.2 Approximations locales non-convexes.

Nous souhaitons maintenant explorer les possibilités de convergence de la
suite d’itérés vers un point critique du second ordre lorsque le point limite ne
répond pas à la condition de définie positivité de∇xx f . Naturellement, la matrice
hessienne au point minimum doit tout de même être semi-définie positive10. In-
tuitivement, la convergence ne s’opère que si l’algorithmeest capable de détecter
et d’éviter un maximum ou un point de selle. Une manière d’opérer est de tirer
avantage des directions de courbure négative quand elles existent.

10Il existe deux cas de points critiques du second ordre dont lamatrice hessienne n’estque
semi-définie positive : lorsque celui-ci est un minimum non-isolé ou un point d’inflexion multidi-
mensionnel.
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Nous supposerons que le Hessien de l’approximation locale au point courant

H(k) = ∇xxm
(k)(x(k)) (4.26)

a au moins une valeur propre strictement négativeτ(k). Nous pouvons en consé-
quence déterminer une directionu(k) telle que

u(k)Tg(k) ≤ 0, ‖u(k)‖k = ∆(k) et u(k)TH(k)u(k) ≤ κsncτ(k)(ν(k)
E ∆(k))2 (4.27)

où la constante11 κsnc∈]0,1] et

ν(k)
E =

‖u(k)‖
‖u(k)‖k

. (4.28)

Ceci signifie queu(k) est une direction de descente, de norme égale au rayon de
confiance et ayant une composante significative dans la direction des vecteurs
propres deH(k) correspondant à des valeurs propres négatives. Pratiquement on
peut prendre pour directionu(k) une approximation du vecteur propre correspon-
dant à la valeur propreτ(k) dont le signe et la norme sont choisis afin de respecter
les deux premières conditions de (4.27). Nous minimisons ensuite l’approxima-
tion locale dans cette direction tout en restant à l’intérieur de la région de confiance
B (k). Formellement, nous calculons un point analogue au point deCauchy nommé

point propre x(k)E de l’itérationk de l’algorithme 2.1 tel que

x(k)
E = x(k) + t(k)E u(k) ∈ B (k) (4.29)

et
m(k)(x(k)

E ) = m(k)(x(k) + t(k)E u(k)) = min
t∈]0,1]

m(k)(x(k) + t u(k)). (4.30)

Comme pour le point de Cauchy, une minimisation exacte dem(k) dans la région
de confianceB (k) peut s’avérer difficile. On introduit dès lors unpoint propre
approchéqui réduit la valeur de l’approximation locale par retour arrière (back-
tracking) jusqu’à une certaine décroissance souhaitéea priori.

Soient les points
x(k)( j) , x(k) −κ j

bcku(k) (4.31)

où j ∈ N et κbck∈ ]0, 1[ est une constante donnée. Soitje le plus petit naturel tel
que la condition

m(k)(x(k)( j)) ≤ m(k)x(k) +κubcτ(k)
(

κ j
bck‖u(k)‖

)2
(4.32)

11
« snc» pour« Sufficient Negative Curvature».
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soit vérifiée pour une constante12 κubc∈
]
0, 1

2κsnc
[
donnée. Le point propre appro-

chéx(k)
AE à l’itérationk de l’algorithme 2.1 est alors défini par

x(k)
AE , x(k)( je). (4.33)

Comme pour le point de Cauchy nous pouvons abandonner la distinction entre

le point proprex(k)
E et le point propre approchéx(k)

AE et retenir uniquement la no-
tation et le nom du premier. En effet, il est possible de démontrer que ces deux
points mènent à des réductions semblables de l’approximation locale (voir [20]).

4.3.3 Hypothèses sur l’algorithme.

Il est évident que la convergence globale de l’algorithme vers un point critique
du second ordre, ne peut être obtenue qu’au prix d’hypothèses supplémentaires.
Les deux hypothèses suivantes sur l’algorithme 2.1 paraissent raisonnables.

Hypothèse 4.11Les Hessiens∇xxm(k) des approximations locales m(k) de l’algo-
rithme 2.1 sont uniformément continus au sens de Lipschitz sur son domaine de
définition, c’est-à-dire qu’il existe une constante13 κlch > 0 telle que

‖∇xxm
(k)(x)−∇xxm

(k)(y)‖ ≤ κlch‖x−y‖ (4.34)

pour tout x, y∈ B (k) et tout k∈ N.

Hypothèse 4.12Soitτ(k) la plus petite valeur propre du Hessien de l’approxima-
tion locale au point courant∇xxm(k)(x(k)). Siτ(k) < 0, alors

m(k)(x(k))−m(k)(x(k) +s(k)) ≥

κsodmax

{
‖g(k)‖min

[
‖g(k)‖
β(k)

,∆(k)

]
, |τ(k)|min

[
(τ(k))2,(∆(k))2

]}

pour une constanteκsod∈
]
0, 1

2

[
donnée14.

L’hypothèse 4.11 assure simplement que l’hypothèse 4.12 puisse être imposée.
Cette dernière implique que, si une courbure négative apparaît dans l’approxima-
tion locale lorsqu’un point critique du premier ordre est approché, et si le point
propre donne une réduction de l’approximation locale inférieure à celle obtenue
au point de Cauchy, alors cette courbure négative doit être exploitée par la procé-
dure de calcul du pas de progressions(k).

12
« ubc» pour« Upper Bound on the Curvature».

13
« lch » pour« Lipschitz Constant for the model’s Hessian»

14
« sod» pour« Second Order Decrease»
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Notons que l’hypothèse 4.12 est automatiquement satisfaite si le pas de pro-

gressions(k) est calculé en vue d’approcherx(k)
M , le minimum exact (4.19) de l’ap-

proximation locale au sein de la région de confiance. Ceci signifie que, sis(k) est
tel que la décroissance de l’approximation locale est au moins égale à une fraction

déterminée de la décroissance obtenue au pointx(k)
M , i.e.

m(k)(x(k))−m(k)(x(k) +s(k)) ≥ κamm

[
m(k)(x(k))−m(k)(x(k)

M )
]
, (4.35)

alors l’hypothèse 4.12 est satisfaite. La démonstration decette dernière affirmation
peut s’effectuer en tenant compte de la relation évidente

m(k)(x(k)
M ) ≤ min

[
m(k)(x(k)

E ),m(k)(x(k)
C )
]
. (4.36)

Une dernière hypothèse, pourtant peu contraignante, permet d’obtenir un théo-
rème de convergence très intéressant. Il s’agit de modifier légèrement les condi-
tions d’actualisation du rayon de confiance de sorte que celui-ci augmente bel et
bien — mais pas démesurément — lors d’itérations très réussies.

Hypothèse 4.13Si ρ(k) ≥ η2 et ∆(k) ≤ ∆max alors

∆(k+1) ∈ [γ3∆(k),γ4∆(k)] (4.37)

pour des constantes donnéesγ4 ≥ γ3 > 1 et ∆max > 0. Par contre, siρ(k) ≥ η2 et
∆(k) > ∆max, il convient de prendre∆(k+1) ≥ ∆(k).

Notons que cette hypothèse sur l’algorithme 2.1 est très simple et intuitivement
logique, la région de confiance devant s’élargir si l’itération est très réussie, à
moins qu’elle ne soit déjà suffisamment grande. La mise à jourgénérale

∆(k+1) ∈






[ γ1∆(k) , γ2∆(k) ] si ρ(k) < η1,
[ γ2∆(k) , ∆(k) ] si ρ(k) ∈ [η1 , η2[,
[ γ3∆(k) , γ4∆(k) ] si ρ(k) ≥ η2.

(4.38)

avec

0 < η1 ≤ η2 < 1 et 0< γ1 ≤ γ2 < 1 < γ3 ≤ γ4, (4.39)

satisfait à l’hypothèse 4.13 sans faire intervenir de∆max
15.

15D’un point de vue numérique toutefois,∆max existera bel et bien ; il est sage de ne pas laisser
le rayon de confiance s’accroître de façon immodérée.



72 CHAPITRE 4. CONVERGENCE DES RÉGIONS DE CONFIANCE

4.3.4 Théorème de convergence globale.

Les dernières hypothèses formulées ci-avant permettent d’établir le théorème
de convergence suivant.

Théorème 4.6Si les hypothèses 4.1–4.13 sont satisfaites et si x∗ est un point
limite de la suite d’itérés{x(k)}, alors x∗ est un point critique du second ordre.

Le résultat de ce théorème est plus fort que celui du théorème4.5 au prix d’hy-
pothèses supplémentaires relativement peu contraignantes. L’avantage d’utiliser
des approximations locales non forcément convexes est doncévident. La démons-
tration de ce résultat remarquable peut être trouvée dans [20]. Notons qu’un point
critique du second ordre ne signifie pas forcément minimum local : les points d’in-
flexion multidimensionnels vers lesquels l’algorithme peut converger ne peuvent
être évités qu’en tenant compte d’informations d’ordre plus élevé que le second.
Néanmoins, si la matrice hessienne obtenue au point limite est strictement définie
positive16, on est assuré que ce point est un minimum local.

4.4 Forme des régions de confiance.

La norme‖ · ‖k définit la forme de la région de confiance

B (k) =
{

x∈ R
n : ‖x−x(k)‖k ≤ ∆(k)

}
(4.40)

à l’itérationk. La norme euclidienne classique (ou normeℓ2) lui donne la forme
d’une sphère alors que les normesℓ1 et ℓ∞ lui donnent la forme d’un cube. La
figure 4.3 illustre la forme des régions de confiance dans un espace à deux dimen-
sions pour un même rayon de confiance∆(k) avec les normes de typeℓp

‖x‖p = p

√
n

∑
i=1

|xi |p. (4.41)

En prenant la limite pourp tendant vers l’infini, on a

‖x‖∞ = max
i∈{1,2,...,n}

|xi |. (4.42)

L’utilisation de la normeℓ∞ correspond à de simples contraintes de bornes variant
d’une itération à l’autre, celles-ci sont parfois appelées« move limits» dans le
domaine de l’optimisation des structures (voir par exemple[9]).

16D’un point de vue numérique, la définie-positivité doit naturellement être évaluée à une cer-
taine tolérance près.
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FIG. 4.3 – Forme des régions de confiance dans un espace à deux dimensions avec
les normesℓp pour un même rayon de confiance∆(k).

Les régions de confiance prennent une forme ellipsoïdale pour une norme ma-
tricielle

‖x‖M =
√

xTMx (4.43)

où M ∈ R
n
n est une matrice symétrique définie positive. Les axes principaux de

l’ellipsoïde sont les directions correspondant aux vecteurs propres de la matrice
M alors que l’étendue de l’ellipsoïde dans cette direction est proportionnelle à
l’inverse de la valeur propre correspondante (voir figure 4.4).

Il est assez fréquent que, dans un problème pratique, les variables aient des
ordres de grandeurs sensiblement différents. Si l’ordre degrandeur d’une des va-
riables, disonsx1 pour fixer les idées, est nettement supérieur à celui des autres
variables, le problème risque d’être mal conditionné. En effet, lors du calcul du pas
de progressions(k), la contrainte de confinement au sein de la région de confiance
s’exprimerait comme

‖s(k)‖ ≃ |s(k)
1 | ≤ ∆(k) (4.44)

faisant ainsi perdre toute information sur les autres variables. De plus, l’algorithme
se retrouve dans l’impossibilité de limiter raisonnablement les déplacements sur
ces mêmes variables, rendant de ce fait les propriétés de convergence caduques.
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FIG. 4.4 – Forme des régions de confiance dans un espace à deux dimensions avec
une norme matricielle pour un même rayon de confiance∆(k). Les directions en poin-
tillé correspondent aux vecteurs propres de la matrice symétrique définie positiveM.
Les régions de confiance sont dessinées pour différentes valeurs de la valeur propre
λ1 tandis que la seconde valeur propre est maintenue constanteet égale à l’unité.

Il est donc d’une importance capitale de normaliser le problème de manière adé-
quate.

En plus du danger numérique de travailler avec des variablesde trop grande
valeur absolue, celles-ci peuvent avoir des échelles de variation complètement
différentes.

Pour lever ces difficultés, nous pouvons écrire chacune des variables de la
manière suivante :

xi = xcar
i +ξi δxcar

i (4.45)

oùxcar
i est une valeur caractéristique,δxcar

i une échelle de variation caractéristique
et ξi la variable normalisée. Dès lors, le problème d’optimisation peut être résolu
en terme desξi , ce qui permet de travailler à des ordres de grandeur raisonnables
et avec des plages de variation pour les variables de contrôle d’amplitudes com-
parables.

En terme de régions de confiance, ceci se traduit fort simplement. Une région
de confiance sphérique dans l’espace desξi correspond, dans l’espace desxi , à
l’utilisation d’une norme matricielle (4.43) où

M = diag

(
1

δxcar
1

, . . . ,
1

δxcar
n

)
(4.46)
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FIG. 4.5 – Normes uniformément équivalentes à la norme euclidienne : illustration
avec la norme (4.47) pour différentes valeurs dek et pour∆(k) = 1.

i.e. une région de confiance ellipsoïdale d’autant plus étirée dans une direction
que la variation caractéristique de la variable correspondante est faible.

La possibilité de changer de norme d’une itération à l’autrepour définir la
région de confianceBk doit cependant être utilisée prudemment. C’est l’hypo-
thèse 4.9 qui assure cette« prudence» : elle définit un rayon maximal et un
rayon minimal (en norme euclidienne) pour la frontière de larégion de confiance,
ceux-ci sont proportionnels au rayon de confiance à l’itération courante∆(k). La
figure 4.5 illustre le concept pour la norme

‖x‖k =
k+1
k+4

(
n

∑
i=1

|xi |+
n

max
i=1

|xi |
)

. (4.47)

qui est uniformément équivalente à la norme euclidienne avec κune= 3.

4.5 Problèmes non-différentiables.

Dans cette section, nous envisageons le cas où la fonction objectif f (x) est
continue mais pas nécessairement différentiable en tout point de son domaine de
définition. Le tableau est brossé rapidement et ne présente que le strict nécessaire,
le lecteur intéressé est invité à se reporter à l’ouvrage de Conn, Gould et Toint [20]
dans lequel il trouvera de plus amples détails.
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Pour un problème non-différentiable et non-contraint, nous avons la condition
nécessaire d’optimalité suivante pourx∗

0∈ ∂ f (x∗) (4.48)

pour autant quef (x) soit localement continue au sens de Lipschitz17. Un point
qui satisfait (4.48) est unpoint critique du premier ordrede f (x). Pour rappel,
quelques notations concernant les problèmes non-différentiables ont été intro-
duites à la section 3.1.

Un cas particulier important est celui des fonctions non-différentiablescom-
poséesde la forme

f (x) = φ0(x)+h(φ1(x), . . . ,φm(x)) (4.50)

où φi : D ⊆ R
n → R pour touti = 0, . . . ,m sont des fonctions convexes continû-

ment dérivables eth : C ⊆ R
m → R une fonction convexe et continue au sens de

Lipschitz. Dans ce cas, le sous-différentiel se calcule aisément

∂ f (x) =

{
∇xφ0(x)+

m

∑
i=1

yi∇xφi(x) : y∈ ∂h(φ1(x), . . . ,φm(x))

}
(4.51)

et la condition nécessaire du premier ordre (4.48) s’écrit

∇xφ0(x
∗)+

m

∑
i=1

y∗i ∇xφi(x
∗) = 0. (4.52)

pourx∗ ∈ D et y∗ ∈ ∂h(φ1(x∗), . . . ,φm(x∗)).
De manière assez surprenante (voir [20]), le schéma décrit par l’algorithme 2.1

reste adéquat pour traiter des problèmes non-différentiables moyennant l’utilisa-
tion de la formule de mise à jour du rayon de confiance (4.38) assortie de la même
condition (4.39) à laquelle nous ajoutons la contrainte

1
γ3

< γ1. (4.53)

Certaines hypothèses minimales doivent cependant être faites sur le problème.
La fonction objectif doit être localement continue au sens de Lipschitz etrégu-

17Une fonctionf (x) : D ⊆ R
n → R est continue au sens de Lipschitz s’il existe une constanteκ

telle que, pour toutx,y∈ D ,
| f (x)− f (y)| ≤ κ |x−y| . (4.49)

La fonction f (x) est localementcontinue au sens de Lipschitz si, pour toutx ∈ D , il existe un
voisinage dex dans lequelf (x) est continue au sens de Lipschitz.
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lière18 surRn. Formellement, cette première hypothèse sur la forme du problème
s’écrit comme suit.

Hypothèse 4.14La fonction f(x) est localement continue au sens de Lipschitz et
régulière surRn.

Malgré l’intérêt certain que présente cette classe de fonctions, nous nous limi-
terons la plupart du temps aux seules fonctionsconvexessatisfaisant à l’hypo-
thèse 4.14.

Dans l’expression de l’algorithme 2.1 il faut naturellement redéfinir l’approxi-
mation locale et ce que nous entendons par une réduction« suffisante» de l’ap-
proximation locale. Notre approximation locale doit cependant être un peu moins
générale que dans le cas différentiable. En effet, nous adoptons une approxima-
tion localem(x, p,s) qui dépend d’un ensemble de paramètresp∈ P pouvant être
ajustés à chaque itération. Entre autres exemples, les paramètresp peuvent être
des multiplicateurs de Lagrange, un facteur de pénalité ou des approximations des
dérivées d’ordre supérieur (lorsque celles-ci existent).

Hypothèse 4.15L’approximation locale m(x, p,s) est localement continue au
sens de Lipschitz et régulière par rapport à s pour tout(x, p) ∈R

n×P et continue
en(x, p) pour tout s∈ R

n.

L’approximation localem(x, p,s) doit donc varier continûment par rapport aux pa-
ramètresp qui sont les seuls à être modifiés en cas d’itération infructueuse. Ceci
est une restriction par rapport au cas différentiable où l’approximationm(k)(x(k) +
s) pouvait changer indépendamment en passant d’une itérationà l’autre. Cette pre-
mière hypothèse surm(x, p,s) est le pendant non-différentiable de l’hypothèse 4.4.
De façon assez logique, nous devons également formuler les hypothèses suivantes,
qui sont semblables à 4.5 et 4.6. Elles garantissent que l’approximation locale est
au moins une approximation du premier ordre de la fonction objectif.

Hypothèse 4.16L’approximation locale et la fonction objectif coïncidentquand
s= 0, i.e.

m(x, p,0) = f (x) (4.55)

pour tout(x, p) ∈ R
n×P .

18Une fonction est régulière si sa dérivée directionnelle (3.4) f ′d(x) existe pour toutx et d ∈ R
n

et si celle-ci correspond à ladérivée directionnelle généraliséede f enx et dans la directiond qui
se définit par la limite

lim
t→0+

sup
y→x

f (y+ td)− f (y)
t

. (4.54)



78 CHAPITRE 4. CONVERGENCE DES RÉGIONS DE CONFIANCE

Hypothèse 4.17Les dérivées directionnelles de l’approximation locale etde la
fonction objectif coïncident pour toute direction non-nulle d quand s= 0, i.e.

m′
d(x, p,0) = f ′d(x) (4.56)

pour tout d6= 0∈ R
n et pour tout(x, p) ∈ R

n×P .

L’hypothèse suivante est essentiellement technique. Ellepermet de dégager des
propriétés de convergence intéressantes.

Hypothèse 4.18L’ensemble des paramètresP est fermé et borné.

De manière analogue au raisonnement utilisé pour introduire l’hypothèse 4.8,
il nous faut spécifier des conditions auxquelles doit répondre le pass(k) pour effec-
tuer une« réductionsuffisantede l’approximation locale». Un point de Cauchy
peut être défini de façon similaire au cas différentiable. Ilamène à poser l’hypo-
thèse suivante sur le pas de progressions(k).

Hypothèse 4.19Le pas de progression s(k) est tel que, pour tout x∗ donné,

m(x(k), p(k),0)−m(x(k), p(k),s(k)) ≥ κmdc‖g(k)‖min(δ,∆(k)) (4.57)

lorsque‖x(k) −x∗‖ < ε. Le vecteur g(k) est le sous-gradient(3.8)de norme mini-
mum et la constanteκmdc∈ ]0, 1[. Les deux constantes strictement positivesδ et
ε sont choisies en fonction de x∗.

Moyennant toutes ces hypothèses et modifications, nous pouvons obtenir le
théorème de convergence suivant pour l’algorithme 2.1.

Théorème 4.7Si x∗ est un point limite de la suite{x(k)} et si les hypothèses 4.14
à 4.19 sont satisfaites, alors x∗ est un point critique du premier ordre de f(x).

Cet énoncé n’est valable que pour une région de confiance définie avec la norme
euclidienne ; pour d’autres normes, il convient d’ajouter l’hypothèse 4.9. Remar-
quons que, contrairement au théorème 4.4, son pendant différentiable, le théo-
rème 4.7,supposequ’il existe un point limite à la suite{x(k)}.

4.6 Conclusion.

Ce chapitre traite de propriétés très générales des algorithmes utilisant une
globalisation par régions de confiance. Les hypothèses sontdétaillées et présen-
tées avec rigueur afin de donner une solide assise théorique aux algorithmes dé-
veloppés dans la suite de ce travail. Plusieurs sujets sont évoqués. Les hypothèses
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permettant de conclure à la convergence vers un point critique du premier ordre
ou du second ordre sont clairement exposées pour une fonction objectif différen-
tiable ainsi que les précautions importantes concernant laforme des régions de
confiance. Tout cecorpusservira de base à l’implémentation concrète détaillée
dans le chapitre 6.

Le présent chapitre traite également des fonctions non-différentiables. En ef-
fet, l’implémentation d’un algorithme pour des problèmes d’optimisation avec
contraintes nous a amené à utiliser des fonctions de mérite non-différentiables et
les propriétés correspondantes se sont donc avérées extrêmement utiles.

Le propos et le ton de ce chapitre sont volontairement très généraux, nous
permettant ainsi de laisser une certaine place à la créativité dans l’implémentation
concrète d’un algorithme tout en préservant des propriétésde convergence claires.
Le cadre est riche et son exploitation complète pour la construction d’algorithmes
performants constitue un travail qui est loin d’être achevé.
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Deuxième partie

Optimisation non-contrainte
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Chapitre 5

L’identification des paramètres d’un
modèle dynamique

Parmi les problèmes d’optimisation sans contrainte, certains occupent une
place privilégiée de par leur forme particulière et leur fréquence (consulter, par
exemple, l’ouvrage de Schittkowski [90]). Il s’agit des problèmes d’identification
ou decalibrationdes paramètres d’un modèle. Le présent chapitre évoque la ques-
tion, justifie son importance, pose le cadre théorique et envisage une application
pratique sur un modèle dynamique.

5.1 Modélisation.

Dans le langage courant, unmodèledésigne aussi bien un objet sur lequel il
convient de conformer son comportement qu’un abrégé de toutes les qualités. Le
modèle est donc tout à la fois moule, gabarit, prescription,résumé et réduction.
Il porte soit sur un processus qu’il aide à retranscrire, soit sur un objet dont il
contracte les propriétés.

Utilisé abondamment dans les sciences et les techniques, lemodèle demeure
un intermédiaire indispensable : il s’interpose entre les phénomènes et l’inter-
prétation que la science en donne. En particulier, dans les sciences de la nature, le
modèle apparaît comme nécessaire pour affronter le réel quise révèle bien souvent
peu accessible à l’expérience immédiate et, dans la plupartdes cas, trop complexe
pour être appréhendé [91].

Les ingrédients initiaux d’un modèle sont, d’une part, toutce qui a pu être
observé et mesuré sur un objet particulier, d’autre part, toutes les connaissances
théoriques de la physique, de la biologie, de la sociologie,etc., qu’il est possible
de mobiliser. Construit par un agencement judicieux de ces ingrédients, le modèle
donne une image simplifiée et malléable à loisir qui est émiseà titre d’hypothèse

83
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pour la confronter aux données issues d’observations ou d’expériences afin de la
valider. En somme, le modèle présente à l’intuition une explication intelligible et
partielle d’un phénomène trop complexe pour être saisi soustous ses aspects. Sa
fonction est double : il résume des connaissances empiriques que l’on possède sur
un objet particulier et il permet d’éprouver ces connaissances en vue de prévoir
un comportement.

5.1.1 Modélisation mathématique.

Dans le cadre des applications des mathématiques, on utilise couramment le
modèle mathématiquepour désigner une équation ou un système d’équations des-
tiné à représenter le phénomène étudié ; on parle alors de« modélisation» pour
signifier« mise en équations» [91]. On décrit le système réel au moyen de va-
riables d’état dont l’évolution est gouvernée par des équations d’évolution. Le
modèle se substitue en quelque sorte à la réalité si bien que les conclusions sont
le résultat de l’analyse de celui-ci plutôt que du système réel.

D’après Nihoul [79], un modèle idéal serait nécessairementquadridimension-
nel (trois variables spatiales et le temps) et comporteraitune infinité de variables
d’état. Ce modèle cependant ne serait rien d’autre que la nature elle-même, à
l’image de ce plan si précis qu’il recouvre entièrement le lieu qu’il détaille. L’en-
vergure d’un modèle mathématique est limitée, notamment, par les nécessités de
sa calibration : il faut disposer de suffisamment de données pour imposer de
bonnes conditions initiales et aux limites et pour déterminer les paramètres nu-
mériques intervenant dans sa formulation. C’est ce dernierpoint qui constitue
précisément l’objet de ce chapitre.

5.1.2 Identification paramétrique.

Toute modélisation mathématique d’une réalité physique passe par l’introduc-
tion d’une série de paramètres. Ces paramètres sont plus ou moins bien connus
suivant les cas : la viscosité d’un fluide peut être mesurée expérimentalement ou
déterminée de manière théorique, il en va de même pour le module de Young d’un
matériau élastique, etc. Les modèles sont toutefois confrontés à des contraintes
(coût du calcul numérique, nécessité d’interpréter les résultats, de les représenter
de façon appropriée, . . . ) qui conduisent à limiter l’envergure soit par la réduction
de l’ampleur (en ne considérant, par exemple, que des valeurs moyennes sur la
profondeur, sur la section droite d’une rivière, une zone climatique, une région
économique . . . ), soit par sectorisation (en se limitant à unsous-modèle écolo-
gique, économique . . . ), soit par agrégation (en se limitantaux caractéristiques
globales d’ensembles de variables d’état : la concentration moyenne des particules
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en suspension dans l’air ou dans l’eau, sans distinction de tailles ou de composi-
tions ; les céréales, sans distinction d’espèces ; le nombrede chômeurs, sans dis-
tinction de catégories . . . ). Ces limitations de l’envergure du modèle conduisent
inévitablement à une modélisation empirique des phénomènes à simplifier ou à
agréger, les paramètres introduits à ce niveau sont peu connus et difficilement me-
surables : il s’agit alors de choisir les valeurs qui seront les plus adéquates. Pour
ce faire, la méthode classique implique la répétition d’un très grand nombre de si-
mulations et la comparaison des résultats obtenus avec les observations. Lorsque
le nombre de paramètres est important, cette procédure est erratique et son issue
dépend fortement de l’expérience et du talent du modélisateur. L’objet de ce tra-
vail est de systématiser cette recherche d’un ensemble optimal de paramètres pour
un modèle donné.

Les techniques adoptées sont diverses. La technique utilisée ici est celle de
l’optimisation : il s’agit de définir une fonction objectif qui représente l’écart entre
les résultats du modèle et les mesures et de minimiser celle-ci dans l’espace des
paramètres.

5.1.3 Traitement des résultats du modèle.

Il arrive souvent que les valeurs à comparer ne soient pas lesvariables du
modèle elles-mêmes mais une information tirée d’une combinaison de celles-ci
qui sera confrontée à cette même information déduite des observations : si nous
voulons un modèle qui donne une bonne approximation de la vitesse moyenne
d’un fluide dans une canalisation, il n’est pas nécessaire decomparer les vitesses
mesuréesen chaque point de la conduite et les vitessescalculéesen chaque point
de la conduite, d’autant plus qu’en général les points de mesure et les noeuds
du maillage ne sont pas rigoureusement identiques. Un certain post-traitement
des résultats et des mesures est donc généralement nécessaire. L’interprétation
des résultats se fait par le biais de fonctions ou de valeurs discrètes que nous
nommerons lesvaleurs de comparaison

c j j = 1, . . . ,m. (5.1)

Celles-ci sont donc obtenues après traitement des variables d’état

si(t) i = 1, . . . ,Ns (5.2)

oùt est le vecteur des variables indépendantes (généralement le temps et l’espace).
Les variables d’état proviennent de la résolution (numérique ou analytique) des
équations du modèle1. Formellement,

c j = Rj(s1, . . . ,sNs, t) j = 1, . . . ,m. (5.3)

1En cas de résolution numérique, les variables d’état se présentent sous la forme d’un ensemble
de valeurs discrètes dont le nombre est très nettement supérieur au nombre de variables d’état lui-
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Notons que chaquesi et chaquec j peut être une fonction ou une variable discrète.
Nous nommerons les fonctionsRj lesfonctions de traitement des résultats.

5.1.4 Traitement des mesures.

Il n’est pas toujours aisé de mesurer ce qui nous serait le plus utile, certaines
mesures sont parfois complètement inaccessibles. Beaucoup se font ainsi de ma-
nière indirecte : on mesure certaines quantités dont on déduit les valeurs intéres-
santes.

Soit un ensemble de mesures

mk k = 1, . . . ,Nm. (5.4)

Celles-ci peuvent être des fonctions ou des valeurs discrètes (ce qui est nettement
plus fréquent). Pour pouvoir comparer le modèle et la réalité, il convient de géné-
rer desvaleurs de référence

ĉ j j = 1, . . . ,m (5.5)

auxquelles nous comparerons les valeursc j issues du modèle mathématique. For-
mellement,

ĉ j = M j(m1, . . . ,mNm) j = 1, . . . ,m (5.6)

où lesM j sont des fonctions ou des fonctionnelles suivant la nature desmk. Notons
que, tout comme les valeurs de comparaison, les ˆc j peuvent être des fonctions
et/ou des variables discrètes. Nous nommerons les fonctions M j les fonctions de
traitement des mesures.

5.2 Caractère mal posé du problème.

De manière générale, le problème d’optimisation paramétrique est un pro-
blème inverse et, par ce fait, mal posé [57, 77]. En effet, un problème est ditbien
posélorsqu’il respecte les conditions d’existence, d’unicitéet de continuité de la
solution pour tout jeu de données. Cependant, dans les problèmes de calibration, la
modélisation forcément réductrice, les erreurs numériques, les mesures bruitées,
etc. mènent inévitablement à l’inexistence d’une solutionconduisant parfaitement
au résultat souhaité.

même. Par souci de simplicité, nous conserverons néanmoinsla notationsi pour cet ensemble de
valeurs discrètes (Ns sera dès lors considérablement plus grand).
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5.2.1 Quasi-solution d’un problème inverse.

On introduit la méthode de régularisation suivante. Dans lecas où les para-
mètres sont incompatibles, c’est-à-dire qu’aucun ensemble de valeurs de ceux-ci
ne peut conduire exactement à la réponse désirée, on cherchel’ensemble de para-
mètres le plus prochede celle-ci au sens d’une certaine distance. Ce jeu de para-
mètres est appeléquasi-solutiondu problème inverse. En changeant de cette façon
le concept de solution, on est assuré de son existence.

Les problèmes inverses et, en particulier, celui de l’optimisation paramétrique,
peuvent donc se mettre sous la forme canonique d’un problèmed’optimisation
dans lequel une distance est définie et doit être minimisée enjouant sur les gran-
deurs choisies comme variables de contrôle. Mathématiquement, il s’agit de mi-
nimiser une fonction objectifF (c, ĉ), qui représente la distance entre les résultats
du modèlec et les mesures correspondantes ˆc (après un éventuel traitement), en
faisant varierc par le biais d’une modification des paramètres

xℓ ℓ = 1, . . . ,n (5.7)

du modèle. Les ˆc j étant desvaleurs de référencefixes, nous pouvons réécrire la
fonction objectif sous la formef (x) = F (c(x), ĉ) où x est le vecteur des para-
mètres du modèle ou variables de contrôle. Le problème se formule finalement
comme suit :

trouverx∗ = argmin
x

f (x) (5.8)

qui est la forme canonique d’un problème d’optimisation non-contraint.

5.2.2 Quantification de l’erreur : fonction objectif.

Soient deux ensembles de grandeursc j et ĉ j , j = 1, . . . ,m, celles-ci pouvant
être des fonctions ou des valeurs discrètes,c est levecteur des valeurs de com-
paraisonet ĉ le vecteur des valeurs de référencerésultant respectivement du trai-
tement des résultats et du traitement des mesures. Nous désirons une fonction
objectif qui mesure l’écart entre ces deux vecteurs ;F (c, ĉ) doit donc avoir les
propriétés d’une distance [68]

1. Positivité :F (x,y) ≥ 0 pour tout couplex, y deR
m.

2. Séparation :F (x,y) = 0 si et seulement six = y.

3. Symétrie :F (x,y) = F (y,x).

4. Inégalité du triangle :F (x,y) ≤ F (x,z)+F (z,y) pour toutx, y et z deR
m.

Parmi les fonctions répondant à ces critères, on peut citer quelques l’écart au sens
des moindres carrés ou les normes pondérées de différents.
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5.2.2.1 Écart au sens des moindres carrés.

L’exemple le plus simple (c j tous discrets) est celui de lanorme euclidienne
ou erreurau sens des moindres carrés:

F (c, ĉ) =
1
2
‖c− ĉ‖2 =

1
2

(c− ĉ)T(c− ĉ) =
m

∑
i=1

(ci − ĉi)
2. (5.9)

L’introduction d’une matrice diagonaleD permet de tenir compte d’éven-
tuelles différences d’ordre de grandeur ou d’importance

F (c, ĉ) =
1
2
‖c− ĉ‖2

D =
1
2

(c− ĉ)TD(c− ĉ) =
m

∑
i=1

Dii(ci − ĉi)
2. (5.10)

Mais la forme la plus générale prend en considération des corrélations croi-
sées :

F (c, ĉ) =
1
2
‖c− ĉ‖2

W =
1
2

(c− ĉ)TW(c− ĉ) (5.11)

oùW est idéalement l’inverse de la matrice de covariance des erreurs sur les ob-
servations [60, 77, 94].

5.2.2.2 Norme pondérée d’ordrep.

L’écart entre deux vecteurs peut également être mesurée au moyen des normes
pondérées d’ordrep

F (c, ĉ) =

{
m

∑
i=1

wi |ci − ĉi |p
}1/p

(5.12)

où wi est un ensemble de coefficients de pondération positifs.
De la même manière, sic(t) et ĉ(t) sont des fonctions de la variable indépen-

dantet, F est une fonctionnelle

F (c, ĉ) =

{∫ T

0
w(t) |c(t)− ĉ(t)|p dt

}1/p

(5.13)

où w(t) est une fonction de pondération positive.

5.2.3 Analyse de l’optimum.

En plus de fournir une quasi-solution au problème inverse del’identification
paramétrique, le processus d’optimisation peut égalementfournir d’autres infor-
mations tout aussi intéressantes. Par exemple, certaines méthodes d’optimisation
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travaillent avec des approximations successives de la matrice hessienne de plus
en plus précises. A la fin du calcul, l’inspection de celle-cifournit une analyse
d’erreur et de sensibilité des paramètres, ce qui nous dispense du fastidieux travail
qui consiste à perturber chacun des paramètres indépendamment et d’en analyser
les effets sur les résultats [71].

En effet, lorsque les erreurs dans les observations sont supposées être norma-
lement distribuées, des intervalles d’incertitude peuvent être obtenus en analysant
la matrice hessienne. Le développement en série de Taylor dela fonction objectif
autour de la solution optimalex∗ donne

f (x) ≃ f (x∗)+
1
2
(x−x∗)TH(x−x∗), (5.14)

oùH = ∇xx f (x∗) est la matrice hessienne à l’optimum. Si les termes négligéssont
suffisamment petits, les incertitudes sur les paramètres optimaux du modèle sont
normalement distribués avec une moyenne nulle et une matrice de covariance dé-
finie comme l’inverse du Hessien,C = H−1. Cette matrice fournit donc une infor-
mation sur la distribution de probabilité des paramètres optimaux. Les éléments
de la diagonale deC fournissent une mesure de la largeur de la distribution pour
chacun des paramètres. Ceci remplace avantageusement une analyse de sensibi-
lité classique. De plus, la matrice de covariance fournit des informations supplé-
mentaires, les termes hors-diagonale indiquant le niveau de corrélation entre deux
paramètres du modèle.

5.3 Analyse de l’observabilité
par expérience jumelle.

Une expérience jumelle est une simulation par le modèle d’une prise de me-
sures. Pour chaque paramètre du modèle mathématique, une valeur de référence
est choisie qui permettra d’effectuer une simulation du modèle mathématique. Des
valeurs ainsi obtenues pour les variables d’état, on extrait des données semblables
aux mesures dont on dispose pour le système réel.

Cette expérience nous permet de tirer des conclusions sur l’observabilité du
système. Est-ce que les mesures à notre disposition sont suffisantes pour en dé-
duire les paramètres optimaux du modèle ? Elle nous donne aussi accès à une
analyse de l’influence du bruit sur l’assimilation des données.

La réalisation d’une expérience jumelle consiste à trouverune fonction qui
générera des valeurs de mesuresmk fictives à partir des variables d’état du mo-
dèle (qui auront été générées avec un ensemble de paramètresde référencexref) à
laquelle on ajoute une fonction simulant des erreurs de mesures

mref
k = Tk(s1, . . . ,sNs, t)+Bk k = 1, . . . ,Nm. (5.15)
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Nous appelleronsTk les fonctions jumelleset Bk les fonctions de bruit.
Nous devons ensuite utiliser ces mesures avec la procédure d’assimilation de

données. La procédure idéale est évidemment celle qui nous rend pour les para-
mètres optimaux ceux qui ont servi à la génération des mesures fictives, à savoir
xref.

Théorème 5.1En supposant qu’il n’y a pas d’erreur de mesure (Bk = 0), l’en-
semble de paramètres optimaux x∗ sera l’ensemble de paramètres de référence
xref si et seulement si la fonction objectifF présente un minimum global au point
x= xref. Au vu de la définition d’une distanceF , la valeur deF à ce minimum est
0 et elle est atteinte si et seulement si

c = ĉ. (5.16)

Ceci entraîne, au vu des définitions (5.3) et (5.6) que

M j (T1(s1, . . . ,sNs, t), . . . ,TNm(s1, . . . ,sNs, t)) = Rj (s1, . . . ,sNs, t) (5.17)

pour j = 1, . . . ,m.

Cette relation lie les fonctionsT, RetM. Notons que les fonctionsT nous sont
imposées par les mesures dont nous disposons (ou dont nous voudrions analyser
l’observabilité), ce qui signifie que le choix deR conditionne complètement celui
de M et inversement. Il est intéressant de noter que la notion théorique d’expé-
rience jumelle permet à elle seule de trouver une relation entre les fonctions de
traitement des résultats et de traitement des mesures qui doit être vérifiée même si
aucune expérience jumelle n’est réellement pratiquée.

Une expérience jumelle peut servir de base pour analyser l’observabilité du
système. Elle permet de répondre à la question suivante :« Quelles mesures dois-
je effectuer sur le système afin d’en déterminer les paramètres numériques ?».
En effet, il suffit pour cela d’effectuer l’expérience jumelle avec un ensemble de
« mesures» de notre choix et de constater quels sont les paramètres qui sont
recouvrés. On peut se servir de cette information avant une campagne de mesure
afin de distinguer celles qui sont nécessaires à une bonne calibration du modèle
choisi et celles qui sont redondantes voire inutiles.

Le concept d’expérience jumelle permet également de testerla robustesse de
la méthode de calibration par rapport à des erreurs de mesure. Il suffit de bruiter
les mesures simulées et d’interpréter le recouvrement des paramètres : les diffé-
rents paramètres convergeront soit vers une valeur proche de celle qui a servi à
l’expérience jumelle, la méthode est dans ce cas diterobustepour ce paramètre,
soit vers une autre valeur et la méthode est alors ditenon robuste.
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5.4 Différentiation de la fonction objectif.

Comme nous l’avons vu dans les chapitres précédents, certaines méthodes
d’optimisation (celles requérant le moins d’évaluations de la fonction objectif)
exigent l’évaluation du gradient

∇x f (x(k)) (5.18)

de cette fonction par rapport aux variables de contrôle ou dela matrice jacobienne

J(x(k)) =
∂c(x(k))

∂x
. (5.19)

La qualité de la convergence de ces méthodes dépend de la précision du calcul de
ces dérivées. Suivant les applications, différentes méthodes de différentiation sont
disponibles (voir à ce sujet [57, 101]). La plus simple à mettre en œuvre est la
méthode des différences finies. D’autres procédés de différentiation automatique
existent néanmoins : la différentiation directe et le modèle adjoint [86].

5.4.1 Méthode des différences finies.

C’est la méthode la plus simple à mettre en œuvre puisqu’il suffit de perturber
chaque paramètrexi successivement positivement puis négativement d’une valeur
à définirδi , de calculer dans chaque cas la valeur de la fonction objectif et d’ap-
procher les dérivées souhaitées par le quotient différentiel, soit pour le gradient de
la fonction objectif

∂ f (x(k))

∂xi
=

f (x(k) +δi ei)− f (x(k)−δi ei)

2δi
+O (δ2

i ) (5.20)

où lesei sont les vecteurs de la base canonique deR
Nx. Cette méthode centrée

nécessite 2Nx évaluations de la fonction objectif pour le calcul du gradient en plus
de l’évaluation de la valeur de la fonction, augmentant d’autant le temps de calcul
d’une itération.

De la même manière

∂c j(x(k))

∂xi
=

c j(x(k) +δi j ei)−c j(x(k)−δi j ei)

2δi j
+O (δ2

i j ) (5.21)

permet d’approcher la matrice jacobienne. En toute rigueur, l’évaluation de celle-
ci nécessite 2NxNc simulations du modèle à optimiser2. Cependant, les ordres de

2Nous supposons que les fonctionsc j(x) ne peuvent être calculées indépendamment l’une de
l’autre et que l’évaluation de l’une d’elle nécessite donc une simulation du modèle complet.
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grandeurs des fonctionsc j(x) étant généralement comparables, lesδi j peuvent être
fixés à une valeurδi indépendante dej, ce qui n’entraîne plus que 2Nx évaluations.

Il existe également deux formulations similaires, deux fois moins côuteuses en
temps de calcul mais moins précises, appelées respectivement différences finies
avant et arrière :

∂ f (x(k))

∂xi
=

f (x(k) +δi ei)− f (x(k))

δi
+O (δi), (5.22)

∂ f (x(k))

∂xi
=

f (x(k))− f (x(k)−δi ei)

δi
+O (δi). (5.23)

Dans les cas qui nous occupent, quelle que soit la formulation employée, la
méthode des différences finies s’avère très coûteuse. De plus, le choix des pertur-
bationsδi est un problème abondamment traité en analyse numérique [67] et la
précision obtenue est insuffisante en cas de non-linéaritésimportantes. Il est donc,
la plupart du temps, tout à fait inenvisageable de procéder de la sorte en raison du
nombre important d’itérations à effectuer et du temps de calcul requis pour une
simulation.

5.4.2 Différentiation directe.

La différentiation automatique est un moyen de calculer lesdérivées d’une
fonction par rapport à un ensemble de variables indépendantes. La technique de
différentiation directe fonctionne directement sur le code de calcul du modèle
direct. Certains logiciels permettent d’effectuer cette opération de façon systéma-
tique [86].

Dans le cas qui nous occupex1, . . . ,xNx sont les variables indépendantes et
nous nommeronsyi pour i = 1, . . . ,Ny les valeurs intermédiaires successivement
calculées par le code de calcul. Chaque ligne de code peut ainsi s’écrire de la sorte

yi = Fi(x1, . . . ,xNx,y1, . . . ,yi−1) i = 1, . . . ,Ny. (5.24)

Dans cette méthode directe, pour chaque variableyi , on peut calculer la valeur
correspondante de la dérivée par rapport à la variablex j . Pour chaque opération
(5.24), les dérivées sont calculées par la règle

∂yi

∂x j
=

∂Fi

∂x j
+

i−1

∑
k=1

∂Fi

∂yk

∂yk

∂x j
j = 1, . . . ,n. (5.25)

Notons que, puisque lesFi sont généralement des opérateurs unaires ou binaires3,
la somme de l’équation (5.25) se réduit souvent à un simple terme ou à une somme

3Tout code de calcul peut se décomposer en une suite d’opérateurs unaires et binaires.
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de deux termes. Cette forme peut aussi être utilisée pour exploiter les possibili-
tés desurcharge des opérateursFORTRAN et ainsi effectuer les dérivations en
parallèle du calcul.

Cette méthode permet la génération d’un code qui calcule la dérivée de n’im-
porte quelle quantité par rapport à chaque variable indépendantexi . Ceci nous
permet de calculer les valeurs qui sont exigées par la plupart des méthodes d’op-
timisation : les composantes du gradient de la fonction objectif ∇x f (x(k)) au point
x(k) . La valeur de la matrice jacobienneJ(x(k)) est également disponible sans coût
de calcul supplémentaire.

On remarque que le surcroît de calcul engendré par cette technique est de
l’ordre de 2Nx fois le coût du modèle direct. En effet, chaque opération du code
direct (5.24) entraîne l’apparition deNx opérations (5.25). Si l’opération de base
est unaire, le nombre d’opération ainsi engendré estNx et le double si l’opérateur
est binaire car il faut y ajouterNx sommations. La majorité des opérations étant
binaires, le coût de calcul est donc de l’ordre de la méthode centrée des différences
finies et deux fois supérieur à celui des méthodes décentréesmais pour un gain
conséquent en précision4.

5.4.3 Méthode du modèle adjoint.

La méthode du modèle adjoint (aussi appelée méthode de différentiation ar-
rière) nous permet d’écrire des équations qui donnent les composantes du gradient
de la fonction objectif au fur et à mesure du calcul (voir par exemple [60, 61, 66,
77, 93, 94, 99]).

Elle se base sur le principe suivant : nous considérons la fonction objectif
comme une variable d’état supplémentaire

sNs+1 = f (x). (5.26)

Notons que la fonction objectiff dépend en fait des paramètresx par l’intermé-
diaire des valeurs de comparaisonc j qui dépendent elles-mêmes des variables
d’état

c j = Rj(s1, . . . ,sNs, t) j = 1, . . . ,m (5.27)

et

sℓ(t) = Fℓ(x, t) (5.28)

où t désigne le vecteur des variables indépendantes (généralement le temps et
l’espace) et les fonctionsFℓ représentent les solutions des équations du modèle.

4La dérivation est exacte, l’erreur est de l’ordre de la précision machine.
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Nous pouvons construire le Lagrangien du problème

L (x,s,λ) = sNs+1−
Ns+1

∑
ℓ=1

λℓ (sℓ−Fℓ(x, t)) (5.29)

où lesλℓ sont les variablesdualesouadjointes.
Les conditions de stationnarité du Lagrangien sont

∂L
∂xk

= 0 k = 1, . . . ,n (5.30)

∂L
∂sk

= 0 k = 1, . . . ,Ns+1 (5.31)

∂L
∂λk

= 0 k = 1, . . . ,Ns+1. (5.32)

Connaissant l’expression du Lagrangien (5.29), nous pouvons évaluer (5.32) et
nous obtenons simplement les équations (5.28) pourk = 1, . . . ,Ns et (5.26) pour
k = Ns+1.

De même, les relations (5.31) nous donnent

∂L
∂sk

= 0 =
∂sNs+1

∂sk
−λk (5.33)

ce qui nous permet de déduire les variables adjointes

λk =
∂sNs+1

∂sk
=

∂ f
∂sk

pourk = 1, . . . ,Ns (5.34)

et
λNs+1 = 1 pourk = Ns+1. (5.35)

Le Lagrangien se réécrit donc

L (x,s,λ) = f (x)−
Ns

∑
ℓ=1

λm(sℓ−Fℓ(x, t)) (5.36)

que nous injectons enfin dans les expressions (5.30) pour obtenir

∂L
∂xk

= 0 =
∂ f
∂xk

−
Ns

∑
ℓ=1

λℓ
∂Fℓ

∂xk
(5.37)

ce qui nous permet de calculer les composantes du gradient dela fonction objectif
par rapport aux variables de contrôle :

∂ f
∂xk

=
Ns

∑
ℓ=1

λℓ
∂Fℓ

∂xk
pourk = 1, . . . ,n. (5.38)

En résumé, le raisonnement à suivre pour obtenir le gradientde la fonction
objectif est le suivant :
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– nous devons résoudre les équations du modèle pour obtenir les expressions
(5.28) ;

– nous calculons les variables adjointes par les équations adjointes (5.34) ;
– connaissant les variables adjointes, nous pouvons obtenir les composantes

du gradient de la fonction objectif en dérivant (5.28) et en utilisant la for-
mule (5.38).

En pratique, nous ne disposons évidemment des expressions (5.28) que par voie
numérique, nous ne pouvons donc formellement dériver celles-ci pour calculer les
variables adjointes de Lagrange des variables de contrôle.

Les équations du modèle discrétisées s’écrivent sous la forme (5.24)

yi = Fi(x1, . . . ,xn,y1, . . . ,yi−1) i = 1, . . . ,Ny (5.39)

dans laquelle nous tenons compte du fait que ces variables sont calculées dans
un ordre bien précis. Considérons que la fonction objectif est la dernière variable
calculée dans le modèle numérique direct

f (x) = yNy = FNy(x1, . . . ,xn,y1, . . . ,yNy−1). (5.40)

Le code numérique est une succession d’équations de type (5.24), la méthode
des multiplicateurs de Lagrange nous suggère de construirele Lagrangien pour
chaque étape du calcul, c’est-à-dire pour chaque ligne de code. Toute ligne de
code du modèle générera une ou plusieurs lignes de code dans le programme de
résolution des équations adjointes5. Soit les lignes du code direct

Y = G(X, . . .)

Z = F(X,Y, . . .)

oùY est une variable intermédiaire. L’ordre alphabétique indique l’ordre dans le-
quel les opérations ont été effectuées (X d’abord, puisY, puisZ). Les contributions
au Lagrangien de ces lignes de code seront

L = . . .−λY {Y−G(X, . . .)}−λZ {Z−F(X,Y, . . .)}+ . . . . (5.41)

Des variables adjointes doivent dès lors être introduits pour chaque variable ap-
paraissant aux membres de droite des lignes du code direct. La stationnarité du
Lagrangien s’écrit sous la forme

∂L
∂Y

= −λY +λZ
∂F
∂Y

= 0 (5.42)

5Si nous considérons que chaque ligne de code peut être décomposée en une suite d’opérateurs
unaires ou binaires, il en résultera respectivement une ou deux opérations dans le code adjoint.
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ce qui nous permet de calculer la variable adjointe

λY = λZ
∂F
∂Y

(5.43)

si λZ est connu. Nous constatons à nouveau que l’implémentation des équations
adjointes doit s’effectuer dans l’ordre inverse des opérations pour les équations du
modèle direct (λZ, puisλY, puisλX).

Pour une variableY quelconque, chaque ligne du code direct de la formeZ =
F(X,Y, . . .) induit une contribution à la variable adjointe deY d’une quantité

λZ
∂F
∂Y

. (5.44)

Puisque ces termes doivent être accumulés pour chaque équation où Y apparaît
dans le membre de droite, la ligne de code qui apparaît dans lemodèle adjoint est

λY := λY +λZ
∂F
∂Y

(5.45)

en ayant bien pris soin d’initialiserλY à zéro.
Les paramètresxi du modèle ne figurent jamais dans le membre de gauche et

apparaissent forcément au membre de droite d’au moins une ligne d’instruction
dans le code direct, ce qui entraîne la création d’une variable adjointe s’y rap-
portant dans le code adjoint. A la fin du code adjoint ceux-ci donnent les valeurs
des composantes du gradient de la fonction objectif par rapport aux variables de
contrôle

∂ f
∂xk

= λxk k = 1, . . . ,n. (5.46)

Le coût numérique de cette méthode est de l’ordre de deux foiscelui du mo-
dèle direct. En effet, chaque opération élémentaire (unaire ou binaire) résultera en
un maximum de deux opérations adjointes. Ceci en fait une méthode de prédilec-
tion lorsque le nombre de paramètres à optimiser devient important. L’inconvé-
nient de cette méthode est la nécessité de garder en mémoire nombre de variables
d’état, ce qui peut exiger des ressources considérables dans certains cas. Un se-
cond désavantage est son incapacité à donner d’autres informations que le gradient
∇x f . Les méthodes d’optimisation requérant l’évaluation de lamatrice jacobienne
sont donc nécessairement à écarter aussitôt que cette technique de différentiation
est employée.

5.4.4 Coût en ressources informatiques.

Le coût d’un code de calcul a deux sources : la mémoire nécessaire et le
nombre d’opérations à effectuer. Idéalement ces deux-ci doivent être réduits au
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maximum ; il n’est pas rare d’avoir un seul de ces deux facteurs qui conditionne
complètement le coût informatique global. Généralement, ce qui peut être gagné
d’un côté est perdu de l’autre. La différentiation numérique ne déroge pas à cette
règle. Nous allons procéder ici à une comparaison intuitivedes méthodes de dif-
férentiation et de certaines variantes (voir [101]).

Le premier point de comparaison, déjà évoqué, est l’information retirée. Là
où la méthode de différentiation directe permet une évaluation aussi bien du gra-
dient∇x f que de la matrice jacobienneJ, le modèle adjoint ne donne accès qu’au
gradient. La méthode directe s’impose donc aussitôt que l’on désire évaluer la
matrice jacobienne.

Le second point de comparaison est le nombre d’opérations nécessaires. Celui-
ci est plus important pour la méthode de différentiation directe ; le gain d’informa-
tion a donc un prix. Pour formaliser la suite de la discussion, nous définironsCm,
Cd etCa, respectivement le nombre d’opérations6 nécessaires au calcul du modèle
lui-même, du code de différentiation directe et du modèle adjoint. Comme estimé
précédemment, nous avons les ordres de grandeur suivants

Cd = O (2nCm)

Ca = O (2Cm).

Ce ne sont là que des ordres de grandeur, un programmeur habile pourra faire
passer le coût en deçà de celui prédit.

Un troisième critère de performance est l’utilisation de lamémoire. La mé-
thode ajointe est la plus coûteuse de ce point de vue : elle nécessite le stockage
de toutes les variables d’état du modèle direct7, ce qui peut s’avérer considérable.
Néanmoins une technique, dite du« checkpointing» permet de réduire l’utilisa-
tion de mémoire. Cette technique consiste à ne stocker qu’unnombre réduit de
valeurs et à recalculer les autres en cours de simulation du modèle adjoint. Au
final, le nombre d’opérations est accru d’une simulation entière du modèle direct
qui permet de réduire la consommation de mémoire. La méthodede différentia-
tion directe ne souffre, quant à elle, pas de ce désagrément.En effet les opérations
du code de dérivation peuvent s’effectuer de pair avec la simulation du modèle di-
rect, les variables d’état nécessaires au calcul des dérivées sont donc disponibles
en cours de calcul.

Enfin, un quatrième angle de comparaison apparaît si une simulation du mo-
dèle direct n’implique pas toujours une évaluation des dérivées. Il peut arriver, et
ce sera le cas dans les développements qui suivent, qu’il soit intéressant de« dé-
coupler les deux codes de calcul». Qu’entendons nous par« découplage des deux

6Celui-ci sera souvent assimilé, par abus de langage, au temps de calcul.
7Ce qui signifie pour un modèle discrétisé sur le temps et l’espace, le stockage de toutes les

valeurs des variables d’état pour tous les pas de temps et pour toutes les mailles.
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TAB . 5.1 – Tableau comparatif des différentes méthodes de différentiation.

Méthode Précision Information Temps de Utilisation Décou-
disponible calcul mémoire plage

Diff. directe Précision Jacobienne
2nCm Faible Non

de base machine et gradient
Diff. directe Précision Jacobienne

2nCm Importante Oui
à mémoire machine et gradient
Diff. directe Précision Jacobienne

(2n+1)Cm Faible Oui
avec resimulation machine et gradient
Modèle Précision Gradient

2Cm Importante Oui
adjoint machine uniquement
Modèle adjoint Précision Gradient

3Cm Moyenne Oui
checkpointed machine uniquement
Différences finies

O (δ2)
Jacobienne

2nCm
Très

Oui
centrées et gradient faible
Différences finies

O (δ)
Jacobienne

nCm
Très

Oui
avant ou arrière et gradient faible

codes de calcul»? Nous dirons que les codes sont découplés si nous pouvons
exécuter le calcul de la fonction objectif (et donc une simulation du modèle di-
rect) sans qu’il soit nécessaire de spécifiera priori si l’évaluation des dérivées est
nécessaire. La méthode adjointe, que ce soit dans sa versionoriginale ou« check-
pointed», est découplée. En effet, une simulation du modèle direct permet de cal-
culer la fonction objectif et les variables d’état sont gardées en mémoire. Si une
évaluation des dérivées est nécessaire, il suffit d’opérer àla simulation du modèle
adjoint et dans le cas contraire d’effacer le contenu de la mémoire. La méthode
directe dans sa version originale ne possède pas cette propriété : l’utilisateur doit
spécifier avant la simulation s’il désire voir s’effectuer le calcul des dérivées ou
non. Deux techniques permettent de découpler la méthode. Lapremière, que nous
nommerons différentiation directe à mémoire, consiste à conserver les variables
d’état en mémoire pour les réutiliser ensuite s’il s’avérait nécessaire de calculer
les dérivées du modèle. Ceci engendre naturellement une utilisation de mémoire
équivalente à la méthode adjointe. La seconde est une lapalissade : il suffit sim-
plement d’effectuer une simulation du modèle, et d’en effectuer une seconde au
cas où le calcul des dérivées est exigé. Nous nommerons ce dernier procédé diffé-
rentiation directe avec resimulation. Les différentes caractéristiques des méthodes
sont résumées dans le tableau 5.1.
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5.4.5 Exemple : l’oscillateur harmonique.

Soit un oscillateur harmonique dont l’écarty par rapport à sa position de repos
répond à l’équation

d2y
dt2

+ω2 y = 0 (5.47)

avec les conditions initiales

y(0) = A et
dy
dt

(0) = 0 (5.48)

dont la solution est
y(t) = A cos(ω t). (5.49)

Si nous utilisons un schéma d’Euler centré avec un pash pour résoudre numé-
riquement l’équation différentielle, nous obtenons les lignes de code suivantes8

dans l’implémentation du modèle direct

y(0)=A
f=0.5*(y(0)-ytilde(0))**2

y(1)=A-0.5*(omega*h)**2*A
f=f+0.5*(y(1)-ytilde(1))**2

do i=2,N
y(i)=(2-(omega*h)**2)*y(i-1)-y(i-2)
f=f+0.5*(y(i)-ytilde(i))**2

enddo

5.4.5.1 Différentiation directe.

Si nous désignons par les préfixe« A_ » et « omega_ », les dérivées d’une
variable donnée respectivement par rapport àA etω, nous obtenons, en appliquant
systématiquement la relation (5.25), les lignes de code suivantes pour le calcul des
dérivées

A_y(0)=1.
omega_y(0)=0.
A_f=(y(0)-ytilde(0))*A_y(0)
omega_f=(y(0)-ytilde(0))*omega_y(0)

A_y(1)=1-0.5*(omega*h)**2

8En langage FORTRAN, le symbole« ** » indique une exponentiation.
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omega_y(1)=-A*omega*h**2
A_f=A_f+(y(1)-ytilde(1))*A_y(1)
omega_f=omega_f+(y(1)-ytilde(1))*omega_y(1)

do i=2,N
A_y(i)=(2-(omega*h)**2)*A_y(i-1)-A_y(i-2)
omega_y(i)=(2-(omega*h)**2)*omega_y(i-1)-omega_y(i-2)&

&-2*y(i-1)*omega*h**2
omega_f=omega_f+(y(i)-ytilde(i))*omega_y(i)
A_f=A_f+(y(i)-ytilde(i))*A_y(i)

enddo

On constate que le nombre d’instructions a été doublé, étantdonné qu’il y a
deux variables de contrôleA et ω.

5.4.5.2 Méthode du modèle adjoint.

Si nous désignons les variables adjointes d’une variable donnée en ajoutant
simplement le préfixe« ad_ » à la variable directe correspondante, nous obtenons,
par application systématique de la formule (5.45),

ad_f=1
do i=N,2,-1

ad_y(i)=ad_y(i)+(y(i)-ytilde(i))*ad_f
ad_y(i-1)=ad_y(i-1)+(2-(omega*h)**2)*ad_y(i)
ad_y(i-2)=ad_y(i-2)-ad_y(i)
ad_omega=ad_omega-2*omega*y(i-1)*h**2*ad_y(i)

enddo

ad_y(1)=ad_y(1)+(y(1)-ytilde(1))*ad_f
ad_y(0)=ad_y(0)+(y(0)-ytilde(0))*ad_f

ad_omega=ad_omega-omega*A*h**2*ad_y(1)
ad_A=ad_A+(1-0.5*(omega*h)**2)*ad_y(1)
ad_A=ad_A+ad_y(0)

en n’oubliant pas d’initialiser toutes les variables adjointes à zéro. Les compo-
santes du gradient de la fonction de coût sontad_A etad_omega ; ces valeurs sont
exactes aux erreurs d’arrondis près.
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5.4.6 Problèmes connus.

Les techniques de différentiation automatique doivent être utilisées avec pru-
dence. Les procédés décrits ici tombent en effet facilementdans des chausse-
trappes communs s’ils sont appliqués sans esprit critique.Illustrons notre propos
par un petit exemple qui permet de mesurer l’importance d’une implémentation
soigneuse du modèle direct.

Exemple 5.1 Considérons la fonction

f (x) = x2−1 (5.50)

dont le code

if (x.eq.1.0) then
f=0.0

else
f=x**2-1.0

end if

est une implémentation enFORTRAN correcte bien qu’inhabituelle. Dans ce cas,
un logiciel de différentiation risque de dériver les deux branches séparément : la
dérivée obtenue sera0 si x= 1 et2x dans le cas contraire.

La différentiation automatique est un sujet de recherche très actif et des com-
pilateurs ou des programmes sont désormais facilement accessibles ; citons, par
exemple, ADIFOR [3], ADOL-C [48], AD01 [86], TAPENADE [49],TAF [38] et
Odyssée [27]. Ces systèmes de différentiation automatiqueont fait leurs preuves
sur des problèmes parfois très difficiles et de grande taille. Néanmoins, ces pro-
cédés ne doivent pas être considérés comme une arme ultime pour s’affranchir de
réfléchir au calcul des dérivées. En effet, de nombreux problèmes gênants sub-
sistent comme celui de la gestion despointeurs, desallocations dynamiques, des
programmesparallélisésou encore, plus simplement, desembranchements.

5.5 Conclusion.

L’identification paramétrique est une étape clé dans le développement d’un
modèle mathématique. Celle-ci doit toujours avoir lieu si l’on exige du modèle des
résultats précis. Pour les modèles les plus sophistiqués, une systématique dans la
résolution de ce problème est la bienvenue. Des concepts tels que les expériences
jumelles ou les analyses post-optimisation sont de précieux outils à cet égard.
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Les problèmes d’identification paramétrique sont parmi lesproblèmes d’opti-
misation non-contrainte les plus répandus et les méthodes de calcul utilisées re-
quièrent généralement l’évaluation du gradient de la fonction objectif ou de la
matrice jacobienne. Ceux-ci peuvent être obtenus avec une excellente précision
en utilisant la méthode de différentiation directe ou un modèle adjoint. Cepen-
dant, ces dernières exigent des ressources informatiques différentes et celles-ci
doivent être prises en compte dans l’évaluation du coût de laméthode d’optimisa-
tion correspondante.



Chapitre 6

Trust : un algorithme d’optimisation
par régions de confiance

Nous nous attachons, dans ce chapitre, à décrire un algorithme d’optimisation
par régions de confiance spécifiquement développé pour s’attaquer aux problèmes
d’identification paramétrique introduits au chapitre précédent. Plusieurs variantes
sont étudiées et comparées. L’algorithme se base sur le schéma général décrit
au chapitre 4. Il utilise des approximations quadratiques et prend en compte des
contraintes de bornes.

Dans le cadre de ce travail, un algorithme nommé« Trust » a été implémenté
dans une routine FORTRAN. Il s’agit d’un algorithme utilisant une globalisation
par régions de confiance et des approximations globales quadratiques. Plusieurs
versions sont développées utilisant des approximations locales de type quasi-
Newton ainsi qu’une version utilisant l’approximation locale de Gauss–Newton.
Ces différentes méthodes ont été utilisées, avec succès, dans divers travaux d’iden-
tification paramétrique [51, 52, 100, 101].Trust a été conçue pour résoudre un
problème de la forme

minimiser f (x) (6.1)

s.c. xL ≤ x≤ xU . (6.2)

dans laquellef (x) est supposée satisfaire aux hypothèses 4.1, 4.2 et 4.3. Les vec-
teursxL etxU ∈ R

n sont des contraintes de bornes. (Bien qu’absentes de la théorie
développée dans le chapitre précédent, la possibilité d’adjoindre des contraintes
de bornes a été ajoutée en raison de leur fréquence dans le domaine de l’iden-
tification paramétrique pour lequelTrust a été développé au départ.) La routine
implémentée inclut également des fonctionnalités pour faciliter la mise à échelle
et l’impression personnalisée.

Une application est ensuite présentée. Il s’agit d’une identification paramé-
trique d’un système dynamique simple : le modèle de Lotka–Volterra. Les perfor-

103
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mances de différentes versions deTrust sont analysées et comparées à la routine
M1QN3 de Gilbert et Lemaréchal [40]. Le mode d’emploi complet est présenté en
annexe A.

6.1 Sous-problèmes quadratiques.

L’algorithme implémenté fait usage d’approximations locales quadratiques
(voir section 3.2),i.e. de la forme

m(k)(x(k) +s) = f (x(k))+sTg(k) +
1
2

sTH(k)s (6.3)

avec
g(k) = ∇x f (x(k)). (6.4)

Nous supposons que l’utilisateur peut fournir les valeurs de la fonction objectif et
de son gradient en un point donné (et éventuellement de la matrice jacobienne si
c’est un problème de moindres carrés). La norme utilisée pour définir la région de
confiance est la norme euclidienne et n’est pas fonction de l’itération. La région

B (k) =
{

x∈ R
n : ‖x−x(k)‖ ≤ ∆(k)

}
(6.5)

est donc une hyper-sphère de rayon∆(k).
Nous utiliserons plusieurs expressions différentes pour la mise à jour du Hes-

sien de l’approximation locale qui constitueront autant deversions de l’algo-
rithme.

Trust-SR1 conditionnelle : La mise à jour de la matrice hessienneH(k) se fait
par une technique de type quasi-Newton. La mise à jour symétrique de rang
un (3.46) n’est cependant effectuée que si l’itération est réussie. Dans ce
cas, le point ˆx(k−1) utilisé dans (3.41) pour construire l’approximation qua-
dratique est simplement l’itéré précédentx(k−1). Les définitions der(k) et
y(k), respectivement (3.41) et (3.42), deviennent donc

r(k) = x(k) −x(k−1) (6.6)

y(k) = g(k)−g(k−1) (6.7)

Notons qu’en cas d’itération infructueuse, il n’est pas nécessaire d’évaluer
le gradient de la fonction objectif au point de test ˜x(k). Si le calcul de la fonc-
tion objectif et de son gradient sont découplés, il est donc possible d’épar-
gner le coût numérique associé au calcul du gradient.
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Trust-BFGS conditionnelle : Cette version est en tout point semblable à la pré-
cédente à la seule exception près qu’elle utilise la mise à jour BFGS (3.57)
en lieu et place de (3.46).

Trust-SR1 inconditionnelle : Tout comme dans la version« conditionnelle», la
mise à jour de la matrice hessienneH(k) se fait par une technique de type
quasi-Newton, utilisant la formule symétrique de rang un (3.46) à chaque
itération. Le point ˆx(k−1) utilisé pour construire l’approximation quadratique
est simplement l’itéré précédentx(k−1) si l’itération est réussie et le point de
testx̃(k) si celle-ci s’avère infructueuse, ce qui implique — contrairement à
ce qui se passe dans l’approche conditionnelle — d’y évaluerle gradient de
la fonction objectif.

Trust-BFGS inconditionnelle : Cette version est en tout point semblable à la pré-
cédente à la seule exception près qu’elle utilise la mise à jour BFGS (3.57)
en lieu et place de (3.46).

Trust-GN : Cette version est utilisée pour les problèmes demoindres carréspour
lesquels la fonction objectif s’écrit sous la forme (3.67).Trust-GN s’ins-
pire de la méthode de Gauss-Newton (3.72) pour l’approximation du Hes-
sien. Contrairement aux méthodes précédentes, celle-ci nécessite, en plus
de l’évaluation du gradient, celle de la matrice jacobienneG(x(k)). Notons
que l’approximation locale utilisée ne dépend que des valeurs du gradient
et de la matrice jacobienne à l’itéréx(k). L’évaluation du gradient et de la
matrice jacobienne n’est dès lors nécessaire que pour les itérations réussies.

À chaque itération, il convient de résoudre un sous-problème quadratique sou-
mis à une contrainte de confinement dans une région de confiance sphérique. Il
s’agit donc de trouver le pas de progressionsM de façon à résoudre le problème1

minimiser q(s) = gTs+
1
2

sTHs (6.9)

s.c. ‖s‖ ≤ ∆ (6.10)

avecs∈ R
n.

Certaines propriétés apparaissent immédiatement si nous analysons ce sous-
problème. La solution que nous cherchons est soit à l’intérieur de la région de
confiance, c’est-à-dire telle que‖s‖ < ∆, soit sur la frontière auquel cas‖s‖ = ∆.
Si la solution est intérieure, la contrainte de confinement est inactive etsM est un

1Dans un souci de simplicité, nous avons supprimé le compteurd’itérations(k) et défini

q(s) = m(k)(x(k) +s)−m(k)(x(k)). (6.8)
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minimum2 non-contraint deq(s) et le multiplicateur de LagrangeµM relatif à la
contrainte (6.10) est nul. Notons que ceci ne peut se produire que dans le cas où
q(s) est convexe, c’est-à-dire que le Hessien est semi-défini positif. Nous voyons
donc que le comportement sera différent suivant que l’approximation locale est
convexe ou non. Dans ce dernier cas, la solution est nécessairement sur la frontière
de la région de confiance, celle-ci est active etµM est positif (ou éventuellement
nul). Par contre, dans le cas oùq(s) est convexe, la solution peut aussi bien se
situer à l’intérieur de la région de confiance que sur sa frontière. La solutionsM

peut être caractérisée plus finement par le théorème suivant.

Théorème 6.1Le vecteur sM est un minimum global du sous-problème(6.9)sou-
mis à la contrainte(6.10)si et seulement si‖sM‖ ≤ ∆ et s’il existe un multiplica-
teur de Lagrange scalaire µ tel que

(H +µMI)sM = −g (6.11)

µM(∆−‖sM‖) = 0 (6.12)

et (H +µMI) est symétrique semi-définie positive.

La preuve de ce théorème peut être trouvée dans [74, 80, 20]. Partant de ce théo-
rème, Moré et Sorensen [74] ont développé un algorithme qui est résumé ci-après.
Ces mêmes auteurs l’ont également implémenté et mis à disposition dans la rou-
tine GQT qui est utilisée dans ce travail.

6.1.1 Méthode de Moré et Sorensen.

Nocedal et Wright [80] décrivent sommairement l’algorithme de la façon sui-
vante. Si la matriceH est symétrique définie positive et si le minimum non-
contraint correspondant se situe à l’intérieur de la régionde confiance, il est bel
et bien le minimum global. Dès lors, siH est symétrique définie positive, son
inversion est effectuée au moyen d’unedécomposition de Choleskyqui permet
de la factoriser en un produitRTR où R est une matrice triangulaire supérieure.
Le minimum non-contraint de l’approximation locale s’obtient alors en résolvant
successivement deux systèmes triangulaires. Le minimum global sM est égal au
minimum non-contraint si celui-ci est à l’intérieur de la région de confiance,i.e.
si ‖s‖ ≤ ∆.

Dans les cas contraires, nous définissons

s(µ) = −(H +µI)−1g, (6.13)

2Ce minimum est nécessairement global vu la forme deq(s).
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FIG. 6.1 – Profil de la fonction‖s(µ)‖ lorsquevT
1 g 6= 0.

solution de (6.11) pour des valeurs deµ suffisamment grandes pour queH + µI
soit symétrique définie positive. La décomposition spectrale de l’inverse de cette
matrice permet d’écrire

s(µ) = −
n

∑
j=1

vT
j g

λ j +µ
v j , (6.14)

où λ j est une valeur propre deH et v j le vecteur propre correspondant. Vu la
symétrie deH, les valeurs propresλ j sont réelles et les vecteurs propresv j peuvent
être choisis orthogonaux. La norme du vecteurs(µ) se calcule aisément en tenant
compte de cette orthogonalité

‖s(µ)‖=
√

s(µ)Ts(µ) =

√√√√ n

∑
j=1

(
vT

j g

λ j +µ

)2

. (6.15)

Sans perte de généralité, nous pouvons supposerλ1 ≤ λ2 ≤ . . . ≤ λn.
Nous savons que la contrainte (6.10) est active et nous obtenons dès lors une
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équation unidimensionnelle pour la variableµ

‖s(µ)‖ = ∆ (6.16)

dont la solution estµM. Si µ > −λ1, les dénominateurs intervenant dans (6.15)
sont strictement positifs et

lim
µ→+∞

‖s(µ)‖ = 0. (6.17)

De plus, sivT
1 g 6= 0, nous avons

lim
µ→−λ1

‖s(µ)‖ = +∞ (6.18)

et il existe dès lors une seule valeurµM ∈]−λ1,+∞[ pour laquelle‖s(µM)‖ = ∆
(voir figure 6.1). Sachant cela, l’équation (6.16) peut êtrerésolue avec un algo-
rithme unidimensionnel classique de recherche de racine. Toutefois, cette équation
s’avère généralement mal conditionnée et on lui préfère la forme équivalente

1
‖s(µ)‖ =

1
∆

. (6.19)

Une foisµM calculé,sM est directement obtenu à partir de (6.11) où la matrice
H +µMI est symétrique définie positive.

6.1.2 Le« hard case» de Moré et Sorensen.

Dans la discussion ci-dessus, nous avons occulté le cas oùvT
1 g = 0. Notons

que cette discussion reste néanmoins valable si la plus petite valeur propre est une
valeur propre multiple (i.e.λ1 = λ2 = . . .) pour autant quevT

j g 6= 0 pour au moins
un des vecteurs propres relatifs àλ1. Dans les cas contraires, la limite (6.17) prend
une valeur finieδ. Si δ < ∆, cela signifie qu’aucune valeur deµ∈]−λ1,+∞[ n’est
telle que‖s(µ)‖ = ∆.

C’est ce cas de figure que Moré et Sorensen [74] nomment le« hard case».
À première vue, il est difficile de choisirsM etµM qui satisferaient aux conditions
énoncées par la théorème 6.1 qui nous garantit cependant quece dernier existe
dans l’intervalle[−λ1,+∞[. Il n’y a donc qu’une seule possibilité :µM = −λ1.
Dans ce cas, la matriceH−λ1I est cependant singulière et la décomposition spec-
trale de son inverse ne peut plus être utilisée telle quelle pour définir (6.14). Il
convient de définir le vecteur

s(τ) = − ∑
j :λ j 6=λ1

vT
j g

λ j −λ1
v j + τv1 (6.20)
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dont on vérifie aisément qu’il remplit la condition (6.11). En tenant compte des
relations d’orthogonalité entre les vecteursv j , nous obtenons

‖s(τ)‖ =

√√√√ ∑
j :λ j 6=λ1

(
vT

j g

λ j −λ1

)2

+ τ2 =
√

δ2+ τ2 (6.21)

et il est dès lors toujours possible de choisirτ tel que‖s(τ)‖ = ∆. On vérifie aisé-
ment que le vecteur ainsi trouvé est bel et bien le minimumsM du problème (6.9)
soumis à la contrainte (6.10).

6.2 Aspects pratiques de l’implémentation.

Après le type d’approximation locale et la forme de la régionde confiance uti-
lisés ainsi que la méthode de résolution du sous-problème, il reste encore quelques
degrés de liberté à fixer dans l’algorithme 2.1.

6.2.1 Mise à jour du rayon de confiance.

Le premier d’entre eux est la stratégie de mise à jour du rayonde confiance.
Nous avons opéré le choix suivant

∆(k+1) =





α1∆(k) si ρ(k) < η1,
∆(k) si η1 ≤ ρ(k) < η2,
α2∆(k) si η2 ≤ ρ(k) ≤ η3,
α3∆(k) si ρ(k) > η3

(6.22)

avec

0 < η1 ≤ η2 < 1 < η3 (6.23)

et

α1 < 1 < α3 < α2. (6.24)

Cette mise à jour entre bien dans le cadre général (2.30) et dans celui, légèrement
plus restrictif, établi par (4.38). Pour s’en convaincre, il suffit de prendreγ1 = γ2 =
α1, γ3 = α3 et γ4 = α2. Les valeurs effectivement utilisées lors des expériences
numériques sont, sauf mention contraire, celles portées autableau 6.1. La question
de la mise à jour du rayon de confiance est traitée de manière plus approfondie au
chapitre 7.
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TAB . 6.1 – Valeur numérique des paramètres de la stratégie de mise à jour du rayon
de confiance utilisées dans les expériences numériques.

Paramètre Valeur Paramètre Valeur

α1 0,5 η1 0,01
α2 2 η2 0,95
α3 1,01 η3 1,05

6.2.2 Calcul du rapport ρ(k).

D’après Connet al. [20], une des phases les plus dangereuses dans une mé-
thode par régions de confiance s’avère — de façon plutôt surprenante — être celle
où la suite d’itérés s’apprête à atteindre le point critiquevers lequel elle converge.
Dans ce cas, le numérateur et le dénominateur du rapport (2.29)

ρ(k) =
f (x(k))− f (x̃(k))

m(k)(x(k))−m(k)(x̃(k))
(6.25)

seront petits et le calcul peut souffrir des effets de l’arithmétique en virgule flot-
tante.

En pratique, pour une valeurς > 0 de l’ordre de dix fois la précision machine,
nous calculons

δ f (k) = f (x̃(k))− f (x(k))− ςmax(1, | f (x(k))|) (6.26)

et
δm(k) = m(k)(x̃(k))−m(k)(x(k))− ςmax(1, | f (x(k))|) (6.27)

puis utilisons la valeur

ρ(k) =

{
1 si δ f (k) < ς et | f (x(k))| > ς,
δ f (k)/δm(k) sinon.

(6.28)

6.2.3 Mise à échelle.

Comme évoqué dans la section 4.4, il est assez fréquent que, dans un problème
pratique, les variables aient des ordres de grandeurs sensiblement différents. Dans
ce cas, il s’avère intéressant de travailler avec des régions de confiance elliptiques,
i.e. définies par (4.43) et (4.46). Le cas échéant, nous travaillerons donc avec des
variables normalisées

ξi =
xi −xcar

i

δxcar
i

(6.29)
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où xcar
i est une valeur caractéristique etδxcar

i une échelle de variation caractéris-
tique.

Il est en effet évident que, dans l’espace desxi , la région de confiance idéale
serait un ellipsoïde d’autant plus étendu dans une direction que l’échelle de varia-
tion de la variable correspondante est grande. Le changement de variable (6.29)
nous permet d’utiliser simplement une sphère dans l’espacedesξi . Notons que,
si des variations caractéristiques sont données, la valeurinitiale pour le rayon de
confiance∆(0) = 1 s’impose pratiquement à nous puisqu’une variation de la va-
riableξi de l’ordre de l’unité provoquera une variation dexi de l’ordre deδxcar

i .

6.2.4 Contraintes de bornes.

La plupart des problèmes non-contraints, particulièrement lorsqu’il s’agit de
problèmes d’identification paramétrique, font intervenirdes contraintes dites« de
bornes», i.e. pour i = 1, . . . ,n

xi ≤ xi ≤ xi (6.30)

oùxi etxi sont respectivement les bornes inférieure et supérieure dela variablexi .
La variablexi est dite fixe et ne constitue plus une variable pour l’optimisation si
xi = xi .

Ce type de contrainte est plutôt simple à traiter en raison deson caractère
linéaire. Il s’avère donc utile, dans un algorithme commeTrust, d’implémenter une
stratégie de contraintes actives. La stratégie adoptée estclassique. À une itération
donnéek, nous définissons tout d’abord l’ensembleF (k) des indices des variables
fixéesà une de leurs bornes. Dans la même logique, nous définissons l’ensemble
des indices des variablesfixées au départ3

F (0) = {i : xi = xi}. (6.31)

Nous définissons également l’espace vectorielA (k) des variables actives à
l’itération k comme le sous-espace deR

n tel que les variables fixées —i.e. les
variablesxi pour lesquellesi ∈ F (k) — soient égales à la borne (inférieure ou
supérieure) sur laquelle elles ont été fixées.

À chaque itération, la minimisation de l’approximation locale quadratique
s’effectue non pas surRn mais surA (k) :

s(k) = arg min
s∈A (k)

m(k)(x(k) +s) (6.32)

3Dans un soucis de simplicité de la présentation et sans pertede généralité, nous supposerons
qu’en dehors des composantes fixées, aucune contrainte de borne n’est active au point de départ
x(0) bien que l’implémentation pratique de l’algorithme traitesans difficulté cette éventualité.
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avec‖s‖ ≤ ∆(k). Ce problème reste bel et bien de la forme (6.3) mais avec une
dimension inférieure. Il n’y a donc aucun inconvénient à utiliser la méthode de
Moré et Sorensen.

Si d’aventure le pointx(k) + s(k) est non admissible, celui-ci est projeté sur
les contraintes de bornes et le point de test est dés lors défini, composante par
composante, par

x̃(k)
i =





xi si x(k)
i +s(k)

i ≥ xi ,

xi si x(k)
i +s(k)

i ≤ xi ,

x(k)
i +s(k)

i sinon.

(6.33)

Si x̃(k)
i = xi (resp. ˜x(k)

i = xi) et si ça n’était pas le cas à l’itération précédente, la
borne supérieure (resp. inférieure) estactivée, ce qui signifie que l’ensemble

F (k+1) = F (k)∪{i}. (6.34)

Notons que plusieurs variables peuvent éventuellement être activées lors de la
même itération.

6.2.5 Critère d’arrêt.

En théorie, l’algorithme procède de la sorte jusqu’à ce que la norme du gra-
dient devienne nulle. En pratique, nous utilisons un seuil numérique défini en
fonction de la valeur initiale du gradient, laréduction relative du gradient4

ε(k) =
‖g(k)‖A (k)

‖g(0)‖A (0)

(6.35)

avec

‖g‖A (k) =

√
∑

i /∈F (k)

g2
i . (6.36)

Soitε une tolérance fixéea priori par l’utilisateur, l’algorithme tente dedésactiver
des contraintes de bornes si

ε(k) ≤ ε (6.37)

et si la contrainte‖s(k)‖ = ∆(k) de la région de confiance n’est pas active. L’algo-
rithme ne désactive qu’une seule contrainte à la fois. Pour choisir la contrainte à

4Cette façon de procéder est adoptée dans de nombreuses méthodes d’optimisation non-
contrainte et présente l’avantage d’effectuer une certaine « mise à échelle» du critère d’ar-
rêt [39, 40].
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libérer, il évalue les multiplicateurs de Lagrange relatifs à chacune des variables
fixées, c’est-à-dire

µ(k)
i =

{
−g(k)

i si x(k)
i = xi ,

g(k)
i si x(k)

i = xi ,
(6.38)

pour i ∈ F (k)\F (0). Si j est l’indice de la contrainte relative au plus grand multi-
plicateur de Lagrange

max
i∈F (k)\F (0)

µ(k)
i , (6.39)

et si ce multiplicateur est strictement positif, cette contrainte est désactivée et

F (k+1) = F (k)\{ j}. (6.40)

Si le plus grand multiplicateur est négatif ou si l’ensembleF (k)\F (0) est vide,
l’algorithme s’arrête.

6.2.6 Convergence de l’algorithme.

L’objet de la présente section est de vérifier que l’algorithme implémenté ré-
pond bel et bien aux hypothèses émises au chapitre 4.

Nous supposerons tout d’abord que les hypothèses portant sur le problème
d’optimisation lui-même sont satisfaites : la fonction objectif est deux fois conti-
nûment dérivable (hypothèse 4.1), bornée inférieurement (hypothèse 4.2) et son
Hessien possède également une borne inférieure au sens d’une certaine norme
(hypothèse 4.3).

Les conditions à imposer à l’approximation locale sont, quant à elles, aisément
vérifiées : l’approximation locale quadratique est deux fois continûment dérivable
(hypothèses 4.4), la fonction objectif et l’approximationlocale ainsi que leurs
gradients respectifs coïncident bien à l’itération courante (hypothèses 4.5 et 4.6).
L’hypothèse 4.7 est satisfaite car, dans l’implémentation, les différentes mises à
jour du Hessien de l’approximation locale sont assorties d’un« garde-fou» l’em-
pêchant de prendre des valeurs démesurées.

En vertu du théorème 4.3 dont l’hypothèse est satisfaite en prenantκamm= 1,
l’hypohèse 4.8 est également satisfaite,i.e. la décroissance de l’approximation
locale dans la résolution du sous-problème est suffisante puisque le sous-problème
est résolu de façon quasi-exacte.

La norme euclidienne est évidemment uniformément équivalente à elle-même,
nous pouvons le vérifier facilement en prenantκune= 1 (hypothèse 4.9).

L’hypothèse 4.11 de continuité au sens de Lipschitz du Hessien de l’approxi-
mation locale est satisfaite étant donné que celui-ci est constant. L’hypothèse
4.12 est automatiquement satisfaite dès lors que le calcul du pas de progression
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TAB . 6.2 – Tableau comparatif des différentes versions deTrust.

Version Information Convergence Découplage
deTrust nécessaire vers un pt crit souhaitable

SR1 cond. Gradient Second ordre Oui
BFGS cond. Gradient Premier ordre Oui
SR1 incond. Gradient Second ordre Non
BFGS incond. Gradient Premier ordre Non
GN Jacobienne Premier ordre Oui

est effectué en minimisant exactement le sous-problème au sein de la région de
confiance. Enfin, la mise à jour du rayon de confiance (6.22) entre bien dans le
cadre établi par (4.38) et l’hypothèse 4.13 est donc satisfaite.

En vertu du théorème 4.4, nous pouvons conclure à la convergence vers un
point critique du premier ordre de la suite engendrée par l’algorithme.

Si l’hypothèse 4.10 est également satisfaite, nous concluons, en vertu du théo-
rème 4.6, à la convergence globale de la suite engendrée par l’algorithme vers un
point critique du second ordre. L’hypothèse 4.10 est généralement remplie pour
les méthodes de type SR1, du moins sous les hypothèse du théorème 3.1. Le ta-
bleau 6.2 rassemble les différentes propriétés des variantes deTrust comprises
dans la présente section et dans la section 6.1.

6.3 Application : identification paramétrique d’un
modèle dynamique de type Lotka–Volterra.

Afin d’étudier l’efficacité des méthodes implémentées, nousappliquons celles-
ci à l’identification des paramètres d’un système dynamiquenon-linéaire [101].

6.3.1 Description du modèle.

Penchons-nous sur un des plus vieux exemples de système proie-prédateur
étudié : celui de Lotka–Volterra dont les équations sont bien connues en théorie
des systèmes non-linéaires [75, 78].

Le modèle de Lotka-Volterra s’écrit sous la forme

dX
dt

= a1X−a2X Y

dY
dt

= a3X Y−a4Y.
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TAB . 6.3– Paramètres de référence pour la génération des mesures par expérience ju-
melle et estimation initiale des paramètres du modèle qui servent de point de départ à
l’optimisation. Rappelons que toutes les simulations sonteffectuées avec∆t = 0,05 ;
T = 100 ;Nmax = 2001 etNobs= 40.

Paramètre Valeur initiale Valeur de référence

X(0) 1,05 1
Y(0) 1,95 1

a1 0,5 0,4
a2 0,3 0,2
a3 0,301 0,2
a4 0,05 0,1

Dans ce modèle simple, la croissance de la proieX est proportionnelle à sa masse,
la prédation est proportionnelle à la masse de la proie et à celle du prédateurY,
cette dernière décroissant par prédation, dégradation (mort) naturelle,. . . propor-
tionnellement à son importance. Les deux conditions initialesX(0) etY(0) et les
coefficients de proportionnalitéa1, a2, a3 et a4 sont les paramètres du modèle et
forment le vecteur des variables de contrôlex.

Le schéma numérique adopté est très simple : il s’agit d’une méthode d’Euler
avec évaluation semi-implicite des termes de croissance etde prédation

Xi+1−Xi

∆t
= a1Xi+1−a2Xi+1Yi

Yi+1−Yi

∆t
= a3Xi Yi+1−a4Yi+1

avec les conditions initialesX0 = X(0) et Y0 = Y(0). La résolution numérique
du système est effectuée avec un pas de temps∆t sur un intervalle de temps de
longueurT, soit une discrétisation surNmax points.

Pour réaliser l’identification paramétrique, nous générons des mesures fictives
par une expérience jumelle (voir section 5.3). Toutes les expériences jumelles me-
nées dans la suite prennent comme solution de référence les valeurs de paramètres
du tableau 6.3. Dans un premier temps, l’identification paramétrique est réalisée
avec une estimation initiale arbitraire (voir tableau 6.3). Nous considérons que
nous ne disposons que deNobs mesures de la proieX et du prédateurY à des
instants répartis aléatoirement parmi lesNmax valeurs échantillonnées numérique-
ment. Les réponses du système sont présentées sur la figure 6.2.

Nous adoptons, pour la quantification de l’erreur du modèle par rapport aux
« mesures», l’erreur au sens des moindres carrés (5.9). Si nous définissons la



116 CHAPITRE 6. TRUST

0 10 20 30 40 50 60 70 80 90 100
0

0.5

1

1.5

2

Initiale 
Référence

0 10 20 30 40 50 60 70 80 90 100
0.5

1.5

2.5

3.5

4.5

Référence
Initiale 

X

Y

t 

t 

FIG. 6.2– Réponses temporelles des variables d’état pour la solutionde référence et
pour l’estimation initiale des variables de contrôle. Le but d’une identification para-
métrique est, en termes imagés, de rapprocher les courbes discontinues des courbes
continues.
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TAB . 6.4 – Coûts CPU des deux méthodes de différentiation normalisés par rapport
au coût CPU du modèle. On peut constater que les ordres de grandeur sont bien ceux
attendus (n = 6).

Coût CPU Ordre de grandeur
Différentiation

Cd/Cm = 10,98 = O (2n)directe
Méthode

Ca/Cm = 1,71 = O (2)adjointe

fonction d’observation

δi =

{
1 si une mesure a été effectuée à l’instanti,
0 dans le cas contraire,

nous pouvons écrire la fonction objectif

f (x) =
1
2

Nmax

∑
i=1

δi(Xi − X̂i)
2+

1
2

Nmax

∑
i=1

δi(Yi −Ŷi)
2

où les variables surmontées d’un chapeau sont les réponses de référence.
La différentiation de ce modèle découle directement des principes énoncés

précédemment (voir section 5.4) et ne demande pas de remarques complémen-
taires. Les deux méthodes de différentiation, directes et adjointes, ont été implé-
mentées. Comme prévu, la première nous donne accès à la matrice jacobienne et
au gradient, tandis que la seconde ne fournit que ce dernier.Les coûts CPU des
deux méthodesCd et Ca ont été évalués en terme du coût du modèle directCm.
On peut constater sur le tableau 6.4 que ceux-ci sont bien de l’ordre de grandeur
attendu.

6.3.2 Calibrage du modèle.

Nous allons tester les différentes versions sur ce problèmed’identification pa-
ramétrique. Pour pouvoir discuter leurs performances, nous utiliserons comme
point de comparaison une méthode de type BFGS à mémoire limitée avec une
recherche linéaire approchée. Il s’agit de la routineM1QN3 de Gilbert et Lemaré-
chal [39, 40] qui a déjà montré son efficacité dans le cadre de problèmes d’identi-
fication paramétrique [61, 66, 93, 94, 99].

Les résultats obtenus avecM1QN3 sont présentés sur la figure 6.3. On voit
que le minimum global est atteint après 79 itérations. Toutefois, les recherches



118 CHAPITRE 6. TRUST

linéaires portent le nombre d’évaluations de la fonction objectif et de son gradient
à 88, auxquelles il convient d’ajouter une simulation initiale du modèle. Puisque
seul le gradient est nécessaire à l’utilisation de cette méthode, nous adoptons le
modèle adjoint comme méthode de différentiation. Le temps de calcul total de
cette routine d’optimisation est donc le suivant5

CM1QN3 = 89(Cm+Ca) = 241,19Cm

au vu des rapports du tableau 6.4. Notons que le critère d’arrêt utilisé est identique
à celui implémenté par nos soins, la valeur utilisée étantε = 10−6.

Les différentes variantes de l’algorithme par régions de confiance que nous
avons développées ont été appliquées à ce problème type. Lesrésultats obtenus
sont portés sur la figure 6.4. On constate que ces algorithmesse comportent rela-
tivement bien, chacune des versions atteignant le minimum global en un nombre
raisonnable d’itérations.

On remarque également que les méthodes employant l’actualisation BFGS
sont plus rapides que les méthodes SR1. Si les premières ne présentent pas l’as-
surance de la convergence vers un point critique du second ordre, elles sont néan-
moins plus rapides. Ceci est certainement dû au fait que la méthode BFGS donne
plus facilement des matrices définies-positives que SR1. Nous attirons l’atten-
tion du lecteur sur le fait que, contrairement à son utilisation usuelle, la méthode
BFGS ne garantit ici nullement que toutes les approximations quadratiques seront
convexes. La propriété bien connue d’hérédité de la définie-positivité n’est en ef-
fet valable que dans le cas où les conditions de Wolfe (2.5) et(2.6) sont respectées,
ce qui n’est pas nécessairement le cas.

Une autre constatation peut être faite au vu de ces résultats: les méthodes
tenant compte d’informations issues des itérations infructueuses — les versions
inconditionnelles— s’avèrent plus rapides. On peut résumer l’enseignement de
cette constatation par la maxime :« on progresse en tirant des leçons de ses er-
reurs». Cette approche est analysée en détail au chapitre 7.

Un dernier commentaire sur la méthodeTrust-GN : celle-ci paraît être la plus
performante puisqu’elle parvient à trouver le minimum global en 40 itérations,
soit 8 de moins que sa dauphineTrust-BFGS inconditionnelle. C’est sans compter
sur le fait queTrust-GN demande l’évaluation de la matrice jacobienne. Il est donc
indispensable d’utiliser la méthode de différentiation directe qui est plus coûteuse
que la méthode adjointe utilisée dans les autres tests. Le tableau 5.1 nous enseigne
en effet que, pour la méthode de différentiation directe la moins coûteuse6, il faut

5Nous supposons que le temps de simulation du modèle est très grand par rapport à celui de
l’optimiseur.

6Nous choisissons la méthode de différentiation directeà mémoireafin de bénéficier de la
propriété qui permet dedécouplerle calcul de la fonction objectif et celui de la matrice jacobienne
(voir section 5.4.4).
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FIG. 6.3 – Identification paramétrique du modèle de Lotka-Volterra par M1QN3.
Figure du haut : évolution des paramètres au cours des itérations. Figure du bas :
évolution de la fonction objectif et de la norme de son gradient au cours des itérations.
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FIG. 6.4 – Fonction objectif f (x) au cours des itérations pour les différentes mé-
thodes d’optimisation.

s’attendre à un coût de l’ordre de 2n fois celui du calcul du modèle, ce que nous
confirme le tableau 6.4. Ce raisonnement doit se généraliserà toutes les méthodes,
puisque les versionsconditionnellespermettent l’économie d’évaluations du gra-
dient. Le critère de sélection à retenir est donc celui du coût global engendré. Le
tableau 6.5 présente celui-ci pour les différentes versions deTrust et pourM1QN3.

On constate que quatre versions deTrust se glissent devantM1QN3 et que
Trust-BFGS inconditionnelle est, en fin de compte, la méthode la moins coûteuse.
La figure 6.5 illustre son comportement en cours de calcul : onpeut y voir l’évo-
lution du rayon de confiance, de la fonction objectif, de la norme de son gradient
et des variables.

6.3.3 Analyse statistique.

Afin de fournir une analyse plus détaillée du comportement deTrust pour ce
problème, il convient de tester la robustesse des différentes méthodes et d’éviter
les hasards malencontreux qui pourraient mener à des conclusions hâtives. Il est
évident que, par un agencement fortuit des opérations, une méthode peut paraître
plus performante que d’autres en raison du point de départ choisi pour l’optimi-
sation. Pour diminuer l’influence du point de départ sur le calcul, et de factosur
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FIG. 6.5 – Identification paramétrique du modèle de Lotka-Volterra par Trust-BFGS
inconditionnelle. Figure du haut : évolution des paramètres au cours des itérations.
Figure du bas : évolution de la fonction objectif, de la normede son gradient au cours
des itérations et du rayon de confiance.
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TAB . 6.5 – Coûts numériques des différentes versions deTrust et M1QN3. Le rayon
de confiance initial est identique∆(0) = 0,05 pour les sept versions. PourTrust-GN,
la troisième colonne indique le nombre d’évaluations de la matrice jacobienneG(x),
ce qui explique son coût global important.

Méthode Évaluations Évaluations de Coût
d’optimisation def (x) g(x) ouG(x) global

Trust-SR1 cond. 120 76 249,96Cm

Trust-SR1 incond. 72 72 195,12Cm

Trust-BFGS cond. 90 63 197,73Cm

Trust-BFGS indond. 48 48 130,08Cm

Trust-GN 41 37 447,26Cm

M1QN3 89 89 241,19Cm

les conclusions, nous avons généré un ensemble de 64 points de départ sur les-
quels les informations ont été moyennées. Ces points de départ sont les éléments
de l’ensemble de toutes les combinaisons possibles du choixdes paramètresxi ,
chacun pouvant prendre deux valeurs listées dans le tableau6.6, soit un total de
2n = 64 éléments. Dans les deux valeurs choisies pour chaque paramètre, une est
inférieure à la valeur de référence et la seconde supérieure. L’écart par rapport
à la valeur de référence est identique de manière à ne« favoriser» aucun point
de départ. Ce tableau contient également les valeurs caractéristiquesxcar

i et les
variations caractéristiquesδxcar

i lorsqu’une mise à échelle est utilisée.

TAB . 6.6 – Ensemble de valeurs ayant servi à la génération de l’ensemble des 64
points de départ. L’ensemble est constitué par les combinaisons possibles de ces pa-
ramètres. Les deux dernières colonnes contiennent les valeurs et variations caracté-
ristiques dans les cas où une mise à échelle est utilisée.

Paramètre Valeur 1 Valeur 2 Val. de réf. Val. car. Var. car.

X(0) 0,8 1,2 1 1,05 0,3
Y(0) 0,8 1,2 1 0,95 0,3
a1 0,3 0,5 0,4 0,42 0,12
a2 0,1 0,3 0,2 0,22 0,12
a3 0,1 0,3 0,2 0,19 0,12
a4 0,08 0,12 0,1 0,09 0,03

C’est sur base d’une telle analyse que la valeur du paramètreη3 de la mise à
jour du rayon de confiance (6.22) a été choisie. En effet, en comparant celui-ci à
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TAB . 6.7 – Tableau comparatif des différentes variantes deTrust. Les trois dernières
colonnes sont des moyennes sur toutes les optimisations réussies. À titre de compa-
raison,M1QN3 a été soumise au même test. PourTrust-GN, cette colonne indique le
nombre d’évaluations de la matrice jacobienneG(x) et non celui du gradientg(x).
Ceci explique son coût global étonnamment important en regard du nombre d’itéra-
tions relativement faible.

Version Notes Taux de Évaluations Évaluations de Coût
deTrust réussite def (x) g(x) ouG(x) global

SR1 cond. η3 = ∞ 50 % 105 62 211,02Cm

η3 = 1,05 69 % 102 64 211,44Cm

mise à éch. 81 % 66 43 139,53Cm

SR1 incond. η3 = ∞ 31 % 65 65 176,15Cm

η3 = 1,05 86 % 62 62 168,02Cm

mise à éch. 83 % 41 41 111,11Cm

BFGS cond. η3 = ∞ 78 % 52 39 118,69Cm

η3 = 1,05 78 % 50 40 118,40Cm

mise à éch. 86 % 34 28 81,88Cm

BFGS incond. η3 = ∞ 80 % 38 38 102,98Cm

η3 = 1,05 78 % 38 38 102,98Cm

mise à éch. 88 % 29 29 78,59Cm

GN η3 = ∞ 67 % 11 10 120,80Cm

η3 = 1,05 70 % 12 11 132,96Cm

mise à éch. 72 % 12 11 132,96Cm

M1QN3 48 % 56 56 151,76Cm

la mise à jour (4.38), on constate que rien ne suggère l’introduction du paramètre
η3 (formellement, on peut considérer que sa valeur est infinie). Pour quelle raison
a-t’il dès lors été introduit ? Cette question est traitée endétail au chapitre 7. Nous
pouvons néanmoins d’ores et déjà, grâce au tableau 6.7, constater que l’utilisation
deη3 = 1,05 diminue le coût global et augmente la robustesse7.

Du tableau 6.7, plusieurs conclusions peuvent être tirées.
– M1QN3, une méthode BFGS avec recherche linéaire, est plus coûteuse que

les versions BFGS de l’approche par régions de confiance. La globalisation
par régions de confiance apparaît donc, dans ce cas test, plusefficace que
l’approche par recherche linéaire.

– Les performances d’une actualisation de type BFGS sont manifestement

7Bien queTrust n’ait pas pour vocation d’atteindre le minimum global, nousmesurerons la
robustesse en définissant letaux de réussitecomme le rapport entre le nombre d’optimisations
menant à l’optimum global connu et le nombre total d’optimisations tentées (64).
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supérieures à celles d’une actualisation de type SR1 qui bénéficie pourtant
de propriétés théoriques de convergence plus fortes (voir tableau 6.2). Ce
n’est pas surprenant : la mise à jour BFGS est généralement considérée
dans la littérature comme la meilleure mise à jour.

– le coût deTrust-GN n’est pas un aussi désastreux que celui que le tableau 6.5
laissait augurer, ce qui justifiea posterioril’utilisation de plusieurs points de
départ. Malgré le nombre réduit d’itérations, cette version n’est cependant
jamais la meilleure aussitôt que le coût numérique global est pris en compte.

– Les deux versions inconditionnelles qui utilisent l’information issue des ité-
rations infructueuses sont plus efficaces que leurs homologues condition-
nelles. L’algorithme est plus efficace quand il apprend de ses erreurs.

– Trust-SR1 inconditionnelle est la méthode la plus robuste avec un tauxde
réussite de l’ordre de 86% pour un coût de l’ordre de 168,02Cm. Cette ver-
sion est donc bien plus robuste queM1QN3 (48%) pour un coût légèrement
supérieur (151,76Cm pourM1QN3).

– La méthode la moins coûteuse estTrust-BFGS inconditionnelle avec un
ordre de grandeur de 102,98Cm pour une robustesse appréciable de 78%
qui la place loin devantM1QN3.

Le tableau 6.7 présente également les résultats obtenus avec une version mise
à échelle deTrust. Les valeurs et variations caractéristiques utilisées sont celles
du tableau 6.6. Comme on pouvait s’y attendre, les versions mises à échelle sont
généralement plus robustes et moins coûteuses que leurs homologues non norma-
lisées. Notons queTrust-BFGS inconditionnelle est sans rivale tant du point de
vue de la robustesse que du coût global lorsqu’une mise à échelle adéquate est
effectuée.

6.4 Conclusion.

Dans le cadre de ce travail, l’algorithme« Trust » a été implémenté dans une
routine FORTRAN. Il s’agit d’une méthode utilisant une globalisation par régions
de confiance et des approximations locales quadratiques. Différentes versions de
type quasi-Newton sont disponibles ainsi qu’une version Gauss-Newton.

L’implémentation est développée en détail : approximations locales, résolution
du problème local, critères de convergence, mise à jour du rayon de confiance, cal-
cul du rapportρ(k), mise à échelle, contraintes de bornes et critère d’arrêt. Le mode
d’emploi pratique de la sous-routine écrite enFORTRAN est donné en annexe A.

Enfin, l’algorithme est utilisé pour résoudre un problème d’identification pa-
ramétrique d’un système dynamique : le modèle de Lotka–Volterra. Les quelques
simulations montrent que la routineTrust est compétitive par rapport à la rou-
tine M1QN3 de Gilbert et Lemaréchal [40]. L’approche utilisant une mise à jour
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BFGS inconditionnelle de l’approximation de la matrice hessienne s’avère être la
plus performante, aussi bien du point de vue de la robustesseque de la vitesse
de convergence. Le chapitre suivant montre toutefois l’influence importante de la
mise à jour du rayon de confiance sur cette conclusion.
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Chapitre 7

La mise à jour du rayon de confiance

Dans les algorithmes d’optimisation par régions de confiance, le rapportρ(k)

défini par (2.29) fournit une mesure de la fidélité de l’approximation localem(k)

à la véritable fonction objectiff dans le voisinage de l’itéré courant. Il est dès
lors utilisé pour mettre à jour le rayon de confiance∆(k) d’une itération à l’autre.
Pour rappel, les règles empiriques habituelles pour cette mise à jour peuvent être
résumées par (voir, par exemple, Gouldet al. [44])

∆(k+1) =






α1∆(k) si ρ(k) < η1,

∆(k) si η1 ≤ ρ(k) < η2,

α2∆(k) si ρ(k) ≥ η2

(7.1)

où α1, α2, η1 andη2 sont des constantes prédéfinies telles que

0 < η1 ≤ η2 < 1 et α1 < 1 < α2. (7.2)

En d’autres mots, le rayon de confiance est réduit après une itérationinfructueuse
(i.e. ρ(k) < η1) et maintenu constant ou augmenté après une itérationréussie(i.e.
ρ(k) ≥ η1).

La stratégie de mise à jour définie par (7.1) est susceptible d’avoir une forte
influence sur les performances de l’algorithme. D’une part,les itérés successifs
restent proches l’un de l’autre et l’algorithme converge lentement si le rayon de
confiance est trop petit. Mais, d’autre part, l’algorithme peut engendrer un grand
nombre d’itérations infructueuses si la région de confianceest trop vaste. Ce sujet
— critique du point de vue de l’efficacité de l’algorithme — a été relativement peu
traité jusqu’à présent. Diverses valeurs pour les paramètres (7.2) ont été utilisées
par différents auteurs (e.g.Dennis et Mei [23], Gouldet al. [45]) mais la formule
générale (7.1) est rarement mise en cause. Hei [50] généralise (7.1) pour permettre
une dépendance continue du rayon de confiance par rapport àρ(k). Byrdet al.[12]
suggèrent plusieurs subtilités algorithmiques quandρ(k) < 0, i.e. quand le rayon

127
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est trop grand ou quand l’approximation locale est si mauvaise qu’une mesure
drastique doit être prise (voir la section 7.3 pour plus de détails).

Dans ce chapitre, nous introduisons une modification de (7.1) qui est d’ap-
plication lorsqueρ(k) est beaucoup plus grand que l’unité et montrons que, sur un
sous-ensemble des problèmes de la collectionCUTEr (voir Gouldet al.[47]), cette
modification apporte une amélioration aux performances de l’algorithme. Une gé-
néralisation de cette nouvelle stratégie de mise à jour est également développée
selon la méthode suivie par Hei [50]. Les travaux exposés dans ce chapitre font
l’objet d’une publication (Walmag et Delhez [100]).

7.1 Les itérations trop réussies.

Les itérations de la troisième catégorie définie par (7.1) sont appelées les ité-
ration très réussiesparce qu’elles fournissent des diminutions importantes dela
fonction objectif, atteignant au moins les réductions espérées par la minimisation
de l’approximation localem(k). Comme le suggère (7.1), l’approche habituelle
dans un tel cas est d’élargir la région de confiance. La raisonsous-jacente à cette
augmentation de∆(k) est intuitive : l’approximation locale semble précise dans
une grande région autour de l’itéré courant et l’algorithmedevrait dès lors être
autorisé à effectuer un pas plus grand si nécessaire.

Cependant, une partie de l’histoire manque. Les itérationsdites très réussies
usurpent leur nom si la réduction obtenue pour la fonction objectif repose sur une
approximation locale imprécisem(k). C’est le cas lorsqueρ(k) est significativement
plus grand que l’unité : la réduction de la fonction objectifsemble dès lors plutôt
fortuite et le risque est grand de pécher par excès de confiance en l’approximation
localem(k). Ceci suggère l’introduction d’un nouvel ensemble d’itérations trop
réussiescaractérisées parρ(k) > η3 où η3 > 1 est une constante prédéterminée et
le remplacement de (7.1) par la formule (6.22) implémentée dansTrust

∆(k+1) =





α1∆(k) si ρ(k) < η1,
∆(k) si η1 ≤ ρ(k) < η2,
α2∆(k) si η2 ≤ ρ(k) ≤ η3,
α3∆(k) si ρ(k) > η3

(7.3)

avec
0 < η1 ≤ η2 < 1 < η3 (7.4)

et
α1 < 1 < α3 < α2. (7.5)

Notons que la stratégie habituelle de mise à jour (7.1) s’avère être un cas particu-
lier de la nouvelle stratégie (7.3) oùη3 = +∞.
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D’après (7.3), l’accroissement maximum du rayon de confiance se produit
lorsqueρ(k) est proche de l’unité,i.e. lorsque la fonctionm(k) fournit une ap-
proximation localeprécisede la fonction objectif. Dans le cas d’une itération trop
réussie, la réduction de la fonction objectif obtenue à l’itérationk est significative-
ment plus importante que celle attendue par la minimisationde l’approximation
localem(k). Bien que cette itération permette à l’algorithme de progresser vers
un optimum, il n’y a aucune raison de croire que l’itération suivante sera aussi
« chanceuse» puisquem(k+1) sera probablement tout aussi imprécis quem(k). Il
paraît donc plus prudent d’éviter d’accroître trop rapidement la taille de la région
de confiance et de choisirα3 < α2.

Nous pourrions conclure que la région de confiance doit être rétrécie après
une itération trop réussie. Nous choisirons néanmoinsα3 > 1 — mais proche de
l’unité — pour être conforme à la forme générale de la stratégie de mise à jour
(4.38),i.e.

∆(k+1) ∈





[ γ1∆(k) , γ2∆(k) ] if ρ(k) < η1,
[ γ2∆(k) , ∆(k) ] if ρ(k) ∈ [η1 , η2[,
[ γ3∆(k) , γ4∆(k) ] if ρ(k) ≥ η2.

(7.6)

déterminée par les constantes réellesη1, η2, γ1, γ2, γ3, etγ4 telles que

0 < η1 ≤ η2 < 1 et 0< γ1 ≤ γ2 < 1 < γ3 ≤ γ4. (7.7)

Bien entendu, la stratégie modifiée (7.3) satisfait aux hypothèses du chapitre 4.
Les propriétés générales de convergence globale des algorithmes d’optimisation
par régions de confiance sont donc d’application.

7.2 Rayon de confiance auto-adaptatif.

Le concept des itérations trop réussies peut aussi être utilisé dans le cadre des
algorithmes au rayon de confiance auto-adaptatif introduits par Hei [50]. L’idée
présentée par cet auteur est simplement de faire varier le rayon de confiance∆(k+1)

plus ou moins continûment avec le rapportρ(k) suivant

∆(k+1) = R(ρ(k)) ∆(k) (7.8)

oùRest une fonction telle que les conditions de convergence (7.6) sont satisfaites.
Évidemment, la stratégie habituelle (7.1) est un cas particulier de (7.8) correspon-
dant à une fonction étagéeR1 (figure 7.1, en haut à gauche). Hei [50] suggère
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d’utiliser des fonctionsR non décroissantes telles que

R2(ρ(k)) =






α1 si ρ(k) ≤ 0,

α1+(1−α1)
(

ρ(k)

η2

)2
si 0< ρ(k) < η2,

α3+(α2−α3)exp

{
−
(

ρ(k)−1
η2−1

)2
}

si η2 ≤ ρ(k) < 1,

2α2−α2exp(1−ρ(k)) si ρ(k) ≥ 1,

(7.9)

oùα1 < 1 < α3 < α2 etη2 < 1 sont des constantes appropriées (figure 7.1, en bas
à gauche). Cette fonctionR2 est qualitativement similaire à la stratégie initialeR1

puisqu’elle élargit la région de confiance pour les itérations trop réussies.
Pour généraliser la stratégie modifiée (7.3), nous définissons les fonctionsΛ

comme les fonctions unidimensionnellesΛ(t) définies dansR telles que

1. Λ(t) est non décroissante dans]−∞,1] et non croissante dans[1,+∞[ ;

2. lim
t→−∞

Λ(t) = α1 ;

3. lim
t→η−

2

Λ(t) = 1 ;

4. Λ(η2) > α3 > 1 ;

5. Λ(1) = α2 ;

6. lim
t→+∞

Λ(t) = α3

où les constantesα1, α2, α3 satisfont à la condition (7.5) etη2 est le seuil habituel
utilisé dans la définition des itérations très réussies. La stratégie de mise à jour

∆(k+1) = Λ(ρ(k)) ∆(k) (7.10)

est donc un cas particulier de (7.6) avecγ1 = α1, γ3 = α3, γ4 = α2 etγ2 = Λ(η1) de
sorte que les propriétés de convergence sont toujours valables. La stratégie modi-
fiée (7.3) peut être décrite par une fonction étagéeΛ1 (figure 7.1, en haut à droite)
de la forme (7.10). Comme généralisation de (7.9), nous proposons d’utiliser la
fonctionΛ définie par

Λ2(ρ(k)) =






α1 si ρ(k) ≤ 0,

α1+(1−α1)
(

ρ(k)

η2

)2
si 0< ρ(k) < η2,

α3+(α2−α3)exp

{
−
(

ρ(k)−1
η2−1

)2
}

si ρ(k) ≥ η2.

(7.11)

Cette fonctionΛ2 est qualitativement similaire à la stratégie de mise à jourΛ1

puisqu’elle autorise un élargissement franc de la région deconfiance uniquement
si ρ(k) est proche de un (figure 7.1, en bas à droite).
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FIG. 7.1 – Rayons de confiance auto-adaptatifs utilisés dans les expériences numé-
riques.
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7.3 Raffinements.

Quelques raffinements pour la mise à jour du rayon de confianceont été in-
troduits dans la littérature spécialisée (voir [20]). Ceux-ci s’avèrent souvent être
des astuces empiriques introduites pour augmenter l’efficacité du calcul. Aucune
de ces astuces ne semble similaire aux itérations« trop réussies» introduites par
Walmag et Delhez [100].

La première règle commode est assez naturelle dès que nous sortons d’un
cadre théorique vers l’implémentation numérique : un rayonde confiance maxi-
mum ∆max est simplement introduit pour éviter les régions de confiance trop
grandes.

Un autre raffinement utile est de baser la mise à jour du rayon de confiance sur
la longueur du pass(k). Par exemple, Connet al. [20] ont proposé la règle

∆(k+1) =





max(α2‖s(k)‖,∆(k)) if ρ(k) ≥ η2,

∆(k) if ρ(k) ∈ [η1,η2[,

α1‖s(k)‖ if ρ(k) ∈ [0,η1[,

min[α1‖s(k)‖,max(γ1,γ
(k)
bad)∆(k)] if ρ(k) < 0,

(7.12)

où γ1 est une constante donnée et

γ(k)
bad=

(1−η2)s(k)T∇x f (x(k))

(1−η2)[ f (x(k))+s(k)T∇x f (x(k))]+η2m(k)(x̃(k))− f (x̃(k))
. (7.13)

Ces règles peuvent naturellement être appliquées même si les itérations« trop
réussies» sont introduites. Cependant, dans un but de clarté de l’exposé, celles-ci
n’ont pas été implémentées dans les expériences numériquesqui suivent.

7.4 Expériences numériques.

Les idées introduites dans les section 7.1 et 7.2 sont d’abord illustrées sur une
variante de la très classique fonction — dite« banane» — de Rosenbrock puis
sur quelques problèmes de l’ensemble de problèmes-testCUTEr [5]. Les algo-
rithmes utilisés sont les versionsinconditionnellesde Trust-BFGS et Trust-SR1
(voir section 6.1 pour plus de détails).

7.4.1 Fonction banane de Rosenbrock.

Un premier test des idées développées dans les sections précédentes peut être
effectué sur un problème bien connu : la minimisation de la fonction de Rosen-
brock (voir Fletcher [31]) ou, plus exactement, sur une variante logarithmique de
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celle-ci

f (x1,x2) = ln
[
1+10000(x2−x2

1)
2+(1−x1)

2] . (7.14)

Cette fonction présente une vallée courbe et profonde le long de la parabole
x2 = x2

1 et son minimum se situe en(x1,x2) = (1,1). La figure 7.2 nous montre
l’évolution de la fonction objectif avec les algorithmesTrust-SR1 et Trust-BFGS
associés aux quatre stratégies de mise à jourR1, R2, Λ1 et Λ2 tandis que les
nombres d’itérations requises pour atteindre la convergence sont listés dans le
tableau 7.1. Dans un soucis de complétude, nous montrons également le compor-
tement d’une version de Newton utilisant la véritable matrice hessienne.

Aussi bien avec la version Newton qu’avec les versions SR1 etBFGS de
l’algorithme, les fonctionsΛ se révèlent plus efficaces que les fonctionsR. Les
modifications algorithmiques suggérées diminuent le nombre d’itérations et, par
conséquent, le nombre d’évaluations de la fonction objectif sans aucun calcul sup-
plémentaire. Nous constatons également que la proportion d’itérations réussies est
plus grande pour les fonctionsΛ.

Le plus petit nombre d’itérations observé avec les fonctions Λ résulte de la
combinaison de deux effets. Le premier est une réduction du nombre d’itérations
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TAB . 7.1 – Nombre d’itérations pour le problème de Rosenbrock logarithmique.
Entre parenthèses : le nombre d’itérations réussies.

Trust-SR1 Trust-BFGS Trust-Newton
incond. incond.

R1 388 (211) 317 (176) 72 (46)
R2 312 (153) 506 (260) 74 (46)
Λ1 195 (152) 96 (87) 55 (48)
Λ2 203 (164) 94 (86) 56 (49)

induite par la nature conservative de la stratégie de mise à jour ; l’algorithme est
ainsi empêché de perdre du temps avec des pas trop grands qui produisent des
itérations infructueuses. Le deuxième effet est lié aux mises à jour de la ma-
trice hessienne (inexistante pourTrust-Newton). Les nombreuses itérations infruc-
tueuses des versions de l’algorithme utilisant des fonctionsRproduisent de grands
pass(k) et des mises à jour imprécises de la matrice hessienne. Au contraire, les
fonctionsΛ donnent des pass(k) plus courts, et dès lors une mise à jour de type
quasi-Newton plus précise, quand l’approximation localem(k)(x) approche trop
grossièrement la fonction objectiff (x).

7.4.2 Performances sur un ensemble de problèmes-tests.

Une comparaison systématique entre les différentes stratégies de mise à jour
du rayon de confiance est effectuée pour 70 problèmes de l’ensemble de testCU-
TEr (voir Bongartzet al.[5] et Gouldet al.[47]). Les problèmes sélectionnés sont
tous ceux de petite taille (n≤ 100) pour lesquels les dérivées premières sont dis-
ponibles ; ils sont répertoriés dans le tableau 7.2. Les résultats sont analysés avec
les profils de performanceproposés par Dolan et Moré [24]. Des profils séparés
sont calculés pour les mises à jour SR1 et BFGS.

Pour chacune des deux mises à jour SR1 et BFGS, nous définissons l’ensemble
des problèmesP constitué denp(= 70) problèmes et l’ensemble des solveursS
constitué des quatre solveurs implémentés avec les différentes stratégies de mise à
jour pour le rayon de confiance (R1, R2, Λ1 etΛ2). Pour chaque problèmep∈ P et
chaque solveurs∈ S , nous évaluons le nombre d’itérationsNp,s nécessaires pour
résoudre le problèmep avec le solveurs. Un rapport de performance

rp,s =
Np,s

min{Np,s : s∈ S } , (7.15)

est alors construit en comparant le nombre d’itérations pour résoudre le problème
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TAB . 7.2 – Noms et tailles des problèmes deCUTEr sélectionnés. Il s’agit des pro-
blèmes de petite taille (n ≤ 100), différentiables et pour lesquels les dérivées pre-
mières sont disponibles.

Nom n Nom n Nom n Nom n

3PK 30 DENSCHNF 2 HYDC20LS 99 PFIT1LS 3
AKIVA 2 DJTL 2 JENSMP 2 PFIT2LS 3
ALLINITU 4 ENGVAL2 3 KOWOSB 4 PFIT3LS 3
BARD 3 EXPFIT 2 LOGHAIRY 2 PFIT4LS 3
BEALE 2 GROWTHLS 3 MARATOSB 2 ROSENBR 2
BIGGS6 6 GULF 3 MEXHAT 2 S308 2
BOX3 3 HAIRY 2 MEYER3 3 SINEVAL 2
BRKMCC 2 HATFLDD 3 OSBORNEA 5 SISSER 2
BROWNBS 2 HATFLDE 3 OSBORNEB 11 SNAIL 2
BROWNDEN 4 HEART6LS 6 PALMER1C 8 STRATEC 10
CLIFF 2 HEART8LS 8 PALMER1D 7 TOINTGOR 50
CUBE 2 HELIX 3 PALMER2C 8 TOINTPSP 50
DECONVU 61 HIELOW 3 PALMER3C 8 TOINTQOR 50
DENSCHNA 2 HIMMELBB 2 PALMER4C 8 VIBRBEAM 8
DENSCHNB 2 HIMMELBF 4 PALMER5C 6 YFITU 3
DENSCHNC 2 HIMMELBG 2 PALMER6C 8 ZANGWIL2 2
DENSCHND 3 HIMMELBH 2 PALMER7C 8
DENSCHNE 3 HUMPS 2 PALMER8C 8
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p avec le solveurset les meilleures performances obtenues sur ce problème parun
des solveurs deS . Une rapport de performance arbitrairement grand (rM = 100) est
affecté au solveurs si celui-ci s’avère incapable de résoudre un problème donné.
Nous définissons leprofil de performanced’un solveurs comme la distribution
cumulée du rapport de performance

Ps(τ) =
1
np

|Js(τ)| (7.16)

où Js(τ) =
{

p∈ P : rp,s≤ τ
}

. La notation|A | indique le cardinal de l’ensemble
A . Avec cette définition, la valeurPs(1) est la probabilité que le solveurs l’em-
porte sur les autres solveurs et peut dès lors être utilisée pour comparer les vitesses
moyennes des algorithmes. La valeur de la limite

P∗
s = lim

τ→r−M
Ps(τ)

est la probabilité pour le solveurs de résoudre un problème et peut dès lors être
utilisée pour comparer la robustesse des algorithmes. Ces valeurs sont données au
tableau 7.3.

TAB . 7.3 – Vitesse et robustesse des algorithmes pour différentes mises à jour du
rayon de confiance.

Trust-SR1 incond. Trust-BFGS incond.
Ps(1) P∗

s Ps(1) P∗
s

R1 0,30 0,74 0,43 0,83
R2 0,46 0,80 0,36 0,84
Λ1 0,54 0,94 0,53 0,96
Λ2 0,50 0,96 0,46 0,93

De manière générale, les variantes utilisant les fonctionsΛ sont substantielle-
ment plus performantes que celles basées sur les habituelles fonctionsR, tant du
point de vue de l’efficacité que du point de vue de la robustesse (voir tableaux 7.4
et 7.5). Cette plus grande efficacité des versionsΛ est clairement démontrée par
les tracés des profils de performance complets (figure 7.3) : les courbes corres-
pondant aux fonctionsΛ se situent sous les versions utilisant les fonctionsRpour
toutes les valeurs deτ.
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FIG. 7.3 – Profils de performance des différentes versions de l’algorithme pour
70 problèmes de la collectionCUTEr. Les expériences numériques utilisent les va-
leurs du tableau 6.1, un rayon de confiance initial∆(0) = 1 et un critère d’arrêt
‖∇x f (x(k))‖/‖∇x f (x(0))‖ ≤ 10−6. Les deux figures du bas sont des zooms des deux
figures du haut.
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TAB . 7.4 – Résultats détaillés pour Trust-SR1 avec mise à jour quasi-Newton in-
conditionnelle. Nombre d’itérations pour chacun des problèmes sélectionnés. Entre
parenthèses : nombre d’itérations réussies. Le symbole« − » signifie que le point
de test ˜x(k) produit un dépassement de valeur pour la fonction objectif ou pour son
gradient. Le symbole« ∗∗ » signifie que le nombre d’itérations dépasse 10.000. Une
étoile en exposant signifie que la convergence se fait vers unautre minimum local
avec une valeur plus grande de la fonction objectif.

Nom R1 R2 Λ1 Λ2

3PK 66 (50) 71 (49) 68 (50) 67 (46)
AKIVA 20 (13) 19 (12) 15 (11) 15 (11)
ALLINITU 10 (9) 14 (11) 10 (9) 12 (10)
BARD 19 (14) 13 (13) 16 (14) 12 (12)
BEALE 26 (19) 17 (15) 17 (15) 17 (16)
BIGGS6 − 57 (38) 46 (38) 44 (39)
BOX3 9 (9) 18 (11) 9 (9) 14 (12)
BRKMCC 5 (4) 5 (4) 5 (4) 5 (4)
BROWNBS 50 (40) 50 (41) 43 (37) 49 (44)
BROWNDEN 24 (21) 25 (21) 19 (18) 23 (21)
CLIFF 1 (1) 1 (1) 1 (1) 1 (1)
CUBE ∗∗ ∗∗ 58 (42) 58 (51)
DECONVU 62 (42) 68 (50) 63 (43) 71 (58)
DENSCHNA 9 (9) 9 (9) 9 (9) 9 (9)
DENSCHNB 11 (10) 10 (10) 10 (10) 10 (10)
DENSCHNC 14 (14) 13 (12) 14 (14) 13 (12)
DENSCHND 23 (23) 22 (22) 28 (26) 23 (23)
DENSCHNE − ∗∗ 22 (21) 30 (29)
DENSCHNF 9 (9) 11 (10) 9 (9) 10 (9)
DJTL 5369 (2695) ∗∗ 256 (171) ∗∗
ENGVAL2 53 (40) ∗∗ 33 (28) 32 (27)
EXPFIT ∗∗ ∗∗ 21 (16) 16 (14)
GROWTHLS 29∗ (19∗) − 51 (37) 46 (39)
GULF 63 (41) − 43 (37) 53 (45)
HAIRY 44 (30) 52 (34) 56 (50) 206 (194)
HATFLDD 24 (20) ∗∗ 27 (22) 28 (26)
HATFLDE 18 (15) 32 (23) 13 (10) 26 (21)
HEART6LS ∗∗ ∗∗ ∗∗ 5070 (4059)
HEART8LS ∗∗ ∗∗ ∗∗ 1492 (1196)
HELIX 35 (26) 80 (49) 34 (26) 27 (23)
HIELOW 15 (11) 16 (12) 20 (16) 17 (13)
HIMMELBB 3 (3) 3 (3) 3 (3) 3 (3)
HIMMELBF 20 (18) 36 (26) 35 (27) 28 (26)

suite à la page suivante . . .
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TAB . 7.4 – (suite du tableau)

. . . suite de la page précédente

Nom R1 R2 Λ1 Λ2

HIMMELBG 11 (8) 12 (9) 10 (7) 9 (7)
HIMMELBH 7 (7) 7 (7) 7 (7) 7 (7)
HUMPS 221 (138) 178 (118) 138 (108) 307 (266)
HYDC20LS 228 (166) 160 (131) 209 (165) 158 (136)
JENSMP ∗∗ ∗∗ 38 (31) 33 (29)
KOWOSB 83 (49) ∗∗ 31 (26) 31 (22)
LOGHAIRY 276 (187) 1267 (912) ∗∗ ∗∗
MARATOSB 9 (7) 8 (6) 9 (7) 8 (6)
MEXHAT 19 (17) 19 (17) 19 (17) 19 (17)
MEYER3 33∗ (21∗) 35∗ (24∗) 38 (32) 40 (32)
OSBORNEA − − − −
OSBORNEB 62 (41) 81 (57) 80 (61) 78 (61)
PALMER1C 7 (7) 7 (7) 7 (7) 7 (7)
PALMER1D 8 (8) 9 (9) 8 (8) 9 (9)
PALMER2C 7 (7) 7 (7) 7 (7) 7 (7)
PALMER3C 7 (7) 7 (7) 7 (7) 7 (7)
PALMER4C 7 (7) 7 (7) 7 (7) 7 (7)
PALMER5C 7 (7) 7 (7) 7 (7) 7 (7)
PALMER6C 8 (8) 9 (9) 8 (8) 9 (9)
PALMER7C 5 (5) 6 (6) 5 (5) 6 (6)
PALMER8C 6 (6) 7 (7) 7 (7) 7 (7)
PFIT1LS − − 651 (516) 255 (209)
PFIT2LS − − 198 (155) 48 (40)
PFIT3LS − − 515 (408) 502 (406)
PFIT4LS − − 816 (622) 755 (590)
ROSENBR 1399 (706) ∗∗ 43 (33) 59 (49)
S308 11 (11) 10 (10) 11 (11) 12 (12)
SINEVAL 3613 (1814) 535 (246) 141 (108) 159 (129)
SISSER 9 (9) 9 (9) 9 (9) 9 (9)
SNAIL 185 (98) 45 (26) 177 (149) 191 (173)
STRATEC ∗∗ 91 (59) 87 (63) 75 (58)
TOINTGOR 45 (32) 48 (40) 46 (35) 49 (41)
TOINTPSP 86 (49) 75 (46) 62 (44) 49 (37)
TOINTQOR 25 (24) 25 (22) 25 (24) 25 (22)
VIBRBEAM 72 (33) 110 (68) 58 (29) 55 (31)
YFITU ∗∗ 860 (433) 163 (122) 194 (150)
ZANGWIL2 2 (2) 2 (2) 2 (2) 2 (2)

fin du tableau
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TAB . 7.5 – Résultats détaillés pour Trust-BFGS avec mise à jour quasi-Newton in-
conditionnelle. Nombre d’itérations pour chacun des problèmes sélectionnés. Entre
parenthèses : nombre d’itérations réussies. Le symbole« − » signifie que le point
de test ˜x(k) produit un dépassement de valeur pour la fonction objectif ou pour son
gradient. Le symbole« ∗∗ » signifie que le nombre d’itérations dépasse 10.000. Une
étoile en exposant signifie que la convergence se fait vers unautre minimum local
avec une valeur plus grande de la fonction objectif.

Nom R1 R2 Λ1 Λ2

3PK 154 (117) 116 (96) 183 (157) 117 (99)
AKIVA 18 (11) 18 (11) 16 (12) 13 (9)
ALLINITU 11 (10) 10 (9) 11 (10) 10 (9)
BARD 16 (15) 16 (16) 16 (15) 16 (16)
BEALE 13 (13) 16 (16) 13 (13) 13 (13)
BIGGS6 41 (38) 42 (38) 38 (36) 41 (40)
BOX3 9 (9) 15 (15) 9 (9) 15 (15)
BRKMCC 6 (5) 6 (5) 6 (5) 6 (5)
BROWNBS 35 (34) 52 (45) 35 (34) 42 (38)
BROWNDEN 24 (19) 24 (19) 23 (19) 24 (20)
CLIFF 1 (1) 1 (1) 1 (1) 1 (1)
CUBE ∗∗ 67 (59) 49 (44) 39 (36)
DECONVU 100 (81) 105 (103) 101 (80) 102 (99)
DENSCHNA 9 (9) 9 (9) 9 (9) 9 (9)
DENSCHNB 9 (9) 9 (9) 9 (9) 9 (9)
DENSCHNC 13 (13) 14 (14) 13 (13) 14 (14)
DENSCHND 15 (14) 21 (20) 20 (19) 25 (24)
DENSCHNE − − 34 (33) 37 (35)
DENSCHNF 8 (8) 8 (8) 8 (8) 8 (8)
DJTL ∗∗ ∗∗ ∗∗ ∗∗
ENGVAL2 33 (29) 31 (28) 29 (26) 27 (25)
EXPFIT 17 (16) 16 (14) 17 (15) 15 (14)
GROWTHLS − − 196 (172) 48 (46)
GULF ∗∗ 23 (17) 51 (40) 51 (44)
HAIRY 52 (34) 70 (45) 99 (87) 160 (150)
HATFLDD 22 (21) 23 (23) 22 (21) 25 (25)
HATFLDE 29 (27) 21 (21) 29 (27) 22 (22)
HEART6LS ∗∗ ∗∗ 1634 (1457) ∗∗
HEART8LS ∗∗ ∗∗ 876 (801) 346 (324)
HELIX 21 (18) 24 (23) 22 (20) 26 (24)
HIELOW 20 (15) 17 (13) 19 (14) 18 (14)
HIMMELBB 3 (3) 3 (3) 3 (3) 3 (3)
HIMMELBF 34 (33) 36 (35) 35 (34) 32 (31)

suite à la page suivante . . .
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TAB . 7.5 – (suite du tableau)

. . . suite de la page précédente

Nom R1 R2 Λ1 Λ2

HIMMELBG 11 (9) 11 (9) 9 (7) 9 (7)
HIMMELBH 8 (7) 8 (7) 8 (7) 8 (7)
HUMPS 428 (262) 258 (157) 122 (90) 7496 (7441)
HYDC20LS 347 (286) 369 (341) 347 (286) 369 (341)
JENSMP ∗∗ − 45 (39) 36 (32)
KOWOSB 30 (28) 30 (28) 30 (28) 33 (32)
LOGHAIRY 449 (300) 491 (331) ∗∗ ∗∗
MARATOSB 27 (20) 19 (12) 27 (20) 14 (8)
MEXHAT 14 (12) 14 (12) 14 (12) 14 (12)
MEYER3 83∗ (66∗) 66∗ (57∗) 415 (387) 394 (386)
OSBORNEA − − − −
OSBORNEB 62 (53) 63 (58) 61 (54) 57 (53)
PALMER1C 20 (17) 32 (29) 20 (17) 32 (29)
PALMER1D 20 (19) 21 (19) 19 (18) 22 (20)
PALMER2C 16 (15) 15 (14) 16 (15) 15 (14)
PALMER3C 16 (15) 27 (26) 15 (14) 27 (26)
PALMER4C 12 (11) 19 (18) 12 (11) 18 (17)
PALMER5C 18 (13) 20 (17) 18 (13) 20 (17)
PALMER6C 18 (17) 12 (11) 18 (17) 12 (11)
PALMER7C 15 (14) 11 (10) 14 (13) 11 (10)
PALMER8C 17 (16) 19 (18) 16 (15) 19 (18)
PFIT1LS − − 449 (402) 27 (23)
PFIT2LS 154 (124) − 357 (326) ∗∗
PFIT3LS − − 921 (846) 332 (315)
PFIT4LS − − 470 (432) 522 (498)
ROSENBR 118 (68) 40 (35) 35 (31) 35 (31)
S308 13 (13) 13 (13) 13 (13) 16 (14)
SINEVAL 187 (128) 195 (124) 89 (76) 87 (80)
SISSER 9 (9) 9 (9) 9 (9) 9 (9)
SNAIL 632 (328) 343 (186) 98 (92) 103 (98)
STRATEC 72 (63) 80 (71) 72 (63) 79 (71)
TOINTGOR 75 (61) 76 (73) 75 (61) 76 (74)
TOINTPSP 62 (44) 60 (50) 62 (44) 62 (51)
TOINTQOR 47 (29) 42 (40) 47 (29) 42 (40)
VIBRBEAM 112 (81) 68 (50) 70 (52) 91 (71)
YFITU 89 (75) 107 (82) 76 (67) 80 (72)
ZANGWIL2 2 (2) 2 (2) 2 (2) 2 (2)

fin du tableau
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7.5 Interaction avec la stratégie de mise à jour de
type quasi-Newton.

Comme mentionné plus haut dans l’analyse du problème de Rosenbrock (sec-
tion 7.4.1), il y a une nette interaction entre la stratégie de mise à jour de la matrice
hessienne et la stratégie de mise à jour du rayon de la région de confiance. Les ré-
sultats obtenus dans les expériences numériques de la section précédente utilisent
une mise à jour de type quasi-Newton inconditionnelle,i.e. l’approximation de
la matrice hessienne est mise à jour à chaque itération, que celle-ci soit réussie
ou non. Une telle stratégie de mise à jour trouve sa justification dans l’espoir
d’améliorer la convergence en utilisant toute l’information disponible aux points
de test successifs. Cependant, cette approche dégrade les performances de l’al-
gorithme dans le cas de grands pas de progression qui causentune« pollution»

de la matrice hessienne avec des mises à jour de piètre qualité qui sont difficiles
à compenser. C’est particulièrement vrai lorsque le rayon de confiance initial est
bien trop grand pour le problème envisagé. Grâce à leur nature conservative, les
fonctionsΛ génèrent moins facilement de tels pas de progression trop grands et
rendent dès lors moins probable la pollution de la matrice hessienne.

7.5.1 La règle empirique de Byrdet al.

Des solutions empiriques ont été proposées pour empêcher ces mises à jour
quasi-Newton imprécises dues à de trop grands pas de progression. Byrdet al.[12]
suggèrent de ne pas effectuer la mise à jour pour les itérations où la variation def
est trop grande,i.e.quand

f (x(k) +s(k))− f (x(k)) > 0,5
[

f (x(0))− f (x(k))
]
. (7.17)

Implémenter cette condition (7.17) avec les fonctionsRn’apporte aucune amélio-
ration dans le problème de Rosenbrock : la décroissance de lafonction objectif
à la première itération est tellement importante que (7.17)n’est jamais activée.
Cette règle empirique est très sensible à la valeur initialede la fonction objectif
f (x(0)). Telle qu’utilisée par Byrdet al. [12], (7.17) transforme la première ité-
ration en une recherche linéaire (arrière) le long de la direction de plus grande
pente. En effet, démarrant avec une matrice identité comme estimation initiale de
la matrice hessienne, les points de tests générés subséquemment restent le long
de la direction de plus grande pente tant qu’aucune mise à jour de la matriceH(k)

n’est effectuée.
Si nous utilisonsf (x(1)) en lieu et place def (x(0)) dans (7.17) dans le cadre

du problème de Rosenbrock, la mise à jour de la matrice hessienne n’est pas ef-
fectuée de la deuxième itération jusqu’à la huitième et la convergence est obtenue
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après 345 itérations avec l’algorithmeTrust-BFGS-R2 (contre 506 sans utiliser la
règle (7.17)cf. tableau 7.1). Bien que la vitesse de convergence soit considéra-
blement améliorée, les effets positifs disparaissent après la huitième itération : les
diminutions de la fonction objectiff (x(1))− f (x(k)) sont trop grandes pour encore
activer (7.17) avant l’arrêt de l’algorithme.

L’introduction des fonctionsΛ a essentiellement le même objectif que la règle
empirique (7.17) mais y parvient de façon plus efficace. Pourle problème de Ro-
senbrock, la condition (7.17) n’est jamais activée lorsquedes fonctionsΛ sont uti-
lisées pour mettre à jour le rayon de confiance. En conséquence, la convergence
est atteinte en 94 itérations avec la fonctionΛ2. De plus, cette nouvelle stratégie de
mise à jour du rayon de confiance ne souffre pas de la même dépendance critique
par rapport au point de départx(0) que la règle (7.17).

7.5.2 Mise à jour conditionnelle de la matrice hessienne.

Une autre approche largement utilisée pour éviter les misesà jour médiocres
de l’approximation de la matrice hessienne est, tout simplement, de n’effectuer
la mise à jour que pour les itérations réussies (voir la discussion dans Byrdet
al. [12]). Cette approche, que nous nommeronsmise à jour conditionnelle, est
aisément implémentée. Comme le montrent les résultats de son application aux 70
problèmes-tests utilisés précédemment (tableau 7.6), cette stratégie de mise à jour
conditionnelle est à la fois robuste et efficace : utilisée avec les fonctionsR, elle
induit une diminution drastique du nombre d’itérations parrapport à la stratégie
inconditionnelle correspondante. De ce point de vue, elle offre une alternative aux
fonctionsΛ.

Nous pouvons maintenant combiner les différentes stratégies de mise à jour
de l’approximation de la matrice hessienne et du rayon de confiance. Les résultats
détaillés de ces combinaisons utilisant l’approcheconditionnellede la mise à jour
quasi-Newton sont listés dans le tableau 7.6 et peuvent êtrecomparés aux résultats
des tableaux 7.4 et 7.5. Pour comparer les différentes combinaisons, de nouveaux
profils de performances sont calculés séparément pour les stratégies de mise à jour
SR1 et BFGS. Pour simplifier l’analyse, seules les fonctionsétagéesR1 etΛ1 sont
considérées, en combinaison avec les approches conditionnelle et inconditionnelle
de la mise à jour quasi-Newton.

Les profils de performance (figure 7.4) confirment les meilleurs résultats des
fonctionsΛ par rapport aux fonctionsR dans le cas inconditionnel. Avec les ver-
sionsR1, l’approche conditionnelle se comporte également mieux que la stratégie
inconditionnelle, la première citée se révélant plus robuste que la seconde. Notons
cependant que la vitesse moyenne de convergence de l’approche inconditionnelle
est significativement plus importante dans le cas d’une miseà jour de type BFGS.
De ces quatre algorithmes, la combinaison de la fonctionΛ1 pour la mise à jour
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du rayon de la région de confiance et de la mise à jour quasi-Newton incondition-
nelle peut être recommandée. Bien que légèrement moins robuste que les deux
variantes conditionnelles, elle est significativement plus rapide que les trois autres
algorithmes.
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FIG. 7.4 – Profils de performance des différentes versions de l’algorithme pour
70 problèmes de la collectionCUTEr. Les expériences numériques utilisent les va-
leurs du tableau 6.1, un rayon de confiance initial∆(0) = 1 et un critère d’arrêt
‖∇x f (x(k))‖/‖∇x f (x(0))‖ ≤ 10−6. Les deux figures du bas sont des zooms des deux
figures du haut.
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TAB . 7.6 – Résultats détaillés pour l’approche conditionnelle de mise à jour du
Hessien (SR1 et BFGS) et les fonctionsR1 et Λ1 pour la mise à jour du rayon de
confiance. Nombre d’itérations pour chacun des problèmes sélectionnés. Entre pa-
renthèses : nombre d’itérations réussies. Le symbole« − » signifie que le point de
testx̃(k) produit un dépassement de valeur pour la fonction objectif ou pour son gra-
dient. Le symbole« ∗∗ » signifie que le nombre d’itérations dépasse 10.000. Une
étoile en exposant signifie que la convergence se fait vers unautre minimum local
avec une valeur plus grande de la fonction objectif.

Nom SR1-R1 SR1-Λ1 BFGS-R1 BFGS-Λ1

3PK 57 (35) 57 (35) 166 (143) 147 (123)
AKIVA 18 (10) 18 (11) 18 (10) 18 (11)
ALLINITU 12 (10) 12 (10) 14 (11) 14 (11)
BARD 14 (13) 13 (12) 17 (16) 17 (16)
BEALE 23 (15) 23 (16) 13 (13) 13 (13)
BIGGS6 57 (31) 55 (34) 50 (36) 45 (40)
BOX3 9 (9) 9 (9) 9 (9) 9 (9)
BRKMCC 5 (4) 5 (4) 6 (5) 6 (5)
BROWNBS 159 (96) 114 (72) 69 (49) 69 (48)
BROWNDEN 22 (16) 21 (18) 40 (25) 28 (21)
CLIFF 1 (1) 1 (1) 1 (1) 1 (1)
CUBE 90 (53) 96 (60) 64 (43) 45 (37)
DECONVU 171 (103) 128 (83) 124 (101) 124 (101)
DENSCHNA 9 (9) 9 (9) 9 (9) 9 (9)
DENSCHNB 11 (10) 10 (10) 9 (9) 9 (9)
DENSCHNC 14 (14) 14 (14) 13 (13) 13 (13)
DENSCHND 23 (23) 24 (22) 21 (18) 21 (20)
DENSCHNE 28 (19) 27 (22) − 34 (29)
DENSCHNF 9 (9) 9 (9) 8 (8) 8 (8)
DJTL 189 (104) 180 (98) 188 (100) 188 (100)
ENGVAL2 79 (42) 60 (38) 29 (26) 31 (27)
EXPFIT 15 (13) 15 (13) 13 (11) 13 (11)
GROWTHLS 55 (32) 70 (44) 42 (26) 161 (141)
GULF 94 (53) 242 (129) 45 (33) 46 (41)
HAIRY 79 (57) 141 (127) 102 (70) 115 (101)
HATFLDD 97 (47) 93 (47) 24 (23) 24 (23)
HATFLDE 42 (24) 35 (23) 22 (21) 22 (21)
HEART6LS 9552 (5247) ∗∗ 2518 (1589) ∗∗
HEART8LS 593 (365) 414 (276) 685 (456) 386 (323)
HELIX 27 (24) 34 (27) 34 (22) 24 (21)
HIELOW 43 (15) 23 (14) 21 (16) 21 (16)
HIMMELBB 3 (3) 3 (3) 3 (3) 3 (3)

suite à la page suivante . . .
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TAB . 7.6 – (suite du tableau)

. . . suite de la page précédente

Nom SR1-R1 SR1-Λ1 BFGS-R1 BFGS-Λ1

HIMMELBF 22 (20) 37 (29) 32 (31) 34 (33)
HIMMELBG 14 (7) 13 (7) 12 (7) 11 (7)
HIMMELBH 7 (7) 7 (7) 10 (8) 10 (8)
HUMPS 274 (170) 227 (173) 143 (90) 247 (185)
HYDC20LS 112 (91) 112 (91) 296 (237) 296 (237)
JENSMP 60 (28) 43 (31) 46 (32) 50 (39)
KOWOSB 36 (22) 60 (36) 51 (30) 38 (33)
LOGHAIRY ∗∗ ∗∗ 2027 (1360) ∗∗
MARATOSB 13 (6) 12 (6) 122 (78) 149 (125)
MEXHAT 31 (18) 27 (18) 23 (16) 23 (16)
MEYER3 222 (108) 274 (146) 124 (75) 64 (49)
OSBORNEA 36 (17) 33 (18) 88 (55) 73 (57)
OSBORNEB 142 (86) 100 (68) 73 (58) 68 (58)
PALMER1C 7 (7) 7 (7) 34 (23) 34 (23)
PALMER1D 8 (8) 8 (8) 42 (29) 42 (29)
PALMER2C 7 (7) 7 (7) 34 (22) 34 (22)
PALMER3C 7 (7) 7 (7) 39 (26) 40 (27)
PALMER4C 7 (7) 7 (7) 30 (20) 30 (20)
PALMER5C 7 (7) 7 (7) 26 (19) 26 (19)
PALMER6C 8 (8) 8 (8) 14 (13) 14 (13)
PALMER7C 5 (5) 5 (5) 19 (17) 16 (15)
PALMER8C 6 (6) 7 (7) 21 (19) 22 (20)
PFIT1LS 77 (40) 62 (35) 449 (299) 274 (246)
PFIT2LS 900 (506) 897 (532) 108 (69) 81 (66)
PFIT3LS 1246 (705) 1430 (837) 479 (300) 315 (272)
PFIT4LS 1932 (1095) 2147 (1261) 683 (432) 509 (416)
ROSENBR 70 (46) 96 (64) 52 (33) 38 (32)
S308 11 (11) 11 (11) 13 (13) 13 (13)
SINEVAL 238 (147) 268 (163) 106 (71) 76 (68)
SISSER 9 (9) 9 (9) 9 (9) 9 (9)
SNAIL 222 (148) 256 (190) 152 (96) 106 (95)
STRATEC 149 (85) 172 (103) 84 (70) 84 (69)
TOINTGOR 78 (51) 87 (56) 89 (73) 89 (73)
TOINTPSP 71 (42) 62 (41) 75 (54) 75 (54)
TOINTQOR 27 (25) 27 (25) 56 (37) 56 (37)
VIBRBEAM 134 (59) 109 (58) 125 (78) 114 (79)
YFITU 499 (262) 700 (377) 133 (85) 106 (83)
ZANGWIL2 2 (2) 2 (2) 2 (2) 2 (2)

fin du tableau
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7.5.3 Illustration : calibration d’une loi de comportement élas-
toplastique.

Cette application est un test simple dans le domaine de la mécanique des so-
lides [51, 52]. Le but est de calibrer les deux paramètresE et h de la loi de com-
portement d’un matériau élastoplastique

σ(ε) =

{
Eε si σ < σ0

σ0 +h(ε−σ0/E) si σ ≥ σ0
(7.18)

où σ est la contrainte1, ε le déplacement,E le module de Young,h le coefficient
d’écrouissage etσ0 la limite élastique. La géométrie de ce cas-test est représenté
sur la figure 7.5. Il s’agit d’un triangle en état plan de contrainte. Sa partie in-
férieure est fixe et une force horizontale est appliquée sur le coin supérieur. Un
maillage sommaire est utilisé (onze nœuds et six éléments) pour permettre d’effec-
tuer des simulations rapides. Toutes les simulations numériques ont été effectuées
avecLagamine, un code éléments finis pour grandes déformations développéà
l’Université de Liège (voir Charleset al. [15]).

FIG. 7.5– Géométrie et maillage du cas-test. Le triangle est encastréà sa base et une
force horizontale de 18N est appliquée au coin supérieur. Lafigure donne une mesure
de l’état de contrainte après déformation dans le matériau,la contrainte équivalente
de Von-MisesJ2 (en MPa).

Dans des applications réelles, le modèle doit être calibré par rapport à des
données expérimentales. Dans cet exemple numérique toutefois, uneexpérience

1Au sens de la mécanique du solide déformable,i.e.une mesure de l’état de tension interne d’un
solide (en anglais :stress). À ne pas confondre avec les contraintes en optimisation (en anglais :
constraints).
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jumelleest utilisée : une solution de référence est générée avec le modèle numé-
rique lui-même2. Une simulation numérique donne la courbe force-déplacement
et des points pseudo-expérimentaux sont générés avec

xref =
[

Eref href
]T

. (7.19)

Ces paramètres de références sont ensuite perturbés pour générer un point de dé-
partx(0). L’algorithme est utilisé pour tenter de recouvrer la courbe de référence.
Les valeurs numériques sont listées dans le tableau 7.7. La fonction objectif me-
sure l’écart entre les deux courbes au sens des moindres carrés

f (x) =
1
2

∥∥∥u(x)−u(xref)
∥∥∥

2

2
(7.20)

où u est le vecteur déplacement des noeuds. La matrice Jacobienne et le gradient
sont calculés grâce à une technique de différentiation semi-analytique spécifique
(voir Michaleriset al. [72]).

TAB . 7.7– Valeurs numériques (en MPa) pour le point de départx(0) et les paramètres
de référencexref, i.e. le minimum global. Les deux dernières colonnes donnent les
valeurs et les variations caractéristiques utilisées pourla mise à échelle (voir section
6.2.3). Noter queσ0 = 700 MPa et n’est pas une variable à optimiser.

Paramètre x(0) xref x̃ δx

E 220.000 200.000 200.000 60.000
h 270 300 300 90

Notre objectif est d’identifier les deux paramètresE et h de ce matériau.
Puisque nous connaissons le minimum global du problème d’optimisation associé,
nous introduisons une mesure de l’erreur relative à l’itération k

ε(k) = max

{∣∣∣∣∣
E(k) −Eref

Eref

∣∣∣∣∣ ,
∣∣∣∣∣
h(k) −href

href

∣∣∣∣∣

}
. (7.21)

Le tableau 7.8 donne le nombre d’itérations nécessaires pour approcher les para-
mètres de référence avec une erreur relative inférieure à 1%en utilisant l’approche
BFGS inconditionnelle. Nous pouvons constater que la mise àjour du rayon de
confiance de typeR1 ne parvient pas à approcher le minimum global à moins de
1% : l’algorithme converge en effet vers un minimum local dont l’erreur relative
résiduelle est de 2,7%.

2Pour plus de précisons sur le principe de l’expérience jumelle, consulter la section 5.3.
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TAB . 7.8 – Tableau comparatif du nombre d’itérations nécessaires pour atteindre
1% d’erreur relative pour différentes mises à jour du rayon de confiance. Les valeurs
des paramètres de l’algorithme sont celles du tableau 6.1 etle rayon de confiance
initial est égal à l’unité∆(0) = 1. La mise à échelle du problème utilise les valeurs du
tableau 7.7 (voir section 6.2.3).

Mise à jour du Nombre
rayon de confiance d’itérations

R1 échec
R2 16
Λ1 9
Λ2 11

La figure 7.6 montre l’évolution des itérés dans l’espace desvariables de
contrôle pour les mises à jour du rayon de confiance utilisantles fonctionsR2

et Λ2. Rappelons que celles-ci sont identiques lorsque le rapport ρ(k) est inférieur
à l’unité. Cette figure peut être utilisée pour illustrer l’interaction entre la mise
à jour du rayon de confiance et celle de l’approximation du Hessien. Les trois
premières itérations sont identiques pour les deux algorithmes. La troisième ité-
ration s’avère très réussie avec (ρ(3) = 1,6) et le rayon est donc augmenté d’un
facteur 2,92 lorsque la fonctionR2 est utilisée et seulement 1,01 pourΛ2. En
conséquence, deux points de test ˜x(4) très différents sont obtenus, tous deux sont
infructueux. L’itération 5 avecR2 est dans la bonne direction (comparer avec le
point 5 de la figureΛ2) mais le rayon de confiance est trop grand et l’itération
est, à nouveau, infructueuse. À cette étape-ci de l’algorithme, le Hessien a été
pollué par deux points de tests plutôt lointains, menant ainsi l’algorithme vers un
point x(6) qui n’est pas dans la direction du minimum global. AvecΛ2, le point
de test ˜x(4) est également infructueux mais n’est pas aussi éloigné du point x(3),
la mise à jour du Hessien n’en est que meilleure. L’itération5 qui en résulte est
réussie etx(5) se rapproche du minimum global.

La règle empirique de Byrdet al. (7.17) a également été utilisée sur ce pro-
blème illustratif. La figure 7.7 (à gauche) donne l’historique des itérations en uti-
lisant Trust-BFGS-R2 avec la règle (7.17). Nous pouvons constater que les pre-
mières itérations se contentent d’effectuer une recherchelinéaire dans la direc-
tion s(1) qui estgrosso modola direction de plus grande pente. Ce comportement
s’explique facilement, la condition (7.17) est nécessairement satisfaite lorsque
x(k) = x(0) et que l’itération est infructueuse : la matrice hessienne reste donc
inchangée et égale à sa valeur initiale, généralement l’identité. Il est donc inté-
ressant de désactiver ce« gardien» tant quex(k) = x(0). La figure 7.7 (à droite)
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FIG. 7.6– Historique des itérations pour le problème d’identification des paramètres
d’une loi élastoplastique pourTrust-BFGS avec mise à jour quasi-Newton incondi-
tionnelle. Les deux stratégies de mise à jour du rayon de confiance permettent à l’al-
gorithme de converger vers le minimum global représenté parune astérisque. Les
lignes pleines désignent les itérations réussies et les lignes pointillées les itérations
infructueuses.
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FIG. 7.7– Historique des itérations pour le problème d’identification des paramètres
d’une loi élastoplastique pourTrust-BFGS-R2 en utilisant la règle empirique de Byrd
et al. L’algorithme converge vers le minimum global représenté par une astérisque.
Les lignes pleines désignent les itérations réussies et leslignes pointillées les itéra-
tions infructueuses. La figure de droite montre la trajectoire obtenue en désactivant la
règle de Byrdet al.aussi longtemps quex(k) = x(0).

présente l’historique des itérations. En comparant avec lafigure 7.6 (à gauche),
nous constatons que les cinq premières itérations sont les mêmes qu’en utilisant
Trust-BFGS-R2 avec mise à jour quasi-Newton inconditionnelle. Cependant, la
condition (7.17) n’est pas satisfaite au point de testx(5) et la mise à jour du Hes-
sien n’est dès lors pas effectuée3. Nous constatons que la trajectoire résultante est
finalement plus proche de celle obtenue avecΛ2 que de celle obtenue avecR2.

3C’est par ailleurs la seule itération où cette condition estsatisfaite.



152 CHAPITRE 7. LA MISE À JOUR DU RAYON DE CONFIANCE

7.6 Conclusion.

Dans les algorithmes utilisant ce type de globalisation, lamise à jour du rayon
de la région de confiance est susceptible d’avoir une forte influence sur ses pro-
priétés de convergence. Ce chapitre fournit une nouvelle stratégie de mise à jour
du rayon de confiance basée sur l’idée que certaines itérations, d’apparence très
réussies, sont en réalitétrop réussies. C’est ce qui arrive lorsque la réduction de la
fonction objectif s’avère significativement plus grande que celle qui était espérée
après l’analyse de l’approximation locale. Dans ce cas, contrairement à l’habitude,
nous suggérons de maintenir le rayon de confiance quasi constant.

Cette stratégie est très intuitive et largement applicable. La mise à jour auto-
adaptative proposée conserve les propriétés générales de convergence de la glo-
balisation par régions de confiance. Lorsque l’algorithme est proche de la conver-
gence, la plupart des itérations sont très réussies et la région de confiance inopé-
rante dans la minimisation de l’approximation locale. Le taux de convergence
n’est donc pas affecté par la nouvelle règle de mise à jour du rayon.

Des expériences numériques conjuguant des algorithmes utilisant des approxi-
mations locales quadratiques de type quasi-Newton avec différentes stratégies de
mise à jour du rayon de confiance montrent que la nouvelle approche améliore la
vitesse de l’algorithme. En effet, cette règle permet d’éviter la pollution de l’ap-
proximation du Hessien avec des mises à jour de quasi-Newtonimprécises. Mal-
gré une légère détérioration de la robustesse, il apparaît que l’algorithme le plus
efficace combine cette nouvelle stratégie avec une mise à jour inconditionnelle de
l’approximation de la matrice hessienne par une règle de type quasi-Newton.
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Chapitre 8

Méthode SQP avec régions de
confiance

Dans les chapitres précédents, nous avons décrit la forme générale des algo-
rithmes avec régions de confiance. Le chapitre 4 a permis de présenter les résultats
théoriques. En se basant sur ces derniers, le présent chapitre et les suivants envi-
sagent la gestion decontraintesd’égalité ou d’inégalité, pour étendre l’algorithme
de type quadratique séquentiel développé au chapitre 6 dansle cadre de l’optimi-
sation non contrainte ou ne comprenant que des contraintes de bornes.

L’objet de ce chapitre est d’introduire les principes sous-tendant les algo-
rithmes de programmation quadratique récursive ousequential quadratic pro-
gramming(SQP). Comme son nom l’indique, cette méthode procède par itérations
sur des problèmes quadratiques approchant le problème d’optimisation original.
Cette méthode est une des plus répandues et des plus efficacesdans le cadre de
l’optimisation avec contraintes (e.g.[41, 46]). Nous nous attarderons en particu-
lier sur l’utilisation d’une méthode SQP avec une méthode deglobalisation par
régions de confiance.

Notre but sera donc de traiter efficacement le problème d’optimisation non-
linéaire

minimiser f (x),
s.c. c j(x) = 0 pour j ∈ E ,

c j(x) ≤ 0 pour j ∈ I
(8.1)

oùE et I sont, respectivement, les ensembles disjoints des indicesdes contraintes
d’égalité et d’inégalité. Les fonctionsf et c j sont supposées continûment déri-
vables. Nous supposerons également l’absence de dégénérescence géométrique
entre les différentes contraintes, ce qui signifie que l’hypothèse dequalification
des contraintesest satisfaite (voir section 1.2).

155
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8.1 Principe de base

Les méthodes SQP sont généralement introduites en considérant, dans en pre-
mier temps, le problème dépourvu de contrainte d’inégalité

minimiser f (x),
s.c. c j(x) = 0 pour j ∈ E (8.2)

dont le Lagrangien s’écrit

L (x,y) = f (x)− ∑
j∈E

y j c j(x) (8.3)

où y est un ensemble demultiplicateurs de Lagrange. La méthode la plus simple
pour résoudre ce problème est certainement de résoudre les conditions d’optima-
lité de Karush–Khun–Tucker (1.8).

∇xL (x
∗,y∗) = 0 et c(x∗) = 0 (8.4)

par la méthode itérative de Newton.
Si nous disposons d’estimationsx(k) ety(k) des valeurs critiquesx∗ ety∗, l’ité-

ration de Newton s’écrit
(

x(k+1)

y(k+1)

)
=

(
x(k)

y(k)

)
+

(
s(k)
x

s(k)
y

)
(8.5)

et les incrémentss(k)
x et s(k)

y s’obtiennent en inversant le système

(
∇xxL (x(k),y(k)) −G(k)

G(k)T 0

)(
s(k)
x

s(k)
y

)
= −

(
∇xL (x(k),y(k))

c(k)

)
(8.6)

où c(k) = c(x(k)) et

G(k) =
[
∇xc j(x

(k))
]

j∈E
. (8.7)

Il est aisé de vérifier que (8.6) peut également être écrit sous la forme

(
∇xxL (x(k),y(k)) −G(k)

G(k)T 0

)(
s(k)
x

y(k+1)

)
= −

(
g(k)

c(k)

)
. (8.8)

Il y a une autre façon d’obtenir le processus itératif (8.8).Examinons le pro-
blème quadratique suivant

minimiser 1
2sTH(k)s+g(k)Ts

s.c. G(k)Ts+c(k) = 0
(8.9)
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dont le Lagrangien s’écrit

L (k)(s,y) =
1
2

sTH(k)s+g(k)Ts−yT(G(k)Ts+c(k)) (8.10)

où y est le vecteur des multiplicateurs de Lagrange relatif aux contraintes d’éga-
lité. Les conditions de stationnarité du Lagrangien pour obtenir les points critiques

s(k)
x et y(k+1) s’écrivent

H(k)s(k)
x +g(k) −G(k)y(k+1) = 0 (8.11)

G(k)Ts(k)
x +c(k) = 0 (8.12)

qui est parfaitement équivalent au système (8.8) siH(k) = ∇xxL (x(k),y(k)). Le pas

de progressions(k)
x est donc aussi celui qui minimise le problème (8.9) ety(k+1)

est le vecteur des multiplicateurs de Lagrange correspondant. C’est à cette équi-
valence que la méthode doit son nom de programmation quadratique séquentielle.

Notons que la littérature regorge de méthodes pour résoudreles problèmes du
type (8.9) (voir par exemple [4, 11, 29, 31, 42, 56, 80]). La grande majorité des
méthodes SQP proposent de remplacerH(k) par une approximation du Hessien du
Lagrangien. Une des raisons principales du grand intérêt suscité par ces méthodes
réside dans son potentiel de convergence rapide. Celui-ci est établi par le théorème
suivant [20].

Théorème 8.1Supposons que les dérivées secondes de f(x) et ci(x) existent et
soient continues au sens de Lipschitz dans un voisinageΩ du point critique du
premier ordre(x∗,y∗) et que la matrice apparaissant dans le membre de gauche
de (8.6)soit non singulière. Soit la suite{x(k)} générée par l’itération(8.5)avec

s(k)
x solution de(8.9).

– Soit une suite quelconque{y(k)} convergeant vers y∗. Alors, il existe un
voisinageX ⊂ Ω de x∗ tel que la suite{x(k)} converge de manière Q-
superlinéaire vers x∗ à partir de n’importe quel point de départ x(0) deX .
Si‖y(k)−y∗‖ = O (‖x(k) −x∗‖), la convergence est quadratique.

– Soit la suite{y(k)} des multiplicateurs de Lagrange du problème(8.9).
Alors, il existe un voisinageX ⊂ Ω et un voisinageY de y∗ tels que la
suite{(x(k),y(k))} converge de manière Q-quadratique vers(x∗,y∗) à partir
de n’importe quel point de départ(x(0),y(0)) deX ×Y .

Notons qu’au vu de ce théorème, il n’est pas nécessaire de prendrey(k+1) comme
le vecteur des multiplicateurs de Lagrange du problème (8.9) pour obtenir un taux
de convergenceQ-superlinéaire. En pratique, un estimateur au sens des moindres
carrés est souvent utilisé

y(k) = argmin
y

‖g(k)−G(k)y‖2. (8.13)



158 CHAPITRE 8. MÉTHODE SQP AVEC RÉGIONS DE CONFIANCE

Si G(x∗) est non-singulière, on peut montrer que (voir [20])

‖y(k) −y∗‖ = O (‖x(k)−x∗‖) (8.14)

et, de ce fait, que la suite{x(k)} converge de manièreQ-quadratique.
La prise en compte de contraintes d’inégalité se fait généralement par l’uti-

lisation d’une stratégie de contraintes actives qui tente de déterminer par avance
quelles seront les contraintes actives à l’optimum. Lorsque ces contraintes sont
connues, le problème peut être résolu comme s’il ne faisait intervenir que des
contraintes d’égalité. De plus amples détails sur ces stratégies de contraintes ac-
tives peuvent être trouvées dans [20, 31, 80].

8.2 Fonction de mérite et globalisation

Tout comme les méthodes développées dans le cadre de l’optimisation non-
contrainte, les méthodes SQP constituent des approximations locales qui doivent
être utilisées en conjonction avec une technique de globalisation pour en assurer la
convergence. Pour guider le processus conduisant à diminuer la fonction objectif
et la violation éventuelle des contraintes, on introduit une fonction de méritequi
joue le rôle de la fonction objectif en optimisation non-contrainte. Notons que,
récemment, certains auteurs ont développé des méthodes — dites avec filtres —
n’utilisant pas de fonction de mérite. Le détail de ces méthodes sort du cadre de
ce travail mais le lecteur intéressé pourra consulter, entre autres, les travaux de
Fletcher et Leyffer [33] et de Fletcheret al. [32].

Bon nombre de fonctions de mérite ont été utilisées dans le cadre des mé-
thodes de type SQP. Nous nous focaliserons ici sur la fonction de mérite non-
différentiableℓ1. Pour le problème (8.1), celle-ci est définie par

Ψ(x,σ) = f (x)+σ ∑
j∈E

|c j(x)|+σ ∑
j∈I

max[0,c j(x)] (8.15)

où σ > 0 est un paramètre de pénalité. Cette fonction n’est pas différentiable par-
tout ; en particulier, aux points d’annulation d’une ou plusieurs composantesc j(x),
le gradient n’est pas défini. Elle possède cependant une propriété remarquable
énoncée par le théorème suivant [20].

Théorème 8.2Soient f(x) et cj(x) des fonctions deux fois continûment déri-
vables. Supposons que x∗ et y∗ sont telles que x∗ est admissible pour le pro-
blème(8.1)et que

σ ≥ ‖y∗‖∞ = max
j∈E ∪I

|y∗j |. (8.16)
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Dans ce cas, si x∗ et y∗ satisfont aux conditions suffisantes d’optimalité du premier
ordre pour(8.1), x∗ satisfait aussi aux conditions suffisantes du premier ordred’un
minimum local deΨ(x,σ).

Ce théorème implique que si nous pouvons trouver un point admissible qui sa-
tisfait les conditions suffisantes du second ordre pour la fonction de mérite, il sera
solution du problème non-linéaire associé (8.1). Cette propriété fait de la fonction
de mériteℓ1 une fonction de mériteexacte, par opposition avec d’autres fonctions
de mérite qui ne permettent d’obtenir qu’une solution approximative (voir [80,
20]). Sous certaines conditions, le problème non-linéairecontraint (8.1) peut donc
être transformé en un problème non-contraint, bien que non-différentiable. Le
théorème suivant nous permet de mesurer l’importance de la condition (8.16).

Théorème 8.3Soient f(x) et cj(x) des fonctions deux fois continûment déri-
vables. Supposons que x∗ est un point critique du premier ordre du problème(8.1)
et que y∗ sont les multiplicateurs de Lagrange correspondants. Si

σ < ‖y∗‖∞, (8.17)

alors x∗ n’est pas un minimum local deΨ(x,σ).

Nous constatons donc que pour des valeurs deσ plus grande que‖y∗‖∞, la mi-
nimimisation de la fonction de mérite nous amène très sûrement à minimiser le
problème non-linéaire (8.1) qui peut donc être remplacé par

minimiserΨ(x,σ). (8.18)

Toutefois, le problème de minimisation non-contrainte de la fonction de péna-
lité (8.15) est plus difficile à résoudre numériquement lorsqueσ croît. En effet,
celui-ci devient mal conditionné pour de grandes valeurs deσ (voir figure 8.1).
L’idéal est donc d’adopter une valeur deσ légèrement supérieure à la borne‖y∗‖∞
dont la valeur est malheureusement inconnue. Certains algorithmes prévoient une
adaptation du paramètreσ en cours de calcul afin de coller au mieux à cette condi-
tion.

Exemple 8.1 Considérons le problème proposé par Powell [84]

minimiser f(x) = 2(x2
1 +x2

2−1)−x1

s.c. c(x) = x2
1 +x2

2−1 = 0
(8.19)

dont la solution est(1,0) avec y∗ = 3/2 comme multiplicateur de Lagrange. La
fonction de mériteℓ1 pour ce problème s’écrit

Ψ(x,σ) = 2(x2
1+x2

2−1)−x1+σ |x2
1 +x2

2−1| (8.20)
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et est représentée sur la figure 8.1 pour différentes valeursde σ. Nous pouvons
constater que, pour une valeurσ < y∗, la minimisation de la fonction de mé-
rite (8.20)ne conduit pas au minimum du problème contraint(8.19). En revanche,
lorsqueσ ≥ y∗, les deux minima sont identiques. Remarquons également quela
croissance du paramètreσ a tendance à rendre de plus en plus escarpée la« val-
lée» autour de la contrainte, ce qui détériore le conditionnement de la minimisa-
tion de la fonction de mérite.

L’utilisation d’une fonction de mérite permet d’introduire les deux techniques
de globalisation utilisées dans ce travail : larecherche linéaireet lesrégions de
confiance.

Les méthode SQP avecrecherche linéairecherchent à améliorer une estima-
tion (x(k),y(k)) de la solution de (8.2) en calculant des corrections(s(k)

x ,s(k)
y ) par

résolution du problème quadratique (8.9). L’itéré suivantsera

(
x(k+1)

y(k+1)

)
=

(
x(k)

y(k)

)
+ξ(k)

(
s(k)
x

s(k)
y

)
(8.21)

où ξ(k) est un pas de progression calculé de façon à assurer, de manière analogue
à ce qui est fait pour la fonction objectif dans un problème non-contraint, une cer-

taine décroissance de la fonction de mérite dans la direction s(k)
x . Il convient donc

de résoudre, éventuellement de façon approchée, le problème unidimensionnel

ξ(k) ∈ argmin
ξ

Ψ(x(k) +ξs(k)
x ,σ) (8.22)

qui permet de guider le processus itératif vers une amélioration de la solution à
chaque étape.

Exemple 8.2 À titre d’exemple, construisons, pour le problème(8.19), le sous-
problème quadratique(8.9) correspondant au point x(k) = (1/4,1/4) et utilisant
la valeur optimale pour le multiplicateur de Lagrange y(k) = 3/2. La matrice
hessienne du Lagrangien s’écrit

H(k) = ∇xx f (x(k))−y(k) ∇xxc(x
(k)) = 4I − 3

2
2I = I , (8.23)

tandis que le gradient de la fonction objectif et la matrice des gradients des
contraintes sont données par

g(x) =

(
4x1−1

4x2

)
et G(x) =

(
4x1

4x2

)
. (8.24)
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FIG. 8.1 – Le problème (8.19) est représenté sur la figure supérieure gauche : les
iso-valeurs de la fonction objectif, la contrainte d’égalité (trait épais discontinu),
le minimum global (carré) et le minimum global non-contraint (cercle). Les trois
autres figures représentent la fonction de mériteℓ1 pour différentes valeurs deσ :
le cercle indique la position du minimum deΨ. Nous constatons que le minimum
non-contraint deΨ ne coïncide pas avec le minimum contraint du problème (8.19)si
σ < y∗ = 3/2, contrairement aux cas oùσ≥ 3/2. Nous pouvons également remarquer
que l’escarpement de la« vallée» autour de la contrainte s’accroît avec le paramètre
σ : ceci peut causer des problèmes de conditionnement lors de la minimisation de la
fonction de mérite.
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FIG. 8.2– Mécanisme de base d’une itération SQP. Le problème (8.19) est représenté
sur la figure de gauche : les iso-valeurs de la fonction objectif, la contrainte d’égalité
(trait épais discontinu), le minimum global, le point courant et le pas de progression.
Le problème (8.25) est représenté sur la figure de droite : lesiso-valeurs de la fonction
quadratique, la contrainte non-linéaire (trait épais discontinu), la contrainte linéarisée
(trait épais continu) et le pas de progression obtenu. Le cercle en trait fin discontinu
est une région de confiance de rayon∆(k) = 1/2 : nous constatons qu’il est impossible
dans ce cas d’être à la fois à l’intérieur de la région de confiance et de satisfaire à la
contrainte d’égalité linéarisée.

Le sous-problème quadratique(8.9)correspondant s’écrit

minimiser 1/2(s2
1+s2

2)+2s1+s2

s.c. s1 + s2−7/8 = 0
(8.25)

dont la solution est s(k)x = (−1/16,15/16). Le problème(8.19)et le sous-problème
quadratique correspondant(8.25)sont représentés à la figure 8.2. Nous consta-
tons que la courbure de la fonction utilisée comme nouvelle fonction objectif a été
modifiée en fonction de la courbure de la contrainte et que cette dernière a été
remplacée par une contrainte linéaire.

L’approche parrégions de confianceutilise le sous-problème (8.9) tout en
introduisant une contrainte de confinement supplémentaire

minimiser 1
2sTH(k)s+g(k)Ts

s.c. G(k)Ts+c(k) = 0
et ‖s‖k ≤ ∆(k)

(8.26)
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avec une norme‖ · ‖k et un rayon de confiance∆(k) donnés. Avec une solution

s(k)
x (éventuellement approchée) au problème (8.26), unpoint de testpeut être

construit
x̃(k) = x(k) +s(k)

x . (8.27)

La valeur de lafonction de mériteà ce point de test est alors calculéeΨ(x̃(k+1),σ)
et comparée à celle escomptée à partir d’uneapproximation locale

Ψm(x(k+1) +s,σ). (8.28)

Si l’adéquation entre l’approximation locale et la fonction originale est satisfai-
sante, le rayon de confiance est accru. Dans le cas contraire,celui-ci est réduit. Le
schéma de l’algorithme est tout à fait analogue à celui développé à la section 2.2
pour les problèmes non-contraints mais c’est la fonction demérite qui tient lieu
de fonction objectif. Mais c’est sans compter sur une différence majeure avec
la globalisation par recherche linéaire : il n’y aa priori aucune raison que le pro-
blème (8.26) possède une solution. La figure 8.2 présente un exemple de problème
sans solution à deux dimensions. Une autre question problématique est celle de
l’approximation localeΨm(x(k+1) + s,σ) : comment doit elle-être choisie ? Les
algorithmes SQP utilisant une globalisation par régions deconfiance doivent tenir
compte de ces questions. Plusieurs mécanismes ont été proposés pour pallier ce
problème : le lecteur intéressé est invité à consulter l’ouvrage de Connet al. [20].

Exemple 8.3 La figure 8.2 illustre une de ces situations sur le problème(8.19).
Adoptons une norme euclidienne pour la région de confiance etconstruisons le
sous-problème quadratique(8.26)correspondant au point x(k) = (1/4,1/4) tout
en utilisant la valeur optimale pour le multiplicateur de Lagrange y(k) = 3/2

minimiser 1/2(s2
1+s2

2)+2s1+s2

s.c. s1 + s2−7/8 = 0

et
√

s2
1+s2

2 ≤ ∆(k).

(8.29)

Le problème(8.19) et le sous-problème quadratique correspondant(8.29) sont
représentés sur la figure 8.2. Nous pouvons constater que, pour une valeur du
rayon de confiance d’une demi-unité, le sous-problème quadratique ne possède
pas de solution et que la stratégie habituelle de diminutiondu rayon de la région
de confiance ne fait qu’exacerber le problème.

Pour éviter ce genre de configuration, le problème(8.29)peut être remplacé
par la minimisation d’une approximation locale de la fonction de mérite(8.20)

Ψm(s,σ) = Ψ(x(k),σ)+
1
2

(s2
1+s2

2)+2s1+s2+σ
∣∣∣∣s1 +s2

2−
7
8

∣∣∣∣ (8.30)
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FIG. 8.3 – Exemple d’une itération SQP avec région de confiance. Le pro-
blème (8.19) est représenté sur la figure de gauche : les iso-valeurs de la fonction
objectif, la contrainte d’égalité (trait épais discontinu), le minimum global, le point
courant et le pas de progression. L’approximation locale (8.30) de la fonction de mé-
rite est représentée sur la figure de droite ainsi que le pas deprogression obtenu. Le
cercle en trait fin discontinu est la région de confiance de rayon ∆(k) = 1/2 : nous

constatons ques(k)
x est le pas qui, au sein de la région de confiance, mène à un point

qui établit un compromis entre les minimisations de la fonction objectif et de l’éloi-
gnement vis-à-vis de la ligne de discontinuité du gradient.Celle-ci correspond à la
contrainte d’égalité linéaire du problème (8.29).

soumise à la seule contrainte de confinement

√
s2
1+s2

2 ≤ ∆(k). (8.31)

La solution s(k)x de ce problème local n’est évidemment pas identique à celle
du problème(8.25) mais elle constitue un compromis, au sein de la région de
confiance, entre la minimisation de la fonction objectif et la diminution de l’am-
plitude de la violation de la contrainte d’égalité. Ce problème est illustré sur la
figure 8.3 pourσ = 4 et ∆(k) = 1/2.
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8.3 Effet Maratos et correction du second ordre

Bien qu’utile pour assurer la convergence globale, l’utilisation d’une fonction
de mérite a des effets non-négligeables sur la vitesse de convergence. Il peut arri-

ver que le pas de progressions(k)
x se voit rejeté ou considérablement diminué par le

processus de globalisation. Or, un pas de progression sensiblement plus petit que

s(k)
x freine l’algorithme : la vitesse de convergence augurée parle théorème 8.1

n’est en effet atteinte que pour le pass(k)
x , solution de (8.9). Ce ralentissement

est appelé l’effet Maratos[69]. L’effet Maratos apparaît lorsque la courbure des
contraintes n’est pas bien appréhendée par le sous-problème quadratique (8.9) et
qu’un pas unitaire est trop grand pour que la contrainte linéariséec(k) + G(k)Ts
soit une approximation acceptable de la contrainte non-linéairec(x(k) +s).

Exemple 8.4 Nous allons illustrer l’effet Maratos à partir de l’exemple(8.19).
Effectuons une itération de type SQP partant du point admissible

x(k) = (cosθ,sinθ) (8.32)

avecθ > 0 et utilisant la valeur optimale pour le multiplicateur de Lagrange
y(k) = 3/2. Tenant compte de l’expression de la matrice hessienne du Lagran-
gien (8.23)et des gradients de la fonction objectif et de la contrainte(8.24), le
sous-problème quadratique(8.9)correspondant est

minimiser 1
2(s2

1+s2
2)+(4cosθ−1)s1+4sinθs2

s.c. 2cosθs1+2sinθs2 = 0.
(8.33)

Sa solution est s(k)x = (sin2θ,−cosθsinθ). Cependant, on peut constater sur l’ex-
pression de la fonction de mérite (en utilisant la contrainte non-linéaire réelle) le

long de la direction s(k)x

Ψ(x(k) +ξs(k)
x ,σ) = (2+σ)sin2θξ2−sin2 θξ−cosθ (8.34)

que

Ψ(x(k) + s(k)
x ,σ)−Ψ(x(k),σ) = (1+σ)sin2θ > 0. (8.35)

Le pas s(k)x susceptible de fournir une convergence rapide sera donc irrémédia-
blement rejeté aussi bien par une recherche linéaire que parune approche par

régions de confiance. Le minimum unidimensionnel dans la direction s(k)x est ob-
tenu pour la valeur

ξ(k) =
1

2(2+σ)
(8.36)

dont nous pouvons constater qu’elle décroît avec la croissance du paramètre de
pénalitéσ et que sa valeur est largement inférieure à l’unité. La figure8.4 présente
la fonction objectif et la fonction de mérite (σ = 4).
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FIG. 8.4– Illustration de l’effet Maratos pour le problème (8.19). Lafigure de gauche
représente la fonction objectiff (x) et la ligne discontinue représente la contrainte
d’égalitéc(x) = 0. La figure de droite représente la fonction de mérite pourσ = 4.

Nous pouvons constater queΨ(x(k) + s(k)
x ,4) > Ψ(x(k),4) et que le minimum deΨ

selon la directions(k)
x (c’est-à-direx(k) + ξ(k)s(k)

x ) conduit à restreindre fortement la
progression versx∗.
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Pour contrecarrer l’effet Maratos, une des techniques utilisées est celle de la

correction du second ordre. Il s’agit d’un pas de corrections(k)
c qui est appliqué au

pointx(k) +s(k)
x de façon à ramener la valeur des contraintes (actives) à une valeur

négligeable. En d’autre mots, puisque l’ordre de grandeur des contraintes au point

x(k) +s(k)
x est

c(x(k) +s(k)
x ) = O (‖s(k)

x ‖2), (8.37)

la corrections(k)
c doit être telle que la valeur de la contrainte devienne négligeable

devant cet ordre de grandeur antérieur

c(x(k) +s(k)
x +s(k)

c ) = o(‖s(k)
x ‖2). (8.38)

Cependant, il est important qu’une telle correction n’altère pas exagérément le
pas original dont on cherche à préserver les propriétés de convergence rapide. Il

convient donc également que la correction soit négligeablepar rapport às(k)
x

s(k)
c = o(‖s(k)

x ‖). (8.39)

Tout vecteurs(k)
c satisfaisant aux relations (8.38) et (8.39) est une correction du

second ordre.
Comment dès lors choisirs(k)

c ? Il existe plusieurs variantes mais la plus simple
est certainement d’utiliser l’approximation de Taylor

c(x(k) +s(k)
x +s(k)

c ) = c(x(k) +s(k)
x )+GT(x(k) +s(k)

x )s(k)
c +O(‖s(k)

c ‖2) (8.40)

qui peut être légèrement modifiée comme suit

c(x(k) +s(k)
x +s(k)

c ) = c(x(k) +s(k)
x )+G(k)Ts(k)

c

+O
[
‖s(k)

c ‖max
(
‖s(k)

x ‖,‖s(k)
c ‖
)]

(8.41)

en utilisant
GT(x(k) +s(k)

x ) = G(k)T +O(‖s(k)
x ‖). (8.42)

Si nous choisissonss(k)
c tel que

G(k)Ts(k)
c +c(x(k) +s(k)

x ) = 0, (8.43)

nous obtenons de (8.41) que

c(x(k) +s(k)
x +s(k)

c ) = O
[
‖s(k)

c ‖max
(
‖s(k)

x ‖,‖s(k)
c ‖
)]

. (8.44)



168 CHAPITRE 8. MÉTHODE SQP AVEC RÉGIONS DE CONFIANCE

Bien entendu, le système (8.43) dem équations àn inconnues peut être incompa-
tible ou posséder une infinité de solutions. C’est pourquoi ce problème est géné-

ralement résolu au sens d’une certaine norme, le plus souvent s(k)
c est la solution

de normeℓ2 minimum

s(k)
c = argmin

s

∥∥∥G(k)Ts+c(x(k) +s(k)
x )
∥∥∥

2
(8.45)

qui peut être calculée au moyen d’une décomposition QR de la matrice

G(k) = Q(k)
(

R(k)

0

)
=
(

Q(k)
1 Q(k)

2

)( R(k)

0

)
(8.46)

où Q(k) est une matrice orthogonale carrée d’ordren et R(k) une matrice carrée

triangulaire supérieure d’ordrem. Les matricesQ(k)
1 et Q(k)

2 sont, respectivement,
constituées desm premières colonnes deQ(k) et desn−m colonnes restantes. Le
problème (8.45) peut donc s’écrire

s(k)
c = argmin

s

∥∥∥R(k)TQ(k)T
1 s+c(x(k) +s(k)

x )
∥∥∥

2
(8.47)

dont la solution est donnée par

s(k)
c = Q(k)

(
−(R(k))−1c(x(k) +s(k)

x )
0

)
(8.48)

En utilisant (8.37), nous pouvons déduire facilement l’ordre de grandeur de la
correction

s(k)
c = O(‖c(k)‖) = O(‖s(k)

x ‖2), (8.49)

ce qui satisfait à la condition (8.39) et, en remplaçant dans(8.44), nous obtenons

c(x(k) +s(k) +s(k)
c ) = O(‖s(k)

x ‖3). (8.50)

et la condition (8.38) est également satisfaite. La correction s(k)
c obtenue en résol-

vant le système (8.43) est donc bien une correction du secondordre parfaitement
valide. Notons que le calcul de cette correction du second ordre utilise les valeurs

c(x(k) +s(k)
x ) qu’il est donc nécessaire d’évaluer.

Certaines méthodes SQP avec recherche linéaire utilisent plutôt la correc-

tion s(k)
c pour effectuer une recherche unidimensionnelle sur la fonction de mérite

Ψ(x(k) +ξs(k)
x +ξ2s(k)

c ). Le terme« recherche linéaire» est cependant impropre,
puisque la trajectoire décrite dans l’espace de conceptionn’est plus une droite
mais une parabole. L’utilisation de cette trajectoire parabolique en lieu et place de

la trajectoire rectilignex(k) +ξs(k)
x autorise de plus grands pas de progression que

la recherche linéaire« classique» pour une valeur deσ inchangée.
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FIG. 8.5 – Illustration de la correction du second ordre pour le problème (8.19). La
figure de gauche présente les contours de la fonction de mériteΨ(x) et la ligne discon-

tinue en trait épais est la trajectoire paraboliquex(k) + ξs(k)
x + ξ2s(k)

c avec la variable
ξ ∈ [0,1]. La figure de droite représente la valeur de la fonction de mérite le long

de la trajectoire rectilignex(k) + ξs(k)
x (trait continu), la valeur de la même fonction

de mérite le long de la trajectoire paraboliquex(k) + ξs(k)
x + ξ2s(k)

c (trait discontinu)

et leur minimum respectifξ(k)
1 et ξ(k)

2 . Nous pouvons constater que l’utilisation de la

trajectoire parabolique autorise un pas de progressionξ(k)
2 plus grand même pour des

valeurs deσ plus importantes.

Exemple 8.5 La figure 8.5 présente la correction du second ordre et la trajec-
toire parabolique correspondante pour le problème(8.19)autour du point x(k) =

(cosθ,sinθ) pour lequel nous avions constaté un effet Maratos avec le pass(k)
x ,

solution du problème(8.33). Sur cet exemple, la décomposition QR de la matrice
G(k) est (

2cosθ
2sinθ

)
=

(
cosθ −sinθ
sinθ cosθ

)(
2
0

)
, (8.51)

la correction du second ordre

s(k)
c =

(
cosθ −sinθ
sinθ cosθ

)(
−1

2 sin2 θ
0

)
= −1

2
sin2θ

(
cosθ
sinθ

)
(8.52)
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et l’expression de la fonction unidimensionnelle le long dela trajectoire parabo-
lique correspondante

φ(ξ,σ) = Ψ(x(k) +ξs(k)
x +ξ2s(k)

c )

= (2+σ)sin4 θ
ξ4

4
+sin2 θcos2θ

ξ2

2
−sin2 θξ−cosθ. (8.53)

8.4 Conclusion

Nous avons pu voir, dans ce chapitre, que les méthodes de typeSQP, outre
leur simplicité, présentent des propriétés de convergenceremarquables malgré le
fait qu’il faut habituellement« mélanger» le Hessien de la fonction objectif et
la courbure des contraintes dans la formulation du sous-problème quadratique.
Nous avons également développé et analysé les propriétés d’une fonction de mé-
rite de typeℓ1 dans ce type d’algorithmes et son articulation avec des régions de
confiance. Enfin, nous avons exposé les inconvénients de l’effet Maratos ainsi que
la correction du second ordre traditionnellement mise en oeuvre pour l’éviter.

Nous nous sommes donc concentrés dans ce chapitre sur l’utilisation répandue
d’approximations locales du second ordre pour la fonction objectif et du premier
ordre pour les contraintes. Pour quelle raison le degré d’approximation est-il dif-
férent ? Pourquoi ne pas utiliser des approximations du second ordre également
pour les contraintes ? La suite de notre travail porte précisément sur cette question
tout en s’inspirant des techniques utilisée dans les cadre des méthodes SQP pour
s’approcher, autant que faire se peut, des remarquables propriétés de convergence
de ces algorithmes.



Chapitre 9

Description de l’algorithme
UVQCQP

Nous avons envisagé, dans le chapitre précédent, l’utilisation d’approxima-
tions quadratiques pour la fonction objectif et pour les contraintes. Cette perspec-
tive prometteuse se heurte aux problèmes liés à la résolution du sous-problème
local qui est un problème ditQCQP (quadratically constrained quadratic pro-
gramming). Le chapitre qui suit a pour objet d’établir un algorithme de résolution
de ce type de problèmes, permettant ainsi l’élaboration d’une méthode de type
QCQP récursif ousequentialQCQP.

La technique de globalisation choisie est celle des régionsde confiance. Vu la
complexité potentielle du problème, nous avons choisi de caractériser la région de
confiance par la norme dont la forme est la plus simple à prendre en compte, soit
la normeℓ∞

‖s‖k = ‖s‖∞ =
n

max
i=1

∣∣[s]i
∣∣ (9.1)

qui donne à la région de confiance une forme d’hyper-boîte dont les faces sont
parallèles aux axes1. La contrainte de confinement‖s‖k ≤ ∆(k) se transforme en
contraintes de bornes dans le problème local, ce qui lui confère l’indéniable avan-
tage d’être aisément combinée avec de véritables contraintes de bornes.

Afin d’éviter les problèmes d’incompatibilité entre les contraintes de confine-
ment et les contraintes réelles du problème, nous approchons le problème contraint
par le biais de la fonction de pénalitéℓ1. Celle-ci présente l’avantage d’être une
fonction de pénalité exacte mais le désavantage de ne pas être en tout point diffé-
rentiable. Afin de simplifier le problème, nous ne considérons que des contraintes

1Tout au long de ce chapitre les composantes d’un vecteura ou d’une matriceA seront dési-
gnées par[a]i et [A]i, j .
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d’inégalité convexesécrites sous la forme générique

φi(x) ≤ 0, i = 1,2, . . . ,m. (9.2)

Cette hypothèse est bien entendu très restrictive mais nousaborderons le cas gé-
néral dans le chapitre suivant.

L’algorithme développé dans ce chapitre pour résoudre le problèmeQCQP
s’inspire des développements théoriques de Lemaréchalet al. [65] qui ont intro-
duit une décomposition deRn en deux sous-espaces :U dans lequel la fonction
objectif est différentiable etV dans lequel elle ne l’est pas. C’est pour cette raison
que l’algorithme porte le nom« UVQCQP ».

9.1 Trois sous-espaces orthogonaux.

La construction d’une fonction de mérite avec une pénalité de typeℓ1 nous
amène à considérer un problème d’optimisation de la forme2

minimiser φ(x) = φ0(x)+
m

∑
i=1

max[0,φi(x) ] (9.3)

s.c. xL ≤ x≤ xU . (9.4)

Les vecteursxL etxU ∈R
n sont des contraintes de bornes. Les fonctionsφi(x) sont

quadratiques et convexes,i.e.

φi(x) =
1
2

xTAix+xTai +αi (9.5)

avecαi ∈ R, ai ∈ R
n et Ai ∈ R

n
n pour i = 0, . . . ,m; les matricesAi sont semi-

définies positives.
Dans ce chapitre, l’arrête i désigne l’ensemble des pointsx tel queφi(x) = 0.

La fonctionφ(x) est différentiable en dehors de ses arrêtes ; elle est continue mais
non-différentiable sur ses arrêtes.

9.1.1 Le sous-espaceW (k).

La méthode développée est itérative. La présence de contraintes de bornes
suggère l’utilisation d’une stratégie de contraintes actives ou de projection. Si,
pour uni donné,[xL]i = [xU ]i, la variable[x]i est fixée à cette valeur déterminée.
Dans la suite du chapitre nous considérerons que[xL]i < [xU ]i pour i = 1, . . . ,n.

2Dans un souci de simplicité, le paramètre de pénalité apparaissant dans l’expression géné-
rale (8.15) est posé égal à l’unité.
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La stratégie exacte d’activation et de désactivation des contraintes de bornes
sera évoquée en détail ultérieurement. À ce stade, nous devons seulement tenir
compte du fait qu’à une itération donnéek, certaines variables[x]i sont fixées à
leur valeur minimum[xL]i , d’autres à leur valeur maximum[xU ]i et les dernières
sont libres.

Nous définirons l’ensembleW (k) comme le sous-espace deR
n généré par les

vecteurs canoniques correspondant aux variables fixées. Une matrice comprenant
une base orthonorméeW(k) de ce sous-espace peut aisément être construite en
utilisant les vecteurs canoniques

ei =
(

0 0 . . . 1 . . . 0
)T

(9.6)

pour chaque variable[x]i fixée à une de ses bornes. La dimension du complément
orthogonalW (k)⊥ est ladimension de travail

n̄(k) = n−dimW (k). (9.7)

Un élément donnéx deR
n est aisément décomposé enx = x̃+ x̄ où x̃∈W (k) et

x̄∈W (k)⊥.
Dans un souci de clarté de l’exposé et sans perte de généralité, nous suppose-

rons que les variables fixées sont les premières et que les variables libres sont les
suivantes. En conséquence, tout vecteurx∈ R

n est séparable par bloc

x = x̃+ x̄ =

(
x̃
x̄

)
. (9.8)

et toute matrice den lignes peut être partitionnée de façon semblable

G =

(
G̃
Ḡ

)
. (9.9)

La matriceW(k) de dimensionn×dimW (k) constituée d’une base orthonormée
deW (k) s’écrit, quant à elle,

W(k) =

(
IdimW (k)

0

)
. (9.10)

9.1.2 Les sous-espacesU (k) et V (k).

Introduisons tout d’abord le concept développé par Lemaréchal et al. [65],
également utilisé par Mifflin and Sagastizábal [73]. À un pointx∈R

n donné et une
fonction non-différentiableφ(x), on peut associer deux sous-espaces orthogonaux
U (x) etV (x). Le sous-espaceV (x) est défini comme l’enveloppe linéaire

V (x) = lin {∂φ(x)−g} (9.11)
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où g ∈ ∂φ(x) est un sous-gradient arbitraire. Le sous-espaceU (x) est le com-
plément orthogonal deV (x). Ces deux sous-ensembles sont définis de sorte que
le sous-espaceU (x) soit l’espace affin de la plus grande dimension dans lequel
la fonction devient différentiable enx. Les nomsU et V des deux ensembles
résultent de cette propriété : le graphisme de la lettreU évoque une vallée diffé-
rentiable tandis que celui de la lettreV présente un angle.

Si la décompositionU V est appliquée pour l’analyse de la fonctionφ(x) ré-
duite au sous-espace des variables libresW (k)⊥, nous obtenons deux sous-espaces
orthogonauxU (k) etV (k) qui sont eux-mêmes orthogonaux au sous-espaceW (k).

Le sous-espaceV (k) est donc défini comme

V (k) = lin
{

∂φ(x(k))−g(k)
}
∩W (k)⊥ (9.12)

où g(k) ∈ ∂φ(x(k)) est un sous-gradient arbitraire. Le sous-espaceU (k) est simple-
ment le complément orthogonal deV (k) dansW (k)⊥, i.e. tel queU (k) ⊕V (k) =
W (k)⊥.

En tenant compte de la forme particulière (9.3) et (9.5) deφ(x), un sous-
différentiel peut être facilement caractérisé. Le sous-différentiel∂φ(x(k)) est l’en-
semble de tous les sous-gradients en un point donnéx(k). Le sous-différentiel
d’une somme de fonctions convexes est la somme cartésienne de ses sous-diffé-
rentiels. Le sous-gradient des fonctions quadratiques parmorceaux max(0,φi(x))
au pointx(k) s’écrit

∂ max[0,φi(x
(k))] =





{0} si φ(x(k)) < 0,

{λ∇xφi(x(k)) : λ ∈ [0,1]} si φ(x(k)) = 0,

{∇xφi(x(k))} si φ(x(k)) > 0.

(9.13)

Si nous définissons les trois ensembles d’indices

N (k) = { j : φ j(x
(k)) < 0, j = 1, . . . ,m}, (9.14)

Z (k) = { j : φ j(x
(k)) = 0, j = 1, . . . ,m}, (9.15)

P (k) = { j : φ j(x
(k)) > 0, j = 1, . . . ,m}, (9.16)

le sous-différentiel deφ(x) au pointx(k) peut s’écrire

∂φ(x(k)) =

{
∇xφ0(x

(k))+ ∑
i∈P (k)

∇xφi(x
(k))+ ∑

i∈Z (k)

λi∇xφi(x
(k)) : λi ∈ [0,1]

}
.

(9.17)
Le vecteur

g(k) = ∇xφ0(x
(k))+ ∑

i∈P (k)

∇xφi(x
(k)) (9.18)
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est un sous-gradient particulier de∂φ(x(k)). Conformément à sa définition (9.12),
le sous-espaceV (k) s’écrit donc

V (k) = lin

{

∑
i∈Z (k)

λi∇xφi(x
(k)) : λi ∈ [0,1]

}
∩W (k)⊥. (9.19)

L’enveloppe linéaire d’un espace formulé de la sorte est très simple à obtenir :
il suffit d’autoriser toutes les valeurs réelles pour les coefficients λi . En tenant
compte de (9.5), nous obtenons

V (k) =

{

∑
i∈Z (k)

λi g
(k)
i : λi ∈ R

}
∩W (k)⊥. (9.20)

avec
g(k)

i = Aix
(k) +ai . (9.21)

Dans les sous-espacesW (k), V (k) et U (k), trois matricesW(k), V(k) et U (k)

constituées de vecteurs de base orthonormés peuvent être construites. Ces ma-
trices, respectivement de dimensionn×dimW (k), n×dimV (k) et n×dimU (k),
sont obtenues grâce à un algorithme d’orthonormation en utilisant la matriceG(k)

de dimensionn×|Z (k)| formée par les vecteursg(k)
i pour lesquelsi ∈ Z (k), i.e.

G(k) =
(

g(k)
i

)
i∈Z (k)

. (9.22)

Pour ce faire, il convient d’opérer une factorisation QR surla matrice composée
par blocs(W(k) G(k)) de sorte que

(
W(k) G(k)

)
= Q(k)R(k)P(k) (9.23)

où Q(k) est une matrice carrée orthogonale de dimensionn×n, R(k) une matrice
triangulaire supérieure de dimensionn× (dimW (k) + |Z (k)|) et P(k) une matrice
de permutation carrée de dimension dimW (k) + |Z (k)|. Cette expression peut être
décomposée par blocs

(
W(k) G(k)

)
=

(
IdimW (k) G̃(k)

0 Ḡ(k)

)
(9.24)

où G̃(k) et Ḡ(k) sont des matrices de|Z (k)| colonnes. Les éléments de la décompo-
sition QR s’écrivent, quant à eux,

Q(k) =

(
IdimW (k) 0

0 Q̄(k)

)
, (9.25)

R(k) =

(
IdimW (k) G̃(k)P̄(k)

0 R̄(k)

)
, (9.26)

P(k) =

(
IdimW (k) 0

0 P̄(k)

)
. (9.27)
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La décomposition QR complète peut donc être exprimée avec les éléments de
décomposition QR dēG(k) puisqueḠ(k) = Q̄(k)R̄(k)P̄(k). Notons queP̄(k) est une
matrice de permutation carrée de dimension|Z (k)| telle que la condition de dé-
croissance diagonale

∣∣∣ [R̄(k)]1,1

∣∣∣≥
∣∣∣ [R̄(k)]2,2

∣∣∣≥ . . . ≥
∣∣∣[R̄(k)]ℓ(k),ℓ(k)

∣∣∣ (9.28)

soit satisfaite. L’entier positifℓ(k) est défini comme le plus petit des deux entiers
positifs |Z (k)| et n̄(k). Dans la suite de ce chapitre, nous supposerons qu’aucune
permutation n’est nécessaire. Ceci peut se faire sans pertede généralité puisque
l’ordre des colonnes constituant la matrice (9.22) n’a pas été imposé. La matrice
de permutation est donc égale à la matrice identitéP̄(k) = I|Z (k)| et la décomposition
QR s’écrit

Q(k) =

(
IdimW (k) 0

0 Q̄(k)

)
, (9.29)

R(k) =

(
IdimW (k) G̃(k)

0 R̄(k)

)
. (9.30)

La dimension du sous-espaceV (k) correspond au rang de la matricēR(k), i.e.
le plus grand entieri tel que3

∣∣∣[R̄(k)]i,i

∣∣∣> 0. (9.31)

La matriceQ(k) peut dès lors être découpée en trois matricesW(k), V(k) etU (k),

Q(k) =
(
W(k) V(k) U (k)

)
=

(
IdimW (k) 0 0

0 V̄(k) Ū (k)

)
(9.32)

avec
Q̄(k) =

(
V̄(k) Ū (k)

)
. (9.33)

La propriété d’orthogonalité deQ(k) mène aisément à l’expression suivante



W(k)TW(k) W(k)TV(k) W(k)TU (k)

V(k)TW(k) V(k)TV(k) V(k)TU (k)

U (k)TW(k) U (k)TV(k) U (k)TU (k)


= In (9.34)

ou (
V̄(k)TV̄(k) V̄(k)TŪ (k)

Ū (k)TV̄(k) Ū (k)TŪ (k)

)
=

(
IdimV (k) 0

0 IdimU (k)

)
. (9.35)

3Naturellement, les implémentations pratiques utilisent en réalité un petit seuil positifε en lieu
et place de zéro.



9.1. TROIS SOUS-ESPACES ORTHOGONAUX. 177

L’orthogonalité deU (k) par rapport àV (k) conjuguée à sa définition (9.20) nous
donne, quant à elle, l’expression

g(k)T
i U (k) = 0 pouri ∈ Z (k) (9.36)

ou
ḡ(k)T

i Ū (k) = 0 pouri ∈ Z (k). (9.37)

Pour rappel, les vecteurs ¯g(k)
i sont le résultat de la décomposition par blocs (9.8)

deg(k)
i .

Exemple 9.1 Afin d’illustrer les espacesU (k), V (k) etW (k), envisageons la fonc-
tion φ(x) de trois variables

φ(x) = −x1

2
−x2−x3

︸ ︷︷ ︸
φ0(x)

+max[0,x2
2+x2

3−1︸ ︷︷ ︸
φ1(x)

]+max[0,x2
2+x2

3 +2x3−3︸ ︷︷ ︸
φ2(x)

] (9.38)

au point x(k) = (0,0,1). Supposons que seule la contrainte de borne inférieure
pour la troisième variable x1 soit active, i.e.[xL]1 = 0.

Une seule contrainte de borne étant active, la dimension de l’espaceW (k) est
égale à l’unité et la dimension de travail(9.7) est égale à deux. La matrice W(k)

est donc le vecteur colonne(1 0 0)T .
Vérifiant queφ1(x(k)) = 0 et φ2(x(k)) = 0, nous obtenons

Z (k) = {1,2} (9.39)

tandis que les ensemblesN (k) et P (k) sont vides. Nous pouvons alors construire
la matrice G(k) de dimension n×|Z (k)| constituée des gradients(9.21)

G(k) =




0 0
0 0
2 4



 (9.40)

dont on extrait la matrice de dimension̄n(k) ×|Z (k)|

Ḡ(k) =

(
0 0
2 4

)
. (9.41)

La décomposition QR dēG(k) nous donne

Ḡ(k) = Q̄(k)R̄(k) =

(
0 1
1 0

)(
2 4
0 0

)
. (9.42)
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La matrice R(k) est de rang un, l’espaceV (k) est donc également de dimension
un. La première colonne dēQ(k) constitue la matricēV(k) alors que la deuxième
est la matriceŪ (k). Les matrices V(k) et U(k) correspondantes sont respectivement
(0 0 1)T et (0 1 0)T .

La fonctionφ(x) est représentée sur le premier graphique de la figure 9.1 pour
une valeur constante x1 = 0. Pour cet exemple, les espacesU (x(k)) etV (x(k)) cor-
respondants sont représentés par des lignes parallèles auxaxes tandis queW (k)

devrait être une ligne droite perpendiculaire au plan de la feuille et passant par
x(k). Les valeurs de la fonctionφ(x) dans ces sous-espaces peuvent être représen-
tées (voir figure 9.1) en fonction du paramètreξ

x(ξ) = x(k) +ξei (9.43)

où ei est eU , eV ou eW , des vecteurs unitaires dans les espacesU (x(k)),V (x(k)) et
W (x(k)). Nous constatons que les tracés des deux premières fonctions présentent,
au voisinage du point x(k), un graphisme se rapprochant respectivement de celui
des lettresU et V . Remarquons que la fonction ainsi obtenue n’est pas partout
différentiable dans l’espaceV alors qu’elle l’est dans l’espaceU .

9.2 Directions de descente.

L’algorithme proposé est basé sur l’obtention de différentes directions de des-
cente. Ces directions se calculent sur base d’une fonction approchéeϕ(k)(x) qui
est parfaitement égale àφ(x) dans un voisinage (suffisamment petit) de l’itéréx(k)

ϕ(k)(x) = φ0(x)+ ∑
i∈P (k)

φi(x)+ ∑
i∈Z (k)

max[0,φi(x)] . (9.44)

Cette fonction approchée est construite pour éliminer un maximum des disconti-
nuités possibles dans les dérivées. Les termes de la fonction (9.3) sont remplacés
par :

– la fonction identiquement nulle siφ j(x(k)) < 0, c’est-à-dire sij ∈ N (k) (la
contrainte correspondante (9.2) est satisfaite) ;

– parφ j(x) si φ j(x(k)) > 0, c’est-à-dire sij ∈ P (k) (la contrainte correspon-
dante (9.2) est violée) ; ou

– par max[0,φi(x)] si φ j(x(k)) = 0, c’est-à-dire sij ∈ Z (k) (la contrainte cor-
respondante (9.2) est active).

Nous ne conservons donc intacts que les termes provoquant effectivement une
« cassure de pente» deφ(x) enx(k), les autres sont remplacés par un terme conti-
nûment dérivable.
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FIG. 9.1 – Figure du haut : illustration des espacesU (trait épais discontinu) etV
(trait épais continu) au pointx(1) = (0,0,1) pour la fonction (9.38) dans le planx1 = 0.
Figure du bas : représentations de la fonction le long des espacesU (trait discontinu),
V (trait discontinu) etW (trait pointillé).
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Exemple 9.2 Afin d’illustrer le concept de fonction approchéeϕ(k), envisageons
la fonctionφ(x) de trois variables(9.38)représentée sur le premier graphique de
la figure 9.1 dans le plan x1 = 0. La fonction approchéeϕ(1)(x) correspondant au
point x(1) = (0,0,1) est égale àφ(x) en tout point deR3. En effet,φ1(x(1)) = 0 et
φ2(x(1)) = 0 et l’ensembleZ (1) = {1,2} et les ensemblesP (1) etN (1) sont vides.
Pour d’autres points, la situation est différente.

Au point x(2) = (0,0,2) pour lequel les deux fonctionsφ1 etφ2 sont strictement
négatives, l’application de la définition(9.44)permet de conclure que la fonction
approchéeϕ(2)(x) est égale àφ0(x), comme l’illustre le deuxième graphique de
la figure 9.2. Remarquons queφ(x) et ϕ(2)(x) sont bel et bien égales dans un
voisinage de x(2), voisinage qui s’étend à l’ensemble des points pour lesquels
φ1(x) et φ2(x) est strictement négatives.

De la même manière, la fonction approchéeϕ(3)(x) correspondant au point
x(3) = (0,0,−1) s’écrit

ϕ(3)(x) = φ0(x)+max[0,φ1(x)] (9.45)

puisqueφ1(x(3)) = 0 s’annule etφ2(x(3)) < 0. La fonctionϕ(3)(x) ainsi que les
fonctionsϕ(4)(x), ϕ(5)(x) et ϕ(6)(x) correspondant respectivement aux points

x(4) = (0,0,−2), x(5) = (0,0,−3) et x(6) = (0,0,−4)

sont représentées à la figure 9.2.

Chaque fonction quadratiqueφi(x) peut être écrite autour dex(k)

φi(x) = φi(x
(k))+sTg(k)

i +
1
2

sTAis (9.46)

où s = x− x(k). Notons queφi(x(k)) = 0 quandi ∈ Z (k), par définition de l’en-
sembleZ (k). Notre but est de trouver une direction de descentes(k) pour φ(x).
Nous prouvons aisément ques(k) est une direction de descente pourφ(x) si et
seulement si elle l’est également pourϕ(k)(x). Ce problème sera envisagé dans
chacun des sous-espacesU (k), V (k) etW (k).

9.2.1 La direction de descente enU (k).

Si nous restreignons le choix de la direction de descente dans le sous-espace
U (k), le vecteurs doit nécessairement être de la formes= U (k)u où u∈ R

dimU (k)
.

En tenant compte des expressions (9.36) et (9.46), la restriction dansU (k) de la
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FIG. 9.2 – Représentation, dans le planx1 = 0, de la fonction approchéeϕ(k)(x)
de (9.38) pour les six points marqués d’une croix. Les lignespointillées indiquent les
arêtes. La croix encerclée désigne le pointx(k) autour duquel la fonctionϕ(k) a été
construite. Constatons que la première figure représente à la fois les fonctionφ(x) et
ϕ(1)(x) puisque ces deux fonctions sont égales en tout point.
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fonction (9.44) peut être écrite sous la forme

ϕ(k)
U (u) = ϕ(k)(x(k) +U (k)u)

= φ(x(k))+g(k)T
0 U (k)u+

1
2

uT U (k)TA0U
(k) u

+ ∑
i∈P (k)

g(k)T
i U (k)u+ ∑

i∈P (k)

1
2

uTU (k)TAiU
(k)u

+ ∑
i∈Z (k)

max

(
0,

1
2

uT U (k)TAiU
(k) u

)
. (9.47)

Notons queuTU (k)TAiU (k)u≥ 0 en raison de la semi-définie positivité deAi . En
conséquence, les fonctions maximum dans (9.47) sont toujours égales à leur se-

cond argument etϕ(k)
U (u) est une fonction quadratique qui peut s’écrire simple-

ment

ϕ(k)
U (u) = φ(x(k))+uTa(k)

U +
1
2

uTA(k)
U u (9.48)

où

a(k)
U = U (k)T

(
g(k)

0 + ∑
i∈P (k)

g(k)
i

)
= U (k)Tg(k) (9.49)

et

A(k)
U = U (k)T

(
A0+ ∑

i∈P (k)

Ai + ∑
i∈Z (k)

Ai

)
U (k) = U (k)TA(k)U (k). (9.50)

Nous définissonss(k)
U , la direction de descente enU (k), comme le produit

U (k)u(k) avec

u(k) ∈ argmin
u

ϕ(k)
U (u) (9.51)

s. c. U (k)u≥ xL −x(k), (9.52)

U (k)u≤ xU −x(k). (9.53)

Les contraintes (9.52) et (9.53) constituent une transposition des contraintes de
bornes (9.4) dans le sous-espaceU (k). Toutefois, les contraintes de bornes actives
ne doivent pas entrer en ligne de compte puisque le sous-espaceU (k) est orthogo-
nal àW (k), les contraintes (9.52) et (9.53) peuvent donc être reformulées

Ū (k)u ≥ x̄L − x̄(k), (9.54)

Ū (k)u ≤ x̄U − x̄(k). (9.55)

Le problème (9.51) est quadratique, convexe et linéairement contraint et la litté-
rature scientifique regorge de méthodes efficaces pour le résoudre (e.g.voir Flet-
cher [31] ou Boland [4]).
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Exemple 9.3 Calculons la direction de descente enU (k) du problème(9.38)au-
quel nous ajoutons les contraintes de bornes




0
−3
−2



≤ x≤




2
3
4



 . (9.56)

L’itéré courant est x(k) = (0,0,1) et la contrainte de borne inférieure sur la pre-
mière composante est active. Pour obtenir la direction de descente enU (k), il suffit
de construire

g(k) = g0 =




−1/2
−1
−1


 , (9.57)

a(k)
U =

(
0 1 0

)



−1/2
−1
−1


= −1 (9.58)

et

A(k) =




0 0 0
0 0 0
0 0 0


+




0 0 0
0 2 0
0 0 2


+




0 0 0
0 2 0
0 0 2


=




0 0 0
0 4 0
0 0 4


 (9.59)

puis

A(k)
U =

(
0 1 0

)



0 0 0
0 4 0
0 0 4








0
1
0



= 4. (9.60)

La direction de descente recherchée est dès lors

s(k)
U =




0
1/4
0


 (9.61)

puisque u(k) = 1/4 est l’argument minimum de la fonction

ϕ(k)
U (u) = −1−u+2u2 (9.62)

soumis aux contraintes
(

1
0

)
u≥

(
−3
−2

)
et

(
1
0

)
u≤

(
3
4

)
, (9.63)

i.e.−3≤ u≤ 3.
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9.2.2 La direction de descente enV (k).

Une direction dans le sous-espaceV (k) s’écrit s = V(k)v avecv ∈ R
dimV (k)

.
Nous pouvons, de la même manière que dans le sous-espaceU (k), développer
chaque fonctionφi(x) sous la forme (9.46) de sorte que la fonction (9.44) devienne

ϕ(k)
V

(v) = ϕ(k)(x(k) +V(k)v)

= φ(x(k))+vTa(k)
V

+
1
2

vTA(k)
V

v

+ ∑
i∈Z (k)

max

(
0,vTV(k)Tg(k)

i +
1
2

vTV(k)TAiV
(k)v

)
(9.64)

où

a(k)
V

= V(k)T

(
g(k)

0 + ∑
i∈P (k)

g(k)
i

)
= V(k)Tg(k), (9.65)

A(k)
V

= V(k)T

(
A0 + ∑

i∈P (k)

Ai

)
V(k). (9.66)

La direction de plus grande pentev(k) pour cette fonction non-différentiable est
obtenue en prenant l’opposé du sous-gradient

∂ϕ(k)
V

(0) =

{
a(k)
V

+ ∑
i∈Z (k)

[l ]i V
(k)Tg(k)

i : [l ]i ∈ [0,1]

}
(9.67)

de norme minimale (voir section 3.1). Construisons la matriceG(k)
V

de dimension

(dimV (k) ×|Z (k)|) formée en prenant les vecteursV(k)Tg(k)
i , i ∈ Z (k) comme co-

lonnes
G(k)
V

=
(
V(k)Tg(k)

i

)

i∈Z (k)
= V(k)TG(k). (9.68)

Chaque sous-gradient au pointv = 0 peut s’écrire

a(k)
V

+G(k)
V

l (9.69)

où le vecteurl ∈ R
|Z (k)|. Le sous-gradient de norme minimale est donc obtenu

comme solution du problème d’optimisation

l (k) ∈ argmin

(
lTG(k)T
V

a(k)
V

+
1
2

lTG(k)T
V

G(k)
V

l

)
, (9.70)

s. c. 0≤ l ≤ 1. (9.71)
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Ce problème est convexe, quadratique et soumis à des contraintes linéaires : il
peut être résolu de la même manière que (9.51). Ladirection de descente enV (k)

est alors la direction dansRn qui correspond àv(k), l’opposé du sous-gradient de
norme minimum

s(k)
V

= V(k)v(k) = −V(k)
(

a(k)
V

+G(k)
V

l (k)
)

. (9.72)

Exemple 9.4 Calculons la direction de descente enV (k) du problème(9.38) à
l’itéré x(k) = (0,0,1). Comme précédemment, la contrainte de borne inférieure
sur la première composante est active. Pour obtenir la direction de descente en
V (k), il suffit de construire

a(k)
V

=
(

0 0 1
)



−1/2
−1
−1


= −1 (9.73)

et la matrice

G(k)
V

=


( 0 0 1

)



0
0
2


 (

0 0 1
)



0
0
4




=

(
2 4

)
. (9.74)

La norme à minimiser d’un sous-gradient quelconque s’écritdonc

lT
(

−2
−4

)
+

1
2

lT
(

4 8
8 16

)
l (9.75)

sous les contraintes0≤ l ≤ 1. Le minimum est notamment obtenu pour

l (k) =

(
1/2
0

)
(9.76)

et la direction de descente correspondante est

s(k)
V

= −




0
0
1



(
−1+

(
2 4

)( 1/2
0

))
=




0
0
0


 . (9.77)

Comme attendu, il n’y a donc pas de descente possible dans l’espaceV (k) (voir
figure 9.1).
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9.2.3 La direction de descente enW (k).

De manière tout à fait similaire à la direction de descente enV (k), une direc-
tion de descente dans le sous-espaceW (k) s’exprime sous la formes= W(k)w où
w ∈ R

dimW (k)
. En exprimant à nouveau chaque fonctionφi sous la forme (9.46),

la fonction (9.44) devient

ϕ(k)
W

(w) = ϕ(k)(x(k) +W(k)w)

= φ(x(k))+wTa(k)
W

+
1
2

wTA(k)
W

w

+ ∑
i∈Z (k)

max

(
0,wTW(k)Tg(k)

i +
1
2

wTW(k)TAiW
(k)w

)
(9.78)

où

a(k)
W

= W(k)T

(
g(k)

0 + ∑
i∈P (k)

g(k)
i

)
= W(k)Tg(k), (9.79)

A(k)
W

= W(k)T

(
A0 + ∑

i∈P (k)

Ai

)
W(k). (9.80)

La direction de plus grande pentew(k) pour cette fonction non-différentiable est
obtenue en prenant l’opposé du sous-gradient dont la norme est minimale (voir
section 3.1)

∂ϕ(k)
W

(0) =

{
a(k)
W

+ ∑
i∈Z (k)

[t]i W
(k)Tg(k)

i : [t]i ∈ [0,1]

}
. (9.81)

Construisons la matriceG(k)
W

de dimension(dimW (k) × |Z (k)|) formée par les

vecteursW(k)Tg(k)
i , i ∈ Z (k)

G(k)
W

=
(
W(k)Tg(k)

i

)
i∈Z (k)

= W(k)TG(k). (9.82)

Chaque sous-gradient peut s’écrirea(k)
W

+G(k)
W

t oùt ∈R
|Z (k)|. Le gradient de norme

minimum est obtenu en résolvant le problème d’optimisation

t(k) ∈ argmin

(
tTG(k)T
W

a(k)
W

+
1
2

tTG(k)T
W

G(k)
W

t

)
, (9.83)

s. c. 0≤ t ≤ 1. (9.84)
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C’est un problème convexe, quadratique et linéairement contraint. La direction de
descente enW (k) est l’opposé de la direction correspondant à ce sous-gradient

s(k)
W

= W(k)w(k) = −W(k)
(

a(k)
W

+G(k)
W

t(k)
)

. (9.85)

Exemple 9.5 Calculons la direction de descente enW (k) pour le problème(9.38)
à l’itéré x(k) = (0,0,1). Comme précédemment, la contrainte de borne inférieure
sur la première composante est active. Pour obtenir la direction de descente en
W (k), il suffit de construire

a(k)
W

=
(

1 0 0
)



−1/2
−1
−1


= −1/2 (9.86)

et la matrice

G(k)
W

=


( 1 0 0

)



0
0
2


 (

1 0 0
)



0
0
4




=

(
0 0

)
. (9.87)

La norme à minimiser d’un sous-gradient quelconque s’écritdonc

tT
(

0
0

)
+

1
2

tT
(

0 0
0 0

)
t (9.88)

sous les contraintes0≤ t ≤ 1. Le minimum est notamment obtenu pour

t(k) = (0 0)T (9.89)

et la direction de descente correspondante est

s(k)
W

= −




1
0
0



(
−1/2+

(
0 0

)( 0
0

))
=




1/2
0
0


 . (9.90)

9.3 Description d’une itération de base.

L’algorithme se base sur une approche relativement simple.Pour un itéréx(k),
les directions de descente enU (k), V (k) et W (k) sont calculées et explorées si
celles-ci s’avèrent non-nulles.

Nous avons déjà signalé dans la section 9.1.1 que les contraintes de bornes
étaient prises en compte grâce à une stratégie de contraintes actives. L’initialisa-
tion de l’ensemble des contraintes actives est simplement effectuée en inspectant
l’estimation de départx(0). Si une des composantes dex(0) correspond à une de
ses bornesxL ouxU , la contrainte estactivée, ce qui signifie que cette composante
est bloquée jusqu’à nouvel ordre.
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Algorithme 9.1 Le schéma simplifié d’une itération de l’algorithme est le sui-
vant.

Étape 1 : Identification des arêtes actives.Construire les ensemblesN (k), Z (k)

etP (k).

Étape 2 : Calcul de la direction de descente enV (k). Si elle est nulle, passer à

l’étape 3. Sinon, effectuer une recherche linéaire dans la direction s(k)
V

en se
basant sur la fonction exacte(9.3)et passer à l’étape 5.

Étape 3 : Calcul de la direction de descente enU (k). Si elle est nulle, passer à

l’étape 4. Sinon, effectuer une recherche linéaire dans la direction s(k)U en se
basant sur la fonction exacte(9.3)et passer à l’étape 5.

Étape 4 : Calcul de la direction de descente enW (k). Utiliser s(k)
W

pour désac-

tiver une contrainte de borne, modifier les espacesU (k), V (k) etW (k) en
conséquence et retourner à l’étape 2. S’il n’est pas possible de désactiver
une contrainte de borne, stopper l’algorithme.

Étape 5 : Évaluation des contraintes de bornes à activer.C’est la fin de l’ité-
ration, poser k:= k+1, retour à l’étape 1 pour l’itération suivante.

La première étape d’une itération de base est d’identifier les arêtesactives.
Le termearêtedésigne les espaces de dimension inférieure àn pour lesquels une
ou plusieurs fonctionsφi(x) (pour i = 1, . . . ,n) sont nulles. L’évaluation de ces
fonctions permet de construire les ensemblesN (k), Z (k) et P (k) qui reprennent
les indices des fonctionsφi(x) respectivement positives, nulles et négatives. En
pratique, cette répartition est évidemment effectuée à unecertaine tolérance près.

L’algorithme repose sur une exploration successive des sous-espacesV (k),

U (k) etW (k) en calculant les trois directions de descentes(k)
V

, s(k)
U et s(k)

W
. Mais

pourquoi dans cet ordre ? En s’inspirant des stratégies de contraintes actives, il
nous est apparu plus sûr de n’autoriser la désactivation d’une arête que dans le
cas où l’algorithme avait atteint un point stationnaire dans l’espace des arêtes ac-

tives. Le calcul des(k)
W

qui sert à la mise à jour de l’ensemble des arêtes actives est

donc effectué en dernier. Restent les sous-espacesU (k) et V (k). Le sous-espace
U (k) est tangent aux arêtes actives alors que le sous-espaceV (k) leur est ortho-

gonal. Pour un itéréx(k) donné, dans le cas où deux directions de descentes(k)
U et

s(k)
V

sont non nulles, faut-il privilégier un déplacement tangent ou orthogonal aux
arêtes actives ? La piste qui a été choisie a été la seconde. Eneffet, il nous est ap-
paru moins efficace de se déplacer tangentiellement à une arête qu’il conviendra
sans doute de quitter par la suite puisqu’une direction de descente orthogonale à

celle-ci existe. Bien entendu, le fait ques(k)
V

= 0 n’est en rien une garantie que
l’ensemble des arêtes actives à l’optimum a été identifié mais quelques tests nu-
mériques ont confirmé notre intuition.
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Exemple 9.6 Reprenons le problème(9.38)à l’itéré x(0) = (0,0,1), la contrainte
de borne inférieure sur la première composante est considérée comme active.
Comme nous l’avons vu aux exemples 9.3, 9.4 et 9.5, les trois directions de des-
centes sont

s(0)
U =




0
1/4
0


 , s(0)

V
=




0
0
0


 et s(0)

W
=




1/2
0
0


 . (9.91)

La direction de descente enV (0) étant nulle, une recherche linéaire est effectuée

dans la direction s(0)
U . Si la direction de descente enU (0) avait également été nulle,

l’examen du signe de la première composante de la direction s(0)

W
nous aurait

amené à désactiver la contrainte de borne[xL]1 = 0.

La recherche linéaire effectuée dans la direction s(0)
U aboutit à l’itéré

x(1) =




0
1/4
1


 . (9.92)

L’ensembleZ (1) est vide puisque les deux fonctionsφ1 et φ2 ont une valeur posi-
tive en x(1). La fonction approchée est dès lors

ϕ(1)(x) = φ0(x)+φ1(x)+φ2(x)

= −4+
x1

2
−x2 +x3+2x2

2 +2x2
3. (9.93)

Puisque l’espaceV (1) est de dimension nulle, la direction correspondante est
nulle et le calcul de la direction de descente enU (1) donne

s(1)
U =




0
0

−5/4



 . (9.94)

La recherche linéaire dans cette direction aboutit à l’itéré

x(2) =




0
1/4√
15/4


 (9.95)

qui est situé sur une seule des deux arêtes puisqueφ1(x(2)) = 0 et φ2(x(2)) < 0.
Les itérations suivantes se feront tangentiellement à l’arête immédiatement suivies
par un retour vers celle-ci (voir figure 9.3).
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FIG. 9.3 – Illustration du comportement de l’algorithmeUVQCQP de base. Repré-
sentation, dans le planx1 = 0, de la fonction (9.38). Les lignes pointillées indiquent
les arêtes. La recherche linéaire effectuée dans la direction s(0)

U aboutit sur l’itéréx(1).
Puisque l’espaceV (1) est de dimension nulle, la direction de descente enU (1) aboutit
sur l’itéréx(2) situé sur une arête. L’itération suivante est tangentielleà celle-ci et est
immédiatement suivie par une itération jouant le rôle d’unecorrection pour ramener
l’algorithme vers la dite arête.

Les itérations qui suivent convergeront vers le point

x =




0√
2/2√
2/2


 (9.96)

pour lequel sV = 0, sU = 0 et qui est donc l’optimum4 dans le plan x1 = 0. La
direction de descente enW , quant à elle, sera

sW =




1/2
0
0


 . (9.97)

Sa première composante est positive alors que la variable correspondante est im-
mobilisée sur sa contrainte de borne inférieure. Dès lors, il convient de désactiver
cette contrainte de borne et de recommencer une itération.

9.3.1 Calcul pratique des directions de descente.

Le calcul des différentes directions de descente est conditionné par la décom-
position QR (9.29). Or cette décomposition un peu particulière dépend de la dé-

4En pratique, la suite d’itérés devra évidemment être interrompue lorsque les normes eucli-
diennes seront majorées par une certaine tolérance définiea priori.
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composition QR de la matrice

Ḡ(k) = Q̄(k)R̄(k) (9.98)

où R̄(k) est conforme à la condition (9.28). Cette décomposition permet également
de déterminer le rang dēR(k) qui est la dimension de l’espaceV (k). Pour rappel,
la dimension de l’espaceU (k) est facilement obtenue par

dimU (k) = n−dimW (k) −dimV (k) = n̄(k)−dimV (k). (9.99)

Dans le calcul des différentes directions de descente, toutes les multiplications par
W(k), V(k) et W(k) des sections précédentes sont exprimables en terme de multi-
plications parQ̄(k). Ceci nous permet d’effectuer toutes les multiplications néces-
saires en utilisant la décomposition de Householder de la matrice orthogonalēQ(k)

sans avoir à construire explicitement les matricesQ(k) ou Q̄(k) (voir [62]).

Par exemple, les définitions (9.49), (9.65) et (9.79) dea(k)
U , a(k)
V

eta(k)
W

peuvent
s’écrire 


a(k)
W

a(k)
V

a(k)
U


= Q(k)T

(
g(k)

0 + ∑
i∈P (k)

g(k)
i

)
(9.100)

qui peut s’exprimer par blocs
(

a(k)
V

a(k)
U

)
= Q̄(k)T

(
ḡ(k)

0 + ∑
i∈P (k)

ḡ(k)
i

)
= Q̄(k)T ḡ(k) (9.101)

et
a(k)
W

= g̃(k)
0 + ∑

i∈P (k)

g̃(k)
i = g̃(k). (9.102)

9.3.2 Calcul de la direction de descente enV (k).

Si dimV (k) 6= 0, nous calculons la direction de descente enV (k). En tenant
compte des définitions (9.68) et (9.82) des matricesG(k)

V
et G(k)
W

, celles-ci appa-
raissent lorsqu’on effectue le produit par blocs

Q(k)T
(
W(k) G(k)

)
=




W(k)T

V(k)T

U (k)T



(
W(k) G(k)

)
=




IdimW (k) G(k)
W

0 G(k)
V

0 0


 . (9.103)

D’autre part, ce produit peut également s’écrire

Q(k)T
(
W(k) G(k)

)
= Q(k)TQ(k)R(k) = R(k) =

(
IdimW (k) G̃(k)

0 R̄(k)

)
(9.104)
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En comparant (9.103) et (9.104), il apparaît queG(k)
W

= G̃(k) et queG(k)
V

peut être

extraite directement dēR(k) puisque
(

G(k)
V
0

)
= R̄(k). (9.105)

Nous pouvons constater que les équations (9.70) et (9.72) nedemandent, pour
le calcul de la direction de descente enV (k), que le calcul des quatre produits

V(k)G(k)
V

, G(k)T
V

a(k)
V

, V(k)a(k)
V

etG(k)T
V

G(k)
V

. Le premier d’entre eux peut se dévelop-
per de la manière suivante

V(k)G(k)
V

=
(

V(k) U (k)
)
(

G(k)
V
0

)

=

(
0 0

V̄(k) Ū (k)

)
R̄(k)

=

(
0

Q̄(k)

)
R̄(k) =

(
0

Ḡ(k)

)
(9.106)

et le deuxième, en tenant compte de (9.101), s’écrit

G(k)T
V

a(k)
V

=
(

G(k)T
V

0
)( a(k)

V

a(k)
U

)

= R̄(k)TQ̄(k)T ḡ(k) = Ḡ(k)T ḡ(k), (9.107)

Le produitV(k)a(k)
V

, quant à lui, peut être développé comme suit

V(k)a(k)
V

=

(
0

V̄(k)

)
a(k)
V

=

(
0

V̄(k)a(k)
V

)
. (9.108)

Le bloc inférieur peut être calculé en effectuant une multiplication parQ̄(k)

V̄(k)a(k)
V

=
(

V̄(k) Ū (k)
)
(

a(k)
V
0

)
= Q̄(k)

(
a(k)
V
0

)
. (9.109)

Le dernier produitG(k)T
V

G(k)
V

est aisément obtenu en égalant la matrice (9.103)
multipliée par sa transposée et la matrice (9.104) également multipliée par sa
transposée

(
IdimW (k) G̃(k)

G̃(k)T G̃(k)TG̃(k) + R̄(k)TR̄(k)

)
=

(
IdimW (k) G(k)

W

G(k)T
W

G(k)T
W

G(k)
W

+G(k)T
V

G(k)
V

)
,
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ce qui nous donne

G(k)T
V

G(k)
V

= R̄(k)TR̄(k). (9.110)

Le problème (9.70) peut donc s’écrire

l (k) ∈ argmin

(
lTḠ(k)T ḡ(k) +

1
2

lTḠ(k)TḠ(k)l

)
, (9.111)

s. c. 0≤ l ≤ 1. (9.112)

Constatons que ces différents calculs peuvent être effectués sans avoir à construire

explicitement la matricēQ(k). Si la direction de descentes(k)
V

est non-nulle, une

recherche linéaire est effectuée pour obtenir l’itéré suivantx(k+1), qui servira de
base à une nouvelle itération.

9.3.3 Calcul de la direction de descente enU (k).

Si la directions(k)
V

est nulle (ou si dimV (k) = 0) et si dimU (k) 6= 0, nous ef-

fectuons le calcul de la direction de descente enU (k). Ceci nécessite la résolution
du problème (9.51) soumis aux contraintes (9.54) et (9.55).La matriceŪ (k) appa-
raissant dans ces contraintes peut être obtenue en effectuant le produit

Q̄(k)
(

0
IdimU (k)

)
= Ū (k). (9.113)

La matriceA(k)
U , définie par l’expression (9.50), peut s’exprimer en décomposant

A(k) par blocs

A(k)
U = U (k)TA(k)U (k)

=
(

0 Ū (k)T
)( Ã(k) Â(k)

Â(k)T Ā(k)

)(
0

Ū (k)

)

= Ū (k)TĀ(k)Ū (k) (9.114)

et ce dernier produit peut être extrait de l’expression

Q̄(k)T Ā(k)Q̄(k) =

(
V̄(k)T

Ū (k)T

)
Ā(k) ( V̄(k) Ū (k)

)
(9.115)

=

(
V̄(k)T Ā(k)V̄(k) V̄(k)TĀ(k)Ū (k)T

Ū (k)TĀ(k)V̄(k) Ū (k)TĀ(k)Ū (k)

)
. (9.116)

À nouveau, ces différents calculs peuvent être effectués sans avoir à construire

explicitement la matricēQ(k). Si la direction de descentes(k)
U est non-nulle, une

recherche linéaire est effectuée pour obtenir l’itéré suivantx(k+1), qui servira de
base à une nouvelle itération.
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9.3.4 Calcul de la direction de descente enW (k).

Si la directionss(k)
V

(ou si dimV (k) = 0) est nulle, sis(k)
U est également nulle

(ou si dimU (k) = 0) et si dimW (k) 6= 0, nous calculons la direction de descente
enW (k). Dans le cas contraire, l’algorithme s’arête, aucune direction de descente
n’ayant pu être trouvée.

Pour calculer cette directions(k)
W

, il suffit d’examiner attentivement les équa-
tions (9.83) et (9.85). Nous pouvons constater que le calculde la direction de des-

cente enW (k), de façon similaire au calcul de la directions(k)
V

, n’exige le calcul
que des quatre produits

W(k)G(k)
W

=

(
IdimW (k)

0

)
G̃(k) =

(
G̃(k)

0

)
, (9.117)

W(k)a(k)
W

=

(
IdimW (k)

0

)
g̃(k) =

(
g̃(k)

0

)
, (9.118)

G(k)T
W

G(k)
W

= G̃(k)TG̃(k) (9.119)

et

G(k)T
W

a(k)
W

= G(k)TW(k)g̃(k)

=
(

G̃(k)T Ḡ(k)T
)( IdimW (k)

0

)
g̃(k)

= G̃(k)T g̃(k). (9.120)

Ces différents calculs peuvent être effectués sans avoir à construire explicitement

la matriceQ̄(k). Si la direction de descentes(k)
W

est non-nulle, l’algorithme évalue
si cette direction de recherche nécessite une mise à jour du caractère actif ou non
des contraintes de bornes.

Si la contrainte de borne inférieure (resp. supérieure)i estactive— ce qui
implique que[x(k)]i = [xL]i (resp.[x(k)]i = [xU ]i) — et si la composante[sW (k)]i est
strictement positive (resp. strictement négative) alors cette contrainte estcandi-
date à la désactivation. Parmi les contraintes candidates à la désactivation, celle
dont la valeur absolue|s(k)

i | est la plus grande est désactivée. La désactivation si-
multanée de plusieurs contraintes de bornes n’est ici pas autorisée, cette technique
très simple permet de se prémunir d’éventuels effets de zig-zag qui ralentissent la
convergence (voir par exemple Panier [81]). L’espaceW (k) est donc modifié et le
calcul des différentes directions de descente est à nouveaueffectué. Dans le cas
où aucune contrainte n’est candidate à la désactivation, l’algorithme stoppe etx(k)

est accepté comme solution du problème.
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L’activation de nouvelles contraintes de bornes se fait en fin d’itération, après
la recherche linéaire. Il suffit d’identifier les composantes dex(k) qui sont égales
à leur borne supérieure ou inférieure. Pour éviter de sortirdu domaine admis-
sible, l’algorithme de recherche linéaire doit donc calculer au préalable une borne

maximaleξ(k)
U qui est évaluée en prenant leξ correspondant au point où la direc-

tion de recherche croise la première des contraintes de bornes qu’elle rencontre
(la recherche linéaire sera évoquée plus en détail dans la section 9.5).

9.4 Le mode rapide.

L’itération de base décrite dans la section précédente ne permet pas d’évi-
ter l’effet Maratosdécrit à la section 8.3 pour les algorithmes SQP. Pour s’en
convaincre, il suffit de comparer le comportement de l’algorithmeUVQCQP des
figures 9.3 et 8.4, illustrant l’effet Maratos pour un algorithme de type SQP. L’ef-
fet Maratos se présente lorsque la courbure des contraintesn’est pas correctement
prise en compte. Pour cette raison, en s’inspirant des corrections du second ordre
utilisées pour les algorithmes SQP, unmode rapidea été développé.

9.4.1 Première itération en mode rapide.

Le mode rapidepeut être activé lorsque le nombre d’arêtes actives|Z (k)| est
positif tout en étant inférieur à la dimension de travail ¯n(k). Cependant, dans un
souci de simplicité, lemode rapiden’est pas activé lors de cas de dégénérescence
des arêtes, c’est-à-dire si le nombre d’arêtes actives|Z (k)| est inférieur à la dimen-
sion de l’espaceV (k) . Enfin, l’effet Maratos ne se ressent que lorsque la direction
de recherche est tangente aux contraintes (aux arêtes dans notre cas), c’est-à-dire
lorsque la recherche d’une direction de descente se fait dans le sous-espaceU (k).

L’ensemble de cette section prend donc comme hypothèse que la directions(k)
V

= 0
et que

0 < |Z (k)| = dimV (k) < n̄(k). (9.121)

Si le mode rapide est activé, nous utilisons une définition légèrement différente
de la direction de descente enU (k) : le principe de calcul reste le même mais la

matriceA(k)
U est redéfinie selon

A(k)
U = U (k)T

(
A0+ ∑

i∈P (k)

Ai + ∑
i∈Z (k)

[z(k)]iAi

)
U (k) = U (k)TA(k)U (k) (9.122)

en lieu et place de (9.50). Le vecteurz(k) est le vecteur despseudo-multiplicateurs
de Lagrange, i.e. les multiplicateurs de Lagrange correspondant aux arêtes actives
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si celles-ci étaient des contraintes. Une estimation de ce vecteur peut être obtenu
par un calcul au sens des moindre carrés

ẑ(k) ∈ argmin
z

∥∥∥ḡ(k) + Ḡ(k)z
∥∥∥

2
. (9.123)

Sachant quēG(k) = Q̄(k)R̄(k) oùR̄(k) est une matrice triangulaire supérieure de rang
maximum et de dimension ¯n(k) ×|Z (k)|, le vecteurz(k) est la solution du système
linéaire

R̄(k)ẑ(k) = −Q̄(k)T ḡ(k). (9.124)

Ce système peut, en tenant compte de (9.101), être exprimé par blocs

(
R̄(k)
V
0

)
ẑ(k) = −

(
a(k)
V

a(k)
U

)
(9.125)

où R̄(k)
V

est une matrice carrée triangulaire supérieure de dimension |Z (k)|. Pour

rappel, cette dernière est égale à dimV (k) quand le mode rapide est actif. Le calcul
des pseudo-multiplicateurs de Lagrange se limite donc à l’inversion du système
linéaire

R̄(k)
V

ẑ(k) = −a(k)
V

. (9.126)

Il est intéressant de constater que le problème (9.123) peuts’écrire

ẑ(k) ∈ argmin

(
zTḠ(k)T ḡ(k) +

1
2

zTḠ(k)TḠ(k)z

)
. (9.127)

Ce dernier est équivalent au problème (9.111) dont on ne prendrait pas en compte
les contraintes qui imposent à chacune des composantes del (k) d’appartenir à
l’intervalle [0,1]. Dans la suite de l’exposé, nous ferons cette approximation

z(k) = l (k) ≃ ẑ(k) (9.128)

où l (k) sont les valeurs obtenues lors de la détermination de la direction de re-
cherches(k)

V
. Le fait que tous les pseudo-multiplicateurs soient contraints à être

positifs a de plus l’indéniable avantage de maintenir la définie-positivité de la ma-

triceA(k)
U .

La similarité entre la nouvelle définition (9.122) et la dérivée seconde du La-
grangien (8.10) utilisé dans un problème SQP n’est évidemment pas due au ha-
sard. De façon similaire, le calcul des pseudo-multiplicateurs (9.123) est, aux no-
tations près, identique au calcul des multiplicateurs de Lagrange d’un problème
SQP classique (8.13). L’objectif est clairement de se rapprocher autant que faire
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se peut des hypothèses du théorème 8.1 qui assurent une vitesse de convergence
Q-quadratique.

Jusqu’à présent, rien n’empêche le pass(k)
U de souffrir de l’effet Maratos. Intui-

tivement, nous souhaitons donc utiliser une correction du second ordred(k) sem-
blable à celle utilisée dans les méthodes SQP. S’inspirant de la formule (8.43),
celle-ci devrait être la solution du système linéaire

G(k)Td(k) = −c(k) (9.129)

où

c(k) =




φi1(x
(k) +s(k)

U )

φi2(x
(k) +s(k)

U )
...

φi|Z (k)|
(x(k) +s(k)

U )




(9.130)

avec
Z (k) =

{
i1, i2, . . . , i|Z (k)|

}
. (9.131)

Notons que chaque composante dec(k) peut s’écrire

[
c(k)
]

j
= φi j (x

(k) +s(k)
U ) = φi j (x

(k))+g(k)
i j

s(k)
U +

1
2

s(k)T
U Ai j s

(k)
U (9.132)

La définition (9.15) de l’ensembleZ (k) permet d’affirmer que le premier terme

de (9.132) est nul. Sachant ques(k)
U = U (k)u(k), la propriété (9.36) nous permet

également de conclure à l’annulation du deuxième terme de sorte que

[
c(k)
]

j
=

1
2

s(k)T
U Ai j s

(k)
U . (9.133)

Parmi les différentes corrections du second ordre possibles, nous avons décidé

de privilégier celles qui pouvaient s’exprimerd(k) =V(k)d(k)
v , i.e.celles comprises

dans le sous-espaceV (k) pour deux raisons fort simples. La première est liée aux
contraintes de bornes. Restreindre la correction du secondordred(k) dans le sous-
espaceV (k) entraîne que le déplacement total — qui est une combinaison linéaire

des(k)
U et d(k) — reste dans le sous-espace complémentaire àW (k), ce qui signi-

fie que les contraintes de bornes qui sont actives le restent et que la stratégie de
contraintes actives n’est pas affectée. La deuxième raisonest plus pragmatique :
le système linéaire (9.129) à résoudre peut être simplifié enraison des décompo-
sitions déjà effectuées sur la matriceG(k) sur base des espacesU (k) et V (k) et
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la résolution du système (9.129) en est donc simplifiée. En effet, le membre de
gauche peut s’écrire par blocs

G(k)Td(k) = G(k)TV(k)d(k)
v (9.134)

=
(

G̃(k)T Ḡ(k)T
)(

V(k) U (k)
)
(

d(k)
v

0

)

=
(

G̃(k)T Ḡ(k)T
)( 0

Q̄(k)

)(
d(k)

v

0

)

= Ḡ(k)TQ̄(k)

(
d(k)

v

0

)
= R̄(k)TQ̄(k)TQ̄(k)

(
d(k)

v

0

)
(9.135)

=
(

R̄(k)T
V

0
)(

d(k)
v

0

)
= R̄(k)T
V

d(k)
v (9.136)

en utilisant (9.31), (9.32), (9.98) et (9.125). La correction d(k) est obtenue en in-
versant le système linéaire, inversible, carré et triangulaire inférieur

R̄(k)T
V

d(k)
v = −c(k) (9.137)

puis en effectuant le produit

V̄(k)d(k)
v =

(
V̄(k) Ū (k)

)
(

d(k)
v

0

)
= Q̄(k)

(
d(k)

v

0

)
(9.138)

pour obtenir

d(k) = V(k)d(k)
v =

(
0

V̄(k)

)
d(k)

v =

(
0

V̄(k)d(k)
v

)
, (9.139)

La correction du second ordred(k) peut donc être calculée sans avoir à former ex-
plicitement la matriceV(k), au même titre que les autres opérations de ce chapitre.

Une fois construite la directiond(k), l’itéré suivant est simplement calculé en
effectuant la minimisation unidimensionnelle suivante

ξ(k) ∈ argmin
ξ

φ
(

x(k) +ξs(k)
U +ξ2d(k)

)
(9.140)

puis la mise à jour correspondante

x(k+1) = x(k) +ξ(k) s(k)
U +(ξ(k))2d(k). (9.141)
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9.4.2 Itérations suivantes en mode rapide.

Une fois que le mode rapide a été activé, les itérations suivantes sont éga-
lement effectuées en mode rapide, jusqu’à sa désactivation(voir section 9.4.3).
Supposons que l’itérationk−1 était en mode rapide. Dans ce cas les ensembles
N (k), Z (k) etP (k) ne sont plus définis par les relations (9.14), (9.15) et (9.16) mais
par

N (k) = { j : φ j(x
(k)) < 0, j /∈ Z (k−1)}, (9.142)

Z (k) = { j : φ j(x
(k)) = 0, j /∈ Z (k−1)}∪Z (k−1), (9.143)

P (k) = { j : φ j(x
(k)) > 0, j /∈ Z (k−1)}. (9.144)

Autrement dit, seules les arêtes qui n’étaientpasactives à l’itération précédente
sont évaluées alors que celles qui étaient actives le restent. Cependant, il est fré-
quent qu’une arête soit activée en cours de calcul mais s’avère ne pas être active à
l’optimum. Si l’algorithme ne prévoit pas deporte de sortiepour cette arête, elle
risque d’être maintenue artificiellement à l’intérieur de l’ensembleZ (k) et d’em-
pêcher la convergence. C’est pourquoi à la fin de chaque itération en mode rapide
— sauf si cette itération fait suite à une (ré)activationspéciale(voir section 9.4.4)
— lesvéritablespseudo-multiplicateurs de Lagrange au sens des moindres carrés
sont évalués par résolution directe du problème (9.126) au lieu d’utiliser l’approxi-
mation (9.128). Si le plus petit de ces pseudo-multiplicateurs est négatif, l’arête
correspondante

ja =

{
argminj ẑj si minj ẑj < 0,
indéfini sinon,

(9.145)

est retirée de l’ensembleZ (k−1) avant d’effectuer les évaluations (9.142), (9.143)
et (9.142).

Il y a seulement deux modifications à apporter par rapport à l’itération décrite
dans la section précédente. Tout d’abord, la direction enV (k) est calculée mais
n’est plus utilisée tant que le mode rapide n’a pas été désactivé. L’algorithme 9.1
passe donc de l’étape 1 à l’étape 3. Ensuite, l’évaluation (9.133) desc(k) utilisés
pour le calcul de la correction du second ordre doit être modifiée. Puisqueφi(x(k))
n’est plus nécessairement nul sii ∈ Z (k−1) ⊆ Z (k), il convient d’utiliser l’expres-
sion plus générale (9.132).

9.4.3 Désactivation du mode rapide.

Naturellement, le mode rapide doit pouvoir êtredésactivé. Plusieurs cas de fi-
gure peuvent se présenter. Le mode rapide est évidemment désactivé si les condi-
tions (9.121) qui lui servent d’hypothèse ne sont plus satisfaites :

– si |Z (k)| = 0, i.e. l’ensembleZ (k) s’avère être vide ;
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– ou si|Z (k)| = n̄(k), i.e. l’espaceU (k) est de dimension nulle ;
– ou encore si dimV (k) > |Z (k)|, i.e. une dépendance linéaire apparaît entre

les arêtes actives.
Dans tous ces cas, le mode rapide est désactivé et l’algorithme reprend son itéra-
tion à la première étape. Le mode rapide est aussi désactivé si son effetest nul,
c’est-à-dire si la correction du second ordred(k) = 0.

D’autre part, il peut arriver que la directions(k)
U ne soit pas une direction de

descente. En effet, en raison des modifications effectuées par le mode rapide dans
la manière dont elle est calculée, rien ne peut garantir que celle-ci soit bel et bien
une direction de descente. Dans ce cas, le mode rapide est désactivé et l’itération
relancée.

Pour éviter que l’algorithme ne s’entête à maintenir une arête active lorsqu’une
direction de descente importante se présente dans l’espaceV (k), un gardien heu-

ristique a été implémenté. Si‖s(k)
V
‖ > ‖s(k)

U ‖ et qu’aucune désactivation d’arête

régulière n’est prévue5, la direction de descente enV (k) est considérée comme
dominante, le mode rapide est stoppé et une recherche linéaire est effectuée dans

la directions(k)
V

.

Il peut également arriver que la directions(k)
U et que la directions(k)

V
soient

nulles sans pour autant que le pointx(k) soit un véritable minimum dans le sous-
espaceW (k)⊥. Avant de désactiver une contrainte de borne, l’algorithmedésactive
donc le mode rapide et reprend l’itération au départ pour vérifier qu’il ne s’agit
pas là d’unmauvais cas du mode rapide.

Enfin, pour éviter une interaction malheureuse entre la stratégie de contraintes
actives pour les contraintes de bornes et le mode rapide, ce dernier est désactivé
aussitôt qu’une nouvelle contrainte de borne est activée.

9.4.4 Activation spéciale du mode rapide.

Quelques expériences numériques ont montré que des phénomènes semblables
au zigzagingrencontré en optimisation contrainte pouvaient apparaître. Ceux-ci
ralentissent considérablement les performances de l’algorithme. En effet, celui-ci

oscille d’une arête à l’autre parce que la directions(k)
V

est non-nulle sur chacune de
ces arêtes alors que l’optimum réel se situe à leur intersection. C’est pour pallier
à ce problème qu’uneactivation spécialedu mode rapide a été introduite.

L’activation spéciale a lieu si|Z (k−1)| = 0 et si une arête est activée suite à
une recherche unidimensionnelle. Dans ce cas, le mode rapide est immédiatement
activé et cette arête ne pourra être désactivée au cours de cette itération. De la
même manière, on parle d’uneréactivation spécialelorsqu’une arête, inactive

5Aucune désactivation d’arête régulière n’est prévue sija défini par (9.145) est indéfini.
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jusque là, doit être activée suite à la recherche unidimensionnelle. Dans ce cas,
aucune arête ne peut être désactivée au cours de cette itération.

Algorithme 9.2 Le schéma complet d’une itération s’écrit donc schématiquement
comme suit. La variable entière ja est indéfinie au début de l’algorithme. La va-
riable logiqueSPECIAL est initialisée à 0 au début de chaque itération (avant
l’étape 1).

Étape 1 : Identification des arêtes actives.

Si le mode rapide n’est pas activé :

1. utiliser les formules(9.14), (9.15) et (9.14) pour construire les
ensemblesN (k), Z (k) etP (k) ;

2. si |Z (k−1)|= 0 et |Z (k)| 6= 0, poserSPECIAL := 1, activer le mode
rapide et recommencer l’étape 1. Sinon, passer à l’étape 2.

Si le mode rapide est activé :

1. siSPECIAL = 0 et ja défini, poserZ (k−1) := Z (k−1)/{ ja} ;

2. utiliser les mises à jour(9.142), (9.143)et (9.142)pour construire
les ensemblesN (k), Z (k) etP (k) ;

3. si une nouvelle arête est activée, poserSPECIAL := 1 et passer à
l’étape 2.

Étape 2 : Calcul de la direction de descente enV (k).

Si le mode rapide n’est pas activé : si s(k)
V

= 0, passer à l’étape 3. Si-
non, effectuer une recherche linéaire dans cette directionet passer à
l’étape 5.

Si le mode rapide est activé : si|Z (k)| = 0, |Z (k)| = n̄(k) ou |Z (k)| 6=
dimV (k), désactiver le mode rapide et recommencer l’étape 1. Sinon,
passer à l’étape 3.

Étape 3 : Calcul de la direction de descente enU (k).

Si le mode rapide n’est pas activé :

1. si0 < |Z (k)| = dimV (k) < n̄(k), activer le mode rapide et recom-
mencer l’étape 3 ;

2. si s(k)U = 0, passer à l’étape 4. Sinon, effectuer une recherche li-
néaire dans cette direction et passer à l’étape 5.

Si le mode rapide est activé :

1. le calcul de la direction s(k)U s’effectue avec la matrice(9.122)au
lieu de(9.114);

2. si s(k)U = 0, désactiver le mode rapide et recommencer l’étape 1 ;
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3. si SPECIAL = 0, évaluer ja avec la formule(9.145), sinon poser
ja indéfini ;

4. si s(k)
V

est dominante, i.e.‖s(k)
V
‖ > ‖s(k)

U ‖, désactiver le mode ra-
pide et recommencer l’étape 1 ;

5. calculer la correction du second ordre d(k) ;

6. si d(k) = 0, désactiver le mode rapide ;

7. effectuer une recherche unidimensionnelle du type(9.140);

8. si le pasξ(k) obtenu est strictement positif, calculer l’itéré suivant
par (9.141)et passer à l’étape 5. Dans le cas contraire, désactiver
le mode rapide et recommencer l’étape 1.

Étape 4 : Calcul de la direction de descente enW (k). Utiliser s(k)
W

pour désac-

tiver une contrainte de borne, modifier les espacesU (k), V (k) etW (k) en
conséquence et retourner à l’étape 2. S’il n’est pas possible de désactiver
une contrainte de borne, stopper l’algorithme. Noter que l’étape 4 n’est
jamais atteinte en mode rapide.

Étape 5 : Évaluer les contraintes de bornes à activer. Si une nouvellecontrainte
de borne est activée, désactiver le mode rapide si celui-ci était activé. Fin
de l’itération, poser k:= k+1, retour à l’étape 1 pour l’itération suivante.

9.4.5 Performances

L’introduction du mode rapide complique singulièrement l’algorithme : c’est
assez facile à constater en comparant les algorithmes 9.1 et9.2. Le jeu en vaut
cependant la chandelle. L’intérêt du mode rapide est de contrer l’effet Maratos par
l’introduction d’une correction du second ordre (voir section 8.3). L’efficacité du
mode rapide peut être clairement illustrée par l’exemple suivant.

Exemple 9.7 Reprenons la fonction(9.38) de l’exemple 9.1 au point x(0) =
(0,0,1). Comme précédemment, supposons que la contrainte de borne inférieure
pour la troisième variable x1 est active, i.e.[xL]1 = 0. La figure 9.4 illustre le
comportement des premières itérations des algorithmes 9.1et 9.2 dans le plan
x1 = 0.

Pour les deux premières itérations, le comportement des deux algorithmes
est identique car le mode rapide n’est pas activé (voir exemple 9.6). En x(0),
bien que des arêtes soient actives, le mode rapide n’est pas enclenché puisque
le nombre d’arêtes actives|Z (0)| = 2 n’est pas égal à la dimension de l’espace
V (0) (dimV (0) = 1). L’algorithme a ainsi détecté une dépendance linéaire du
premier ordre entre les arêtes et n’a pas tenté de« suivre la courbure» des deux
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FIG. 9.4– Comportement des premières itérations de l’algorithmeUVQCQP dans le
planx1 = 0. La figure du dessus présente le comportement sans mode rapide et celle
du dessous le comportement avec déclenchement du mode rapide (voir exemple 9.7).
Sur la première, les recherches unidimensionnelles entre les itérés sontlinéaires. Sur
la seconde, ces mêmes recherches prennent la forme d’une trajectoireparaboliqueen
cas d’activation du mode rapide.
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arêtes puisque cette opération est impossible. En x(1), il n’y a pas d’arête active
(|Z (1)| = 0) et le mode rapide ne peut donc être activé.

C’est à partir de l’itéré x(2) que les comportements diffèrent. En effet, en ce
point, le nombre d’arêtes actives est égal à la dimension de l’espaceV (0) et le
mode rapide peut dès lors être activé. La recherche unidimensionnelle suit alors
une trajectoire parabolique et non plus linéaire. Pour les deux itérations suivantes,
l’ensemble des arêtes activesZ (k) reste inchangé. Après cinq itérations, les direc-
tions de recherche enU et enV sont nulles (en réalité leur norme euclidienne
est inférieure à10−5). L’itéré x(5) est donc l’optimum dans le plan x1 = 1. En
l’absence de mode rapide, ce résultat est atteint en quinze itérations.

9.5 Minimisation unidimensionnelle.

Lorsqu’une direction de descentes(k) et, éventuellement, une correction du
second ordred(k) ont été calculées, une minimisation unidimensionnelle esteffec-
tuée le long de la« trajectoire parabolique»

x(k+1) = x(k) +ξ(k) s(k) +(ξ(k))2d(k). (9.146)

Si la directiond(k) est nulle, la« trajectoire» dégénère en une ligne droite et
la minimisation unidimensionnelle en une recherche linéaire classique. Dans un
soucis de simplicité, les indicateurs d’itération portés en exposant seront omis
dans la suite de cette section.

Chaque fonction individuelleφi(x) peut être développée grâce à (9.146) et
nous pouvons définir les fonctions unidimensionnelles

ψi(ξ) = φi(x+ξs+ξ2d)

= αi +aT
i x+

1
2

xTAix+(aT
i s+xTAis)ξ

+(aT
i d+xTAid++

1
2

sTAis)ξ2+dTAisξ3+
1
2

dTAidξ4

= δi +βi ξ+ γi ξ2 +κi ξ3+ ιi ξ4 (9.147)

pour i = 0, . . . ,m. Toutes ces fonctions sont des polynômes de degré quatre et la
fonction à minimiser correspondante

ψ(ξ) = ψ0(ξ)+
m

∑
i=1

max(0,ψi(ξ)) (9.148)

est dès lors une fonction non dérivable continue égale, par morceaux, à des poly-
nômes de degré quatre.
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Il existe de nombreux algorithmes tout à fait généraux pour effectuer la mi-
nimisation de cette fonction non-différentiable (voir parexemple [64]) mais la
forme particulière de ce problème correspond à ceux résolusavec une très grande
précision par Murray et Overton [76]. Toutefois, ces auteurs envisagent la mini-
misation de fonctions du type (9.148) avecψ0(ξ) = 0 et des fonctions générales
ψi(ξ) continûment différentiables. Étant donné le caractère polynomial des fonc-
tions ψi et la présenceψ0, une version simplifiée, plus efficace et plus précise
encore a été spécialement développée dans le cadre de ce travail.

9.5.1 Intervalle de confiance

Nous avons vu dans la section 2.1 que les méthodes les plus efficaces de mi-
nimisation unidimensionnelle font appel à unintervalle de confiance[ξg,ξd] dans
lequel se trouve le minimum que nous cherchons. Dans le cas qui nous occupe,
l’intervalle initial prend évidemment commeborne de gaucheξg = 0. La borne
de droite, quant à elle, est évaluée en déterminant la première contrainte de borne
croisée par la trajectoire parabolique (9.146). Nous définissons l’ensemble des
valeurs deξ qui réalisent ces intersections

Ξ =
{

ξ : [x]i +ξ[x]i +ξ2[d]i = [xU ]i
}

(9.149)

∪
{

ξ : [x]i +ξ[x]i +ξ2[d]i = [xL]i
}

, (9.150)

dont les éléments sont facilement identifiés par résolutiondes équations du second
ordre correspondantes. Laborne de droiteinitiale ξd est le plus petit élément
positif de cet ensemble

ξM = min
ξ>0

ξ ∈ Ξ. (9.151)

Ceci fait en sorte que, quelle que soit la valeur obtenue à la fin de la minimisation
unidimensionnelle, l’itéré suivant soit bien admissible.

9.5.2 Recherche des points anguleux.

La première étape de l’algorithme recense tous les zéros desfonctionsψi aux-
quels la fonctionψi change de signe pouri = 1, . . . ,m. Ces zéros sont au nombre
de 4m au maximum. Ils peuvent être calculés au moyen des formules exactes
pour les polynômes d’ordre inférieur ou égal à quatre (voir annexe B). La plu-
part d’entre eux sont des poinsanguleux6, ce qui signifie que la fonction y est
continue mais pas dérivable, et que leur représentation graphique présente donc
généralement un angle en ce point.

6Il n’y a que dans le cas où un zéro s’avère être multiple que le point n’est pas anguleux.
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Considérons donc l’ensemble des points anguleuxζ j pour j = 1, . . . , p tels que

ψi(ζ j) = 0 (9.152)

pour au moins uni = 0, . . . ,m. Parmi ces points7, retenons ceux qui sont stricte-
ment positifs tout en étant inférieurs à la valeur maximumξM et ordonnons-les de
sorte que

0 < ζ1 < ζ2 < .. . < ζp ≤ ξM. (9.153)

9.5.3 Algorithme de minimisation.

Si p = 0, il n’y a aucun point anguleux dans l’intervalle[0,ξM] et la fonction
ψ(ξ) est égale, dans tout cet intervalle, à un polynôme du quatrième ordre. Son
minimum dans[0,ξM] est aisément calculé en utilisant les méthodes de résolution
des équations du troisième ordre pour annuler sa dérivée.

Si p 6= 0, nous utilisons l’algorithme itératif suivant.

Algorithme 9.3 Initialiser le curseuric à 0.

Étape 1. Y a-t-il encore des points anguleux dans l’intervalle de confiance ? Si
ic > p, stopper l’algorithme :ξt est le minimum recherché. Sinon, passer à
l’étape 2.

Étape 2. Y a-t-il un minimum avant le prochain point anguleux ? Si ic ≤ p et
ξt ≤ ζic, stopper l’algorithme :ξt est le minimum recherché. Sinon, passer
à l’étape 3.

Étape 3. Réduire l’intervalle de confiance. Poserξg := ζic et ic := ic+1 et passer
à l’étape 4.

Étape 4. Construire un polynôme à minimiser. Si ic ≤ p, poser

ξ̂ :=
ζic−1 +ζic

2
, (9.154)

sinon, poser

ξ̂ :=
ζic−1+ξd

2
(9.155)

pour évaluer les coefficients du polynôme du quatrième ordreégal àψ(ξ)
au voisinage deξm




δ̂
β̂
γ̂
κ̂
ι̂




:=




δ0

β0

γ0

κ0

ι0




+
m

∑
i=1

ψi(ξ̂)≥0




δi

βi

γi

κi

ιi




. (9.156)

7Si la multiplicité d’un zéro correspondant àψi est double ou quadruple, le point est écarté de
l’ensemble des points anguleux car la fonctionψi n’y change pas de signe.
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Passer à l’étape 5.

Étape 5. Minimiser le polynôme. Le minimumξt du polynôme

δ̂+ β̂ξ+ γ̂ ξ2 + κ̂ξ3+ ι̂ ξ4 (9.157)

dans l’intervalle[ξg,ξd] est aisément calculé en utilisant les méthodes de
résolution exacte pour les équations du troisième degré pour la recherche
des zéros de sa dérivée. Retourner à l’étape 1.

9.6 Performances de l’algorithme.

Pour étudier les performances de l’algorithmeUVQCQP, nous avons utilisé
une série de problèmes de type (9.3) générés semi-aléatoirement (de manière à ce
qu’ils soient reproductibles). La distribution de la dimensionn du problème était
répartie entre 2 et 22 tandis que le nombre de contraintesm était distribuée entre
1 et 21,i.e.

n = 2+ In, (9.158)

m = 1+ Im (9.159)

où Im et In sont des nombre entiers aléatoires uniformément répartis entre 0 et
20. Les tests ci-après ne portent que sur des problèmes de petite taille car l’al-
gorithmeUVQCQP n’a pas été conçu pour prendre en charge des problèmes de
grande taille : pour une utilisation à plus grande échelle, il conviendrait probable-
ment d’effectuer quelques adaptations pour réduire l’espace mémoire utilisé par
les différentes matrices et, de la sorte, le nombre d’opérations.

Les paramètres du problème (9.3) ont également été générés aléatoirement
pour prendre des valeurs situées entre−600 et 600, i.e.

−600≤ αi ≤ 600, (9.160)

−600≤ [ai] j ≤ 600, (9.161)

−600≤ [Ai ] j ,k ≤ 600 (9.162)

pour tout i = 0, . . . ,m et pour tout j,k = 1, . . . ,n. La matrice hessienneAi des
fonctionsϕi(x) est évidemment construite de manière à ce que la symétrie

[Ai ] j ,k = [Ai]k, j (9.163)

soit respectée. Cette génération aléatoire ne garantit toutefois pas la semi-définie
positivité de la matriceAi . Pour pallier à ce problème, une diagonalisation de
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FIG. 9.5 – Performances de l’algorithmeUVQCQP sur 100.000 problèmes de petite
taille. L’histogramme indique la proportion des problèmesrésolus en fonction de leur
rapport de performance. La courbe continue représente quant à elle la proportionp(τ)
de problèmes dont le rapport de performance est inférieur ouégal àτ.

la matrice est effectuée et les valeurs propres négatives sont remplacées par une
valeur propre nulle (voir la formule (3.35))

Ai = Q(k) diag[max(λi ,0)] Q(k)T . (9.164)

La matrice ainsi générée est alors semi-définie positive et le problème est alors
bien convexe. Notons au passage que la probabilité que les matricesAi possèdent
une ou plusieurs valeur(s) propre(s) nulle(s) est non négligeable : les problèmes
ainsi générés comprennent donc une proportion importante de ce cas de figure.

Enfin, les composantes du point de départx(0) ont également été aléatoirement
générées entre -600 et 600, tout comme les composantes des contraintes de bornes
xL et xU . Toutefois, s’il s’avérait que le nombre généré pour la borne inférieure
[xL]i était supérieur à la composante correspondante[x(0)]i de l’itéré de départ, la
borne inférieure était alors modifiée en prenant[xL]i = [x(0)]i. Un raisonnement
similaire s’appliquait aux bornes supérieures.
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FIG. 9.6– Profil de performance de l’algorithmeUVQCQP avec et sans mode rapide
sur 100.000 problèmes tests de petite taille(2≤ n≤ 22 et 1≤ m≤ 21).

La figure 9.5 présente une illustration des résultats obtenus sur 100.000 pro-
blèmes de petite taille. Comme mesure de performance, nous utilisons le rapport

Ni

n+m
(9.165)

oùNi est le nombre d’itérations nécessaire pour obtenir‖s(k)‖ ≤ 10−5. Ce rapport
a été choisi car il met en balance la charge de calcul (le nombre d’itérations) et la
complexité du problème (la dimension et le nombre de contraintes). Nous pouvons
constater que 98% des problèmes sont résolus en moins den+ m itérations ; ce
pourcentage monte à 99,5% pour un rapport de performance de 3 et les 100% sont
pratiquement atteints autour de 10.

Rappelons qu’en utilisant comme mesure de performance le nombre d’itéra-
tionsNp,s nécessaires pour résoudre le problèmep avec le solveurs, nous pouvons
tracer leprofil de performanced’un solveurs. Il s’agit de la distribution cumulée
du rapport de performance (7.16). Nous allons nous attardersur quelques profils
de performance.

La figure 9.6 dresse le profil obtenu sur 100.000 problèmes générés aléatoi-
rement en présence et en l’absence du dispositif demode rapide. Nous pouvons
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constater que dans un peu plus 97,5% des problèmes générés, le mode rapide
n’entre pas en action et les performances des deux versions de l’algorithme sont
dès lors rigoureusement identiques. Il n’y a donc que 2184 cas pour lesquels le
mode rapide s’active. Sur ceux-ci, 2137 sont à l’avantage del’utilisation du mode
rapide qui peut se réveler jusqu’à 40 fois plus rapide. Paradoxalement, 47 pro-
blèmes s’avèrent être légèrement plus lents en présence du mode rapide : le cas le
plus problématique engendre le double d’itérations, tous les autres entraînent un
surcroît d’itérations inférieur à 60%. L’introduction du mode rapide permet donc
un gain de performance considérable dans plus de 2% des problèmes envisagés et
une légère dépréciation dans 0,005%.

Notons également que les dispositifs de désactivation du mode rapide ou des
arêtes (voir section 9.4), s’ils peuvent paraître alambiqués n’en sont pas moins
indispensable au niveau de la robustesse et de la fiabilité del’algorithme. Pour
analyser leur utilité, les mêmes 100.000 problèmes générésaléatoirement ont été
résolus par l’algorithmeUVQCQP en l’absence de ces dispositifs. La convergence
n’est pas efficacement pour 780 de ces 100.000 problèmes (le rapport de perfor-
mance (9.165) était nettement supérieur à 10). Dans le cas oùtous les dispositifs
sont présents, plus aucun ne présente ce souci.

Nous avons également comparé l’algorithmeUVQCQP avec un algorithme
standard du logiciel Matlab. Le problème (9.3) ayant une forme particulière, nous
avons sélectionné l’algorithme qui appréhendait le mieux cette structure. Il s’agit
d’une méthode dite de« point intérieur» utilisée pour résoudre le problème
contraint

minimiser φ0(x) (9.166)

s.c. φi(x) ≤ 0 pouri = 1, . . . ,m.

et xL ≤ x≤ xU .

Pour être précis, la fonction utilisée étaitfmincon de la versionMatlab Release
2009a. Parmi les trois algorithmes utilisables, nous avons choisi la méthode de
point intérieur car celle-ci permettait d’introduire des informations du second
ordre sur les contraintes comme c’est le cas pour l’algorithmeUVQCQP. Malheu-
reusement, la fonction de mérite utilisée par Matlab ne correspond pas exactement
à la fonction objectif que nous utilisons tout au long de ce chapitre. La comparai-
son des résultats est donc à envisager avec prudence : elle n’a pour seul objectif
de nous donner unordre de grandeurpour comparer la charge de calcul. La fi-
gure 9.7 dresse le profil de performance ainsi obtenu sur 500 problèmes générés
aléatoirement. Nous pouvons constater que ces ordres de grandeur sont nettement
à l’avantage de l’algorithmeUVQCQP. Fort heureusement, notre méthodead hoc
— i.e.spécialement élaborée pour résoudre des problèmes du type (9.3) — s’avère
plus performante qu’un algorithme général.
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FIG. 9.7– Profil de performance de l’algorithmeUVQCQP et de la méthode de point
intérieur de Matlab sur 500 problèmes tests de petite taille(2≤ n≤ 22 et 1≤m≤ 21).
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9.7 Conclusion.

L’algorithme développé dans ce chapitre est une« brique élémentaire» pour
la résolution de sous-problèmes engendrés par une approcheséquentielle de pro-
blèmes quadratiques à contraintes quadratiques. Les problèmes envisagés sont
ceux obtenus par l’utilisation d’une fonction de pénalité de type ℓ1 pour une
fonction objectif et des contraintes quadratiques et une région de confiance uti-
lisant une normeℓ∞. Nous n’avons cependant envisagé que des sous-problèmes
convexes. La fonction ainsi obtenue est donc convexe, non-différentiable, quadra-
tique par morceaux et soumise à des contraintes de bornes.

L’algorithme UVQCQP s’inspire d’un développement théorique proposé par
Lemaréchalet al. [65]. L’espace d’optimisation est divisé en trois sous-espaces :
celui des contraintes de bornes activesW d’une part et son complément ortho-
gonalW ⊥ qui est lui-même décomposé en deux sous-espacesU et V . L’espace
U (x) est le plus grand sous-espace deW ⊥ dans lequel la fonction est différen-
tiable au voisinage dex. L’algorithme proposé calcule trois directions de descente
dans chacun des sous-espaces et les utilise, dans un ordre précis, pour effectuer
des recherches linéaires.

L’algorithme UVQCQP tient compte des développements utilisés pour accé-
lérer les méthodes SQP. Lemode rapideutilise notamment la technique de la
correction du second ordre et s’inspire également des stratégies de contraintes ac-
tives. Une méthode de minimisation unidimensionnelle adaptée à la structure du
problème à également été développée.



Chapitre 10

Vers une méthode SQCQP —
Sequential Quadratically
Constrained Quadratic
Programming

Ce chapitre présente les grandes lignes de l’utilisation del’algorithme UV-
QCQP développé dans le chapitre précédent pour implémenter une méthode sé-
quentielle de programmation quadratique à contraintes quadratiques (SQCQP).
Contrairement aux méthodes de type SQP abordées dans le chapitre 8, les mé-
thodes SQCQP résolvent, à chaque itération, un sous-problème impliquant une
fonction objectif quadratique et des contraintes quadratiques.

Dans ce chapitre, nous abordons succinctement les problèmes principaux ren-
contrés dans les méthodes de type SQCQP : la faisabilité du sous-problème, la
convergence globale, le taux de convergence, la non-convexité des contraintes et
la présence de contraintes d’égalité. Il ne s’agit pas d’un exposé approfondi mais
seulement d’une ébauche d’utilisation des concepts introduits tout au long de ce
travail. Le lecteur intéressé est invité à consulter les travaux de Kruk et Wolko-
wicz [58], Fukushimaet al. [37] ou Jian [53, 54]. L’originalité de notre méthode
réside dans l’utilisation des régions de confiance et de l’algorithme UVQCQP
pour la résolution des sous-problèmes générés.

Nous envisageons donc le problème d’optimisation non-linéaire

minimiser f (x),
s.c. c j(x) = 0 pour j ∈ E ,

c j(x) ≤ 0 pour j ∈ I ,
xL ≤ x≤ xU

(10.1)

oùE et I sont, respectivement, les ensembles disjoints des indicesdes contraintes
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d’égalité et d’inégalité. Les fonctionsf etci sont supposées deux fois continûment
dérivables. Les vecteursxL et xU sont des contraintes de bornes sur les variables
x. Pour caractériser ce problème, nous utilisons la fonctionde mérite (8.15)

Ψ(x,σ) = f (x)+σ ∑
j∈E

|c j(x)|+σ ∑
j∈I

max[0,c j(x)]. (10.2)

Les contraintes de bornesxL ≤ x ≤ xU ne sont pas intégrées àΨ. Le problème
prend donc la forme d’une minimisation quasi non-contrainte d’une fonction non-
différentiable. Notons queΨ(x,σ) est continue au sens de Lipschitz et régulière
surRn (hypothèse 4.14).

10.1 Algorithme de base.

Nous allons résoudre ce problème avec une méthode par régions de confiance
et résoudre les sous-problèmes créés grâce à l’algorithmeUVQCQP développé au
chapitre 9.

À chaque itération, nous souhaitons utiliser des approximations quadratiques
convexes, aussi bien pour les contraintes que pour la fonction objectif. Pour ce
faire, les contraintes du problème (10.1) sont utilisées sous la forme équivalente

c j(x) ≤ 0 pour j ∈ E ,
−c j(x) ≤ 0 pour j ∈ E ,

c j(x) ≤ 0 pour j ∈ I .
(10.3)

L’algorithme proposé ici est volontairement extrêmement simple : notons que
l’étude complète et systématique de ses propriétés théoriques et de ses perfor-
mances constitue un prolongement naturel de ce travail. Notons que l’algorithme
décrit ci-dessous ne comporte pas de critère d’arrêt. En pratique, nous avons choisi
de stopper l’algorithme lorsque‖s(k)‖∞ ≤ 10−6.

Algorithme 10.1 Soit un point de départ x(0), un rayon de confiance initial∆(0)

et les constantes
η1 = 0,01 ; α1 = 0,8 ;
η2 = 0,95 ; α2 = 2 ;
η3 = 1,05 ; α3 = 1,26

(10.4)

qui satisfont aux conditions(2.28) et (4.53). Calculer Ψ(x(0),σ) et initialiser
k = 0.
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Étape 1 : Définition de l’approximation locale. Approcher la fonctionΨ(x,σ)
par

m(k)(x,σ) = f̌ (k)(x)+σ ∑
j∈I ∪E

max[0, č(k)
j (x)]

+σ ∑
j∈E

max[0, ĉ(k)
j (x)] (10.5)

où f̌ (x(k) + s), č j(x(k) + s) et ĉ j(x(k) + s) sont des approximations quadra-
tiques convexes de f(x(k) +s), cj(x(k) +s) et−c j(x(k) +s), respectivement.
Utiliser la normeℓ∞ dans le calcul des régions de confiance.

Étape 2 : Calcul d’un pas de progression.Calculer le pas de progression s(k)

avec l’algorithmeUVQCQP1. Poserx̃(k) = x(k) +s(k).

Étape 3 : Acceptation ou rejet du point-test. ÉvaluerΨ(x̃(k),σ) et le rapport

ρ(k) =
Ψ(x(k),σ)−Ψ(x̃(k),σ)

m(k)(x(k),σ)−m(k)(x̃(k),σ)
(10.6)

Si ρ(k) ≥ η1, on définit x(k+1) = x̃(k) ; dans le cas contraire, x(k+1) = x(k).

Étape 4 : Mise à jour du rayon de confiance.Poser

∆(k+1) =





α1‖s(k)‖∞ si ρ(k) < η1,
∆(k) si η1 ≤ ρ(k) < η2,
α2 ∆(k) si η2 ≤ ρ(k) ≤ η3,
α3 ∆(k) si ρ(k) > η3

(10.7)

Augmenter ensuite k d’une unité et retourner à l’étape 1.

Qu’entendons-nous exactement, à l’étape 2, par« approximation quadratique
convexe»? Il s’agit simplement d’une forme rendue convexe de l’approximation
quadratique de Newton modifiée (3.34). Les fonctionsφ̌(k)(x) et φ̂(k)(x) corres-
pondant à la fonctionφ(x) sont, respectivement,

φ̌(k)(x(k) +s) = φ(x(k))+sT∇xφ(x(k))+
1
2

sTȞ(k)s (10.8)

φ̂(k)(x(k) +s) = −φ(x(k))−sT∇xφ(x(k))+
1
2

sTĤ(k)s (10.9)

où le Hessien de la fonctionφ(x) au pointx(k)

∇xxφ(x(k)) = Q(k) diag(λi)Q(k)T (10.10)

1Le sous-problème ainsi créé est bien de la forme (9.3).
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est approché par

Ȟ(k) = Q(k) diag[max(λi ,0)] Q(k)T , (10.11)

Ĥ(k) = Q(k) diag[max(−λi ,0)] Q(k)T . (10.12)

Notons que l’utilisation de la normeℓ∞ dans la définition de la région de
confiance nous permet d’intégrer facilement les contraintes de bornes de (10.1)
dans chaque sous-problème. Les contraintes de bornes envoyées à la routineUV-
QCQP sont en effet légèrement modifiées pour en tenir compte, elles s’expriment
sous la forme

max
([

xL −x(k)
]

i
,−∆(k)

)
≤ [s]i ≤ min

([
xU −x(k)

]
i
,∆(k)

)
. (10.13)

La valeur de l’approximation locale (10.5) tout comme l’expression de ses dé-
rivées directionnelles au pointx(k) coïncident avec celles deΨ(x,σ) et les hypo-
thèses 4.16 et 4.17 sont donc satisfaites. L’hypothèse 4.15est également satisfaite
puisquem(k)(x,σ) est une somme de fonctions continues au sens de Lipschitz et
l’hypothèse 4.18 est sans objet : aucun paramètre ne varie d’une itération à l’autre.
L’utilisation de l’algorithmeUVQCQP pour la résolution du sous-problème garan-
tit une décroissance suffisante (hypothèse 4.19) et le théorème 4.7 de convergence
vers un point critique du premier ordre est dès lors d’application.

Notons que la valeur du paramètreσ n’est pas quelconque. Le théorème 8.2 ex-
prime la valeur minimum que doit prendreσ pour que la fonction de mérite (10.2)
soit exacte : la valeur deσ doit être supérieure ou égale à la normeℓ∞ des multipli-
cateurs de Lagrange relatifs aux contraintes du problème initial. Dans cette étude
exploratoire, nous considérerons queσ a été choisi suffisamment grand par rap-
port au problème donné. Notons toutefois que, en pratique, la valeur deσ ne doit
pas être trop importante pour ne pas dégrader les performances de l’algorithme.

10.2 Incompatibilité des contraintes.

Une des premiers difficultés lors de l’utilisation d’approximations locales qua-
dratiques est la construction de sous-problèmes incompatibles, et ce même si le
problème initial est convexe. Pour s’en convaincre, il suffit d’envisager le pro-
blème suivant.

Exemple 10.1Soit les deux contraintes convexes pour lesquelles il existe un es-
pace admissible

c1(x,y) = x4+y4−1≤ 0 (10.14)

et
c2(x,y) = (x−1)2+(y−1)2−1≤ 0 (10.15)
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FIG. 10.1 – Illustration de l’exemple 10.1 au pointx(k) = (−1/2,−1/2). Les deux
contraintesc1(x,y) et c2(x,y) sont représentées par un trait continu et l’approxima-

tion locale dec(k)
1 de c1 par un trait discontinu. La contrainte quadratiquec2 est sa

propre approximation locale. Nous pouvons constater que l’espace admissible pour
les contraintes réelles (la zone noircie) disparaît sic1 est remplacée par son approxi-

mationc(k)
1 .

au point x(k) = (−1/2,−1/2). L’approximation locale quadratique pour la pre-
mière contrainte est

c(k)
1 (x,y) = −5

8
+x+y+

3
2

x2 +
3
2

y2 ≤ 0, (10.16)

alors que la seconde, étant déjà quadratique, est sa propre approximation. Dans
le sous-problème ainsi créé, les deux contraintes approchées sont incompatibles
(voir figure 10.1).

Notre approche n’a cependant aucune difficulté à contournerce problème : le
recours à une fonction de pénalité exacte tel qu’envisagé dans ce chapitre permet-
tra de progresser vers le point minimisant une certaine pondération de la fonction
objectif et de la violation des contraintes. L’exemple suivant illustre ceci.
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FIG. 10.2 – Illustration de l’exemple 10.2 : la figure montre l’approximation lo-
cale (10.18) construite pour le pointx(k) = (−1/2,−1/2) avecσ = 2 de sorte que la
fonction de pénalité est exacte. Au titre de point de repère,la contrainte réellec1(x,y)
est représentée en trait épais discontinu. Le minimum de ce problème ramène bien
l’algorithme vers l’espace admissible du problème original.

Exemple 10.2Soit la fonction objectif linéaire

f (x,y) = −x+y (10.17)

soumise aux contraintes(10.14)et (10.15)de l’exemple 10.1.
Soit le point x(k) = (−1/2,−1/2) comme itéré actuel. L’approximation locale

deΨ(x,y,σ) est

m(k)(x,y,σ) = f (x,y)+σmax[0,c(k)
1 (x,y)]+σmax[0,c(k)

2 (x,y)]. (10.18)

Cette fonction est représentée sur la figure 10.2 : le pas de progression engendré
par cette représentation locale ramène sans difficulté l’algorithme vers la zone
admissible siσ > 1. La figure 10.3 montre les deux itérations suivantes.

Une autre question importante dans le cadre des méthodes de type SQCQP
est le sort réservé aux contraintes non-convexes. Ayant choisi de convertir chaque
contrainte d’égalité en deux contraintes d’inégalité opposées, ce problème de non-
convexité se pose forcément pour l’une des deux, sauf si la contrainte est linéaire.
Pour comprendre la manière dont nous avons envisagé la gestion de contraintes
non-convexes, nous pouvons considérer l’exemple suivant.
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FIG. 10.3 – Illustration de l’exemple 10.2 : la figure montre l’approximation lo-
cale (10.18) construite pour les pointsx(k+1) (figure de gauche) etx(k+2) (figure de
droite) avecσ = 2. Au titre de point de repère, la contraintec1(x,y) est représentée
en trait épais discontinu.

Exemple 10.3Soit la fonction objectif linéaire

f (x,y) = −x−y (10.19)

soumise à la contrainte d’égalité non-convexe

c(x,y) = x3 +y2−1 = 0. (10.20)

Au point x(k) = (1/4,5/4), les deux approximations locales quadratiques corres-
pondantes sont

c+(x,y) = −63
64

− 3
16

x+
3
4

x2 +y2 ≤ 0, (10.21)

c−(x,y) = −83
32

− 3
16

x− 5
2

y≤ 0. (10.22)

Ces deux contraintes sont incompatibles (voir figure 10.4).L’approximation lo-
cale deΨ(x,y,σ) est

m(k)(x,y,σ) = f (x,y)+σmax[0,c+(x,y)]+σmax[0,c−(x,y)]. (10.23)
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FIG. 10.4– Illustration de l’exemple 10.3 au pointx(k) = (1/4,5/4). La contrainte
c(x,y) est représentée par un trait continu et les approximations locales dec+ et c−

par des traits discontinus.

Cette fonction est représentée sur la figure 10.5 : le pas de progression engen-
dré par cette représentation locale ramène sans difficulté l’algorithme vers la
contrainte d’égalité. La figure 10.6 montre l’itération suivante.

10.3 Performances sur un petit ensemble deCUTEr.

Pour évaluer les potentialités d’un algorithme construit autour de la« brique
élémentaire» UVQCQP, nous avons sélectionné quelques problèmes de petite
taille de l’ensemble de problèmes de testCUTEr (voir Bongartzet al. [5] et Gould
et al. [47]). Les trente-six problèmes sélectionnés (voir tableau 10.1) sont tous
ceux répondant aux critères suivants : il sont non-linéaires, ont une dimensionn≤
30, un nombre de contraintes|E |+ |I | ≤ 30 et les dérivées premières et secondes
sont disponibles.

Le nombre d’itérations2 et la valeurσ choisie pour chaque problème sont pré-
sentés dans le tableau 10.1. Les résultats de trois autres algorithmes bien connus
(KNITRO, LOQO et IPOPT sont des méthodes de typepoint intérieur) sont éga-
lement portés dans ce tableau, ceux-ci proviennent des travaux de Wächter et Bie-

2Pour l’algorithme SQCQP, le nombre d’itérations correspond au nombre d’évaluation de la
fonction objectif et des contraintes.
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FIG. 10.5 – Illustration de l’exemple 10.3 : la figure montre l’approximation lo-
cale (10.23) construite pour le pointx(k) = (−1/2,−1/2) avecσ = 2. Au titre de point
de repère, la contraintec(x,y) est représentée en trait épais discontinu. Le minimum
de ce problème ramène bien l’algorithme vers la contrainte d’égalité du problème
original.
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FIG. 10.6 – Illustration de l’exemple 10.3 : la figure montre l’approximation lo-
cale (10.23) construite pour le pointx(k+1) avecσ = 2. Au titre de point de repère, la
contraintec(x,y) est représentée en trait épais discontinu.
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TAB . 10.1 – Ensemble des 36 problèmes de testCUTEr sélectionnés. Pour chaque
problème, sont donné les nombres d’évaluations de fonctiondes algorithmes KNI-
TRO, LOQO, IPOPT et SQCQP. Le tableau donne aussi la valeur deσ utilisée dans
la fonction de mérite (10.2). La présence d’un astérisques signifient que l’algorithme
a convergé vers un point non admissible et deux astérisque signifie que le maximum
autorisé d’itérations a été atteint avant la convergence.

Nom n |E | |I | KNITRO LOQO IPOPT SQCQP σ
BT11 5 1 2 8 12 9 11 2
BT6 5 2 0 12 13 18 9 5
CRESC4 6 0 8 55 483 23175∗ 11 105

DIPIGRI 7 0 4 9 26 22 7 10
HS100 7 0 4 9 26 21 7 10
HS100LNP 7 2 0 9 12 21 7 1,2
HS100MOD 7 0 4 14 28 29 7 1,2
HS101 7 0 5 683 3680 130 87 104

HS102 7 0 5 3001∗ 155 25 39 104

HS103 7 0 5 3002∗ 91 34 43 104

HS104 8 0 5 16 15 9 11 104

HS107 9 6 0 7 16 11 68 2.104

HS109 9 6 4 3001∗ 52 2247 32 103

HS111 10 3 0 11 16 16 4 105

HS111LNP 10 3 0 11 18 16 4 105

HS40 4 3 0 4 9 4 3 104

HS46 5 2 0 22 30 20 60 0,1
HS47 5 3 0 18 55 21 9 0,1
HS56 7 4 0 37 21 11 9 2
HS68 4 2 0 19 48 24 189 10
HS69 4 2 0 13 17 13 57 50
HS71 4 1 1 8 14 9 15 1
HS74 4 3 2 13 15 11 73 6
HS75 4 3 2 12 17 12 145∗∗ 10
HS77 5 2 0 12 13 13 20 0,1
HS78 5 3 0 5 8 5 4 104

HS79 5 3 0 5 8 5 6 0,1
HS80 5 3 0 10 10 8 4 103

HS81 5 3 0 10 17 8 4 103

HS93 6 0 2 7 13 10 5 105

HS99 7 2 0 4 18 7 5 106

LAUNCH 25 9 19 39 76 27 5 100
SYNTHES1 6 0 6 8 17 10 5 10
SYNTHES2 11 1 13 13 22 26 3 50
SYNTHES3 17 2 21 11 21 18 3 50
TWOBARS 2 0 2 8 11 10 7 10
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FIG. 10.7 – Profils de performances correspondant au tableau 10.1. La figure 10.7
présente les profils de performance correspondant au tableau 10.1. Les résultats
semblent prometteurs : plus de 60% des problèmes sont résolus plus rapidement par
notre algorithme SQCQP et seul LOQO s’avère finalement plus robuste.

gler [102]. La comparaison porte sur le nombre d’évaluationde la fonction objectif
et des contraintes mais les résultats obtenus doivent être nuancés car les critères
d’arrêt des différents algorithmes sont différents et la comparaison ne peut donc
être envisagée qu’en terme d’ordre de grandeur.

La figure 10.7 présente les profils de performance correspondant au résultats
du tableau 10.1. Les premiers résultats semblent prometteurs : plus de 60% des
problèmes sont résolus plus rapidement par SQCQP et il faut attendreτ = 50 avant
de voir la courbe IPOPT repasser momentanément au dessus à deux reprises.In
fine, seul l’algorithme LOQO peut se prévaloir d’être plus robuste que SQCQP.
Globalement, il apparaît clairement sur le figure 10.7 que notre ébauche d’algo-
rithme SQCQP tient la comparaison et« domine» les autres méthodes pour peu
que le paramètreσ soit initialisé correctement. Or, celui-ci a été calibré dema-
nièread hocet les résultats sont donc quelque biaisés. Il est clair que l’estimation
initiale deσ et sa mise à jour au cours du calcul seront des facteurs-clés de la mise
au point d’un algorithme complet.
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10.4 Conclusion

L’objet de ce chapitre est de présenter le potentiel de la« brique élémentaire»
UVQCQP décrite au chapitre 9. Un algorithme sommaire est donc présenté. Celui-
ci n’a qu’une vocation exploratoire : de nombreuses questions restent en suspens
avant de pouvoir utiliser un algorithme de ce type. Comment calibrer le paramètre
de pénalitéσ ? La stratégie de découplage et de convexification des contraintes
est-elle la plus efficace ? Comment estimer les multiplicateurs de Lagrange ? Etc.

Via quelques exemples, nous avons tenter de faire comprendre les avantages
que pourraient receler l’utilisation de la routineUVQCQP. Trois forces peuvent
ainsi être mises en évidence.

– L’éventuelle incompatibilité des contraintes quadratiques est gérée de façon
très simple et naturelle. Il n’est donc pas nécessaire d’élaborer de stratégie
de relaxation des contraintes.

– Les régions de confiance de typeℓ∞ sont aisément prises en compte, tout
comme les éventuelles contraintes de bornes. La stratégie d’activation et
de désactivation des contraintes de bornes est d’ailleurs gérée au niveau
des sous-problèmes eux-mêmes grâce à l’introduction de l’espaceW (k) au
chapitre 9.

– Les sous-problèmes sont résolus de manière exacte.
Les quelques expériences numériques effectuées sur des problèmes de petites

tailles issus de l’ensemble de testCUTEr s’avèrent encourageants. Les perfor-
mances de notre approche SQCQP semblent en effet pouvoir rivaliser avec des
algorithmes bien connus dans la littérature.
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Chapitre 11

Conclusion et perspectives

Ce chapitre est destiné à tirer les conclusions de ce travailet à dresser les nom-
breuses perspectives encore à explorer. Nous avons présenté, dans le chapitre 2,
les grandes familles de méthodes de globalisation et, dans le chapitre 3 diffé-
rentes possibilités d’approximations locales pour un problème d’optimisation. Le
chapitre 4 présente le cadre théorique nécessaire à la bonnecompréhension des
différents concepts liés à la convergence des méthodes par régions de confiance.
Sur cette base, nous nous sommes attelés à utiliser ce formalisme pour explorer
en profondeur l’utilisation d’approximations locales quadratiques dans des pro-
blèmes contraints et non-contraints.

Les choix que nous avons opérés ne sont, bien entendu, pas lesseuls possibles :
d’autres approximations locales, combinées avec d’autresformes de régions de
confiance mèneront encore probablement à de nouveaux algorithmes dont les pro-
priétés seront éclairées par le formalisme théorique du chapitre 4.

Les méthodes d’optimisation convexe, développées dans le domaine de l’op-
timisation des structures (e.g.Fleury et Braibant [36], Svanberg [96, 97], Bruy-
neel [9]), pourraient par exemple être utilement expriméessous le formalisme
des régions de confiance. En effet, lesmove limitsgénéralement utilisées dans ce
cadre ne sont finalement rien d’autre qu’une région de confianceℓ∞. Outre le bé-
néfice théorique d’assurer une convergence globale, ce formalisme ouvre la porte
à l’utilisation d’approximations locales non-convexes.

Mais les apports majeurs de ce travail commencent au chapitre 5.

11.1 Calibration de modèles mathématiques.

L’identification paramétrique est une étape clé dans le développement d’un
modèle mathématique. Les modèles développés, quelles que soient les disciplines,
sont de plus en plus complexes. Les paramètres sont dès lors de plus en plus
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nombreux et leur calibration de plus en plus difficile.
S’il est parfois possible, en physique, d’évaluer la valeurd’un paramètre tel

que la conductivité, la masse volumique ou la chaleur massique sur base des pro-
priétés microscopiques, il n’en est pas de même pour les domaines de modélisa-
tion du vivant, des sciences économiques ou des sciences humaines. L’étape de
calibration du modèle est dès lors indispensable. En fonction des caractéristiques
de son problème, le modélisateur trouvera dans le chapitre 5un bon résumé des
questions à se poseraprèsla modélisation.

La question qui se pose alors naturellement est celle de l’observabilité de ces
paramètres. Les relevés expérimentaux dont nous disposonssont-ils suffisants
pour déduire les valeurs des paramètres de notre modèle ? L’expérience jumelle
sert à répondre à cette question.

L’identification des paramètres peut être mise sous la formed’un problème
d’optimisation généralement non-contraint ou quasi non-contraint (n’ayant que
des contraintes de bornes) et résolu par les différentes méthodes abordées dans ce
travail. La fonction objectif à établir mesure l’écart entre le modèle numérique et
les relevés d’expérience tandis que les variables à optimiser sont les paramètres à
calibrer.

L’augmentation de la complexité des modèles mathématiquesn’est toutefois
pas sans conséquence sur l’optimisation à opérer pour l’identification des para-
mètres car une plus grande complexité se traduit généralement par un temps de
calcul plus important et une utilisation intensive des ressources informatiques.
Or les méthodes d’optimisation sont itératives et le nombrede simulations né-
cessaires au calibrage peut s’avérer relativement important. C’est pourquoi, tout
au long de ce travail, nous nous sommes attelés à réduire le nombre d’itérations
nécessaires.

Il convenait donc d’utiliser les meilleures méthodes d’optimisation disponibles
et celles-ci font invariablement appel aux dérivées de la fonction objectif par rap-
port aux paramètres à calibrer. Celles-ci peuvent être obtenues par le biais de
différentes méthodes : lesdifférences finies, la différentiation directeou lemodèle
adjoint. Chaque méthode a ses avantages et inconvénients qui sont synthétisés
dans le tableau 5.1.

11.2 Trust , un algorithme fiable.

Dans le cadre de ce travail, nous avons développé une routineFORTRAN nom-
méeTrust. Celle-ci est présentée et testée aux chapitre 6 et 7. Il s’agit d’un algo-
rithme utilisant une globalisation par régions de confianceet des approximations
globales quadratiques pour la fonction objectif.

Plusieurs variantes sont étudiées et comparées. L’algorithme se base sur le
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schéma général décrit au chapitre 4. Il utilise des approximations quadratiques
pour la fonction objectif et prend en compte des contraintesde bornes. Plusieurs
versions ont été développées utilisant des approximationslocales de type quasi-
Newton ainsi qu’une version utilisant l’approximation locale de Gauss–Newton.
La routine développée inclut également des fonctionnalités pour faciliter la mise
à échelle et l’impression personnalisée.

Une identification paramétrique est sommairement développée. Il s’agit d’un
système dynamique simple, à titre de d’exemple : le modèle deLotka–Volterra.
Les performances de différentes versions deTrust sont analysées et comparées à
la routineM1QN3 de Gilbert et Lemaréchal [40].

Afin de fournir une analyse plus détaillée du comportement deTrust pour ce
problème, une analyse de la robustesse des différentes méthodes a été effectuée
en variant les points de départ. La globalisation par régions de confiance appa-
raît, dans ce cas test, plus efficace que l’approche par recherche linéaire. De plus,
les deux versions dites« inconditionnelles» qui utilisent l’information issue des
itérations infructueuses sont plus efficaces que leurs homologues conditionnelles.
L’approche utilisant une mise à jour BFGS inconditionnellede l’approximation
de la matrice hessienne s’avère être la plus performante, aussi bien du point de
vue de la robustesse que de la vitesse de convergence.

11.3 Les itérations trop réussies.

Le chapitre 7 établit une nouvelle proposition de mise à jourdu rayon de la
région confiance dans les algorithmes du même nom. Traditionnellement, un rap-
port ρ(k) fournit une mesure de la fidélité de l’approximation locale par rapport à
la véritable fonction objectif dans le voisinage de l’itérécourant. Cette mesure est
ensuite utilisée pour mettre à jour le rayon de confiance d’une itération à l’autre.
Les règles empiriques habituelles opèrent une réduction durayon de confiance
après une itération infructueuse et le maintiennent constant ou l’accroissent après
une itération réussie.

Notre travail établit que la stratégie de mise à jour du rayonde confiance est
susceptible d’avoir une forte influence sur les performances de l’algorithme. Ce
sujet — critique du point de vue de l’efficacité de l’algorithme — avait été relati-
vement peu traité jusqu’à présent.

Dans l’approche générale des régions de confiance, certaines itérations sont
appelées les itérationtrès réussiesparce qu’elles fournissent des diminutions im-
portantes de la fonction objectif. L’approche habituelle dans un tel cas est d’élargir
la région de confiance. La raison sous-jacente à cette augmentation est intuitive :
l’approximation locale semble précise dans une grande région autour de l’itéré
courant et l’algorithme devrait dès lors être autorisé à effectuer un pas plus grand
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si nécessaire.
Le propre de notre travail est d’introduire une nouvelle catégorie d’itérations.

Pensant que les itérations très réussies galvaudent leur nom si la réduction obtenue
pour la fonction objectif est bien trop importante, nous introduisons le concept
des itérationstrop réussies. Dans ce cas, le rayon de la région de confiance est
maintenu quasi-constant. Bien entendu, cette stratégie modifiée satisfait aux hy-
pothèses du chapitre 4 et les propriétés générales de convergence globale sont
encore d’application.

De manière générale, cette nouvelle technique est substantiellement plus per-
formante tant du point de vue de l’efficacité que du point de vue de la robustesse.
Cette plus grande efficacité est clairement démontrée par les tracés des profils de
performance sur un ensemble de test. Cette stratégie est très intuitive et largement
applicable. Il est intéressant de noter que, lorsque l’algorithme est proche de la
convergence, la plupart des itérations sont très réussies et le taux de convergence
n’est donc pas affecté.

Notons également que les expériences numériques utilisentdes approxima-
tions locales quadratiques de type quasi-Newton. Elles montrent clairement que
la nouvelle approche améliore la vitesse de l’algorithme. En effet, cette règle per-
met d’éviter la pollution de l’approximation du Hessien avec des mises à jour de
type quasi-Newton imprécises. Malgré une légère détérioration de la robustesse,
il apparaît que l’algorithme le plus efficace combine cette nouvelle stratégie avec
une mise à jour inconditionnelle de l’approximation de la matrice hessienne par
une règle de type quasi-Newton.

Il reste désormais à valider ce concept très simple avec d’autres types d’ap-
proximations locales (linéaires, coniques, asymptotes mobiles, . . . ), avec des pro-
blèmes contraints et avec des problèmes de plus grande taille.

11.4 De l’utilisation d’une approche SQCQP.

Le chapitre 9 présente un algorithme permettant de résoudreun type de sous-
problèmes engendrés par une approche séquentielle de problèmes quadratiques
à contraintes quadratiques. Il s’agit d’une« brique élémentaire» pour qui s’at-
taque à une fonction de pénalité de typeℓ1 avec des approximations quadratiques
convexes. Le sous-problème engendré est donc convexe, non-différentiable, qua-
dratique par morceaux et soumis à des contraintes de bornes.

L’originalité de l’algorithmeUVQCQP réside dans l’utilisation d’un dévelop-
pement théorique proposé par Lemaréchalet al. [65]. L’espace d’optimisation est
divisé en trois sous-espaces : celui des contraintes de bornes activesW d’une part
et son complément orthogonal qui est lui-même décomposé en deux sous-espaces
U et V . L’espaceU (x) est le plus grand sous-espace dans lequel la fonction est
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différentiable au voisinage dex.
Si la sous-routineUVQCQP s’avère plutôt performante, il reste à construire un

algorithme global qui l’utilisera au maximum de ses possibilités. Le chapitre 10
en brosse une esquisse mais celle-ci — bien qu’encourageante — est insuffisante.
De nombreuses questions restent en suspens et constituent autant de perspectives
intéressantes. Nous pouvons citer, par exemple.

– La calibration du paramètre de pénalitéσ qu’il faut choisir suffisamment
grand pour assurer que le minimum de la fonction de pénalité corresponde
bien à la solution du problème mais qu’il faut se garder de surdimensionner
pour ne pas altérer les performances de l’algorithme. Il estprobable que la
réponse à cette question cruciale passe par une adaptation du paramètreσ
au fur et à mesure des itérations.

– La gestion des contraintes d’égalité peut certainement être améliorée. Il
n’est pas certain que la décomposition en deux inégalités opposées soit
l’approche la plus performante : nous pourrions, par exemple, envisager
l’utilisation de variables d’écart.

– La « convexification» de la fonction objectif ou des contraintes est égale-
ment une source d’intérêt : nous proposons de« mettre à zéro» les cour-
bures négatives mais ce choix est discutable.

L’approcheUVQCQP privilégie des approximations locales quadratiques tant
pour la fonction objectif que pour les contraintes. Dans lesproblèmes réels, il est
cependant relativement rare de disposer des dérivées secondes de ces fonctions et
les approximations locales doivent dès lors se construire sur base d’informations
glanées lors des itérations précédentes : les plus connues de ces stratégies étant les
mise à jour de type quasi-Newton. Toutes les questions de mise à jour condition-
nelle ou inconditionnelle que nous nous sommes posées dans le chapitre 7 doivent
donc également être reposées dans ce cadre.

Notons aussi que l’algorithmeUVQCQP fait un grand usage de matrices : au
moins une matrice hessienne (de dimensionn×n) pour chacune desmcontraintes.
Ceci rend la méthode inutilisable pour des problèmes de grande taille et/ou avec
un grand nombre de contraintes. À l’image de ce qui s’est faitpour d’autres mé-
thodes, il serait intéressant d’élaborer une version approchée de l’algorithme ini-
tial capable de gérer ce genre de problèmes. Nous pensons, par exemple, à l’utili-
sation d’approximations quadratiques séparables qui ont déjà montré leur effica-
cité dans ce type de problèmes.

Malgré ses performances satisfaisantes, il reste une ombreau tableau de la
méthodeUVQCQP : c’est sa limitation au cas convexe. Sans cette limitation,point
besoin de« convexifier» les contraintes au niveau de SQCQP et ceci constituerait
un avantage indéniable dans la prise en compte des contraintes d’égalité. Or, la clef
de voûte de la méthodeUVQCQP, à savoir la décompositionU V , a initialement
été développé pour des problèmes convexes. Avant même de pouvoir modifier
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l’algorithme, il faudrait étendre la base théorique de la théorie sous-jacente.
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Annexe A

RoutinesFORTRAN : mode d’emploi

Les sous-routines d’optimisation proprement dites ont étéimplémentées dans
desmodulesFORTRAN90. Les routines d’optimisation se nomment

– trust_SR1_c pourTrust-SR1 conditionnelle,
– trust_BFGS_c pourTrust-BFGS conditionnelle,
– trust_SR1_i pourTrust-SR1 inconditionnelle,
– trust_BFGS_i pourTrust-BFGS inconditionnelle
– ettrust_GN pourTrust-GN.

Pour les quatre premières routines, les séquences d’appel sont identiques

call trust_SR1_c(simul,n,x,f,g,delta,deltamax,epsg,impres,&
& io,mode,succes,niter,lbnd,ubnd,freex,valcar,varcar,hes)

et pour la dernière

call trust_GN(simulGN,n,x,m,c,jacob,delta,deltamax,epsg,&
& impres,io,mode,succes,niter,lbnd,ubnd,freex,valcar,&
& varcar,hesGN).

A.1 Le simulateur.

Le premier argument de chaque routine est un« simulateur», une routine
FORTRAN fournie par l’utilisateur et qui servira à calculer les valeurs de la fonc-
tion objectif, du gradient ou de la matrice jacobienne. Ellese présente comme
suit :

– simul(indic,n,x,f,g) ou
– simulGN(indic,n,m,x,c,cref,jacob) pour la version Gauss-Newton.

Les significations des différents arguments de ces routinessont énumérées ci-
dessous.
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A.1.1 Indicateur.

integer,intent(inout) :: indic

La variableindic est un entier qui établit la communication entre le simulateur
et la routine d’optimisation.

en entrée : l’utilisateur doit faire en sorte que la routinesimul (resp.simulGN)
– ne fasse aucune opération (hormis des impressions) siindic = 1 ;
– calculef etg (resp.c etjacob) si indic = 2.

en sortie : l’utilisateur doit faire en sorte que la routinesimul (resp.simulGN)
renvoie pourindic
– une valeur strictement positive si le simulateur n’a rencontré aucun pro-

blème particulier ;
– une valeur nulle si le simulateur demande l’arrêt de l’optimisation (par

exemple parce que la fonction objectif a atteint une valeur cible) ;
– une valeur négative si le simulateur est incapable de calculer les valeurs

ou de faire les opérations qui lui sont demandées.

A.1.2 Les entrées.

integer,intent(in) :: n
real(kind=8),dimension(n),intent(in) :: x
integer,intent(in) :: m
real(kind=8),dimension(m),intent(in) :: cref

La variablen est un entier, elle donne la dimensionn du vecteur des variables à op-
timiserx. La variablex donne au simulateur la valeur des variables pour lesquelles
la routine d’optimisation demande à calculer la valeur de lafonction objectif et de
sa dérivée.

Le cas échéant, la variablem est un entier qui donne la dimensionm du vec-
teurc(x)− ĉ que l’utilisateur souhaite minimiser au sens des moindres carrés. La
variablecref, quant à elle, est le vecteur des valeurs de référence ˆc.

Toutes ces variables doivent demeurer inchangées en sortie.

A.1.3 Les sorties.

real(kind=8),intent(inout) :: f
real(kind=8),dimension(n),intent(inout) :: g
real(kind=8),dimension(m),intent(inout) :: c
real(kind=8),dimension(n,m),intent(inout) :: jacob
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Si l’appel du simulateur se fait avecindic = 1, la routine d’optimisation fait
en sorte que les variablesf et g (resp.c et jacob) contiennent,en entrée, les
valeurs de la fonction objectiff (x) et de son gradientg(x) (resp.c(x) et G(x))
au pointx. Cette disposition permet à l’utilisateur de faire imprimer ces valeurs et
d’ainsi formater les impressions de la routine d’optimisation comme il le souhaite.
Dans ce cas, les valeurs de ces variables doivent rester inchangées en sortie.

Si l’appel de la routine se fait avecindic = 2, l’utilisateur doit faire en sorte
que les variablesf etg (resp.c etjacob) contiennent,en sortie, les valeurs de la
fonction objectif f (x) et de son gradientg(x) (resp.c(x) etG(x)) au pointx. Dans
ce cas, aucune valeur ne doit être spécifiée en entrée.

A.2 Les autres variables.

integer,intent(in) :: n

La variablen est un entier ; elle donne la dimensionn du vecteur des variables à
optimiserx. Cette variable demeure inchangée en sortie.

real(kind=8),intent(inout),dimension(n) :: x

En entrée, la variablex doit être la valeur de départx(0) des variables à optimiser.
En sortie, cette variable contient les valeurs optimisées.

real(kind=8),intent(inout) :: f

Enentrée, la variablef doit être la valeur de départf (x(0)) de la fonction objectif
à optimiser. Ensortie, cette variable contient la valeur finale de la fonction objectif
à optimiser.

real(kind=8),intent(inout),dimension(n) :: g

En entrée, la variableg doit être la valeur de départg(x(0)) du gradient de la
fonction objectif. Ensortie, cette variable contient la valeur finale du gradient la
fonction objectif.

integer,intent(in) :: m

La variablem est un entier ; elle donne la dimensionmdu vecteurc(x)− ĉ à mini-
miser au sens des moindres carrés. Cette variable demeure inchangée en sortie.

real(kind=8),dimension(m),intent(inout) :: c
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Enentrée, la variablec doit être le vecteur des valeurs de départc(x(0)). Ensortie,
cette variable contient les valeurs du vecteurc(x) lors de la dernière itération.

real(kind=8),intent(inout),dimension(n,m) :: jacob

En entrée, la variablejacob doit être la valeur de départG(x(0)) de la matrice
jacobienne. Ensortie, cette variable contient la valeur de la matrice jacobienne
G(x) lors de la dernière itération.

real(kind=8),intent(inout) :: delta

En entrée, la variabledelta doit être la valeur de départ du rayon de confiance
∆(0). Ensortie, cette variable contient la valeur finale du rayon de confiance.

real(kind=8),intent(inout) :: deltamax

En entrée, la variabledelta doit être la valeur maximum∆max du rayon de
confiance. Cette variable est inchangée en sortie.

real(kind=8),intent(inout) :: epsg

En entrée, la variableepsg doit être plus petite que l’unité, c’est la valeur du
paramètreε du critère d’arrêt (6.37). Ensortie, cette variable contient la valeur
finale effective deε(k) défini par (6.35).

integer,intent(in) :: impres

En entrée, la variableimpres contrôle les impressions de la routine, sa valeur est
inchangée en sortie. Les différentes options d’impressionsont :

– impres < 0 : l’optimisation se fait silencieusement. Cependant, toutes les
−impres itération(s), un appel du simulateursimul est effectué pour lequel
indic=1. Ceci permet à l’utilisateur de formater les sorties à sa meilleure
convenance.

– impres = 0 : aucune impression, l’optimisation se fait silencieusement.
– impres = 1 : messages d’erreur, impression finale et initiale uniquement.
– impres = 2 : une impression par itération dont la valeur de la fonction

objectif.
– impres≥ 3 : commentaires détaillés sur le comportement de l’algorithme.

integer,intent(in) :: io

La variableio désigne l’unité dans laquelle les sorties sont écrites. Siio = 6,
l’impression se fait directement à l’écran. Cette variableest inchangée en sortie.
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integer,intent(out) :: mode

La variablemode est une variable de sortie. Elle indique le mode d’arrêt de la
routine d’optimisation :

– mode < 0 : le simulateursimul a fourni une valeur de sortieindic<0.
– mode = 0 : le simulateur a demandé l’arrêt en retournant la valeurindic =

0.
– mode = 1 : Arrêt normal. Le critère d’arrêt de décroissance du gradient est

atteint.
– mode = 2 : un des arguments d’entrée n’est pas bien initialisé.
– mode = 3 : le nombre maximum d’itérations a été atteint.

integer, intent(out) :: succes

La variablemode est une variable de sortie. Elle indique le nombre d’itérations
réussies au cours de l’optimisation.

integer,intent(inout) :: niter

En entrée, la variableniter indique à l’algorithme le nombre maximum d’itéra-
tions qu’il peut effectuer. Ensortie, cette variable donne le nombre effectif d’ité-
rations effectuées.

real(kind=8),intent(in),dimension(n) :: lbnd
real(kind=8),intent(in),dimension(n) :: ubnd

Les variableslbnd et ubnd désignent, respectivement, les bornes inférieuresx et
supérieuresx imposées aux variables. Ces variables sont inchangées en sortie.

integer,intent(in),dimension(n),optional :: freex

La variable optionnellefreex permet de fixer une ou plusieurs variables. La va-
riable i est libre sifreex(i) = 0 et fixée sifreex(i) = 1. Cette variable est
inchangée en sortie. En l’absence defreex, toutes les variables sont libres par
défaut.

real(kind=8),intent(in),dimension(n),optional :: valcar
real(kind=8),intent(in),dimension(n),optional :: varcar

Les variablesvalcar etvarcar désignent, respectivement, les valeurs caractéris-
tiquesxcar

i et les variations caractéristiquesδxcar
i utilisées dans (6.29) pour mettre

le problème à échelle. Ces variables sont inchangées en sortie. En l’absence de
valcar, les valeurs caractéristiques sont nulles par défaut et, enl’absence de
varcar, les variations caractéristiques sont unitaires par défaut.



240 ANNEXE A. ROUTINES FORTRAN : MODE D’EMPLOI

real(kind=8),intent(inout),dimension(n,n),optional :: hes

En entrée, la variable optionnellehes permet de spécifier une approximation ini-
tialeH(0) de la matrice hessienne. Ensortie, la variablehes contient l’approxima-
tion H(k) de la matrice hessienne à la fin du processus d’optimisation.

real(kind=8),intent(out),dimension(n,n),optional :: hesGN

Ensortie, la variablehesGN contient l’approximationH(k) de la matrice hessienne
à la fin du processus d’optimisation.

A.3 Exemple d’utilisation

Voici un exemple d’utilisation de la routinetrust_BFGS_i. Trust se présente
sous la forme d’unmoduleFORTRAN95 nommétrust_BFGS_i_m, la routine de-
vient donc accessible depuis le programme principal grâce àl’instruction

’use trust_BFGS_i_m’.

Il s’agit du problème de Rosenbrock logarithmique (7.14).

A.3.1 Programme principal

program main

use simul_m
use trust_BFGS_i_m

(déclaration des variables)
(initialisation des variables)

indic=2
call simul(indic,n,x,f,g)
if (indic.le.0) stop

open(unit=io,file=’output.txt’)
call trust_BFGS_i(simul,n,x,f,g,delta,deltamax,epsg,impres,&

&io,mode,succes,niter,lbnd,ubnd,freex,valcar,varcar,hes)
close(io)

end program main
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A.3.2 Simulateur

module simul_m
contains

subroutine simul(indic,n,x,f,g)
integer,intent(inout) :: indic
integer,intent(in) :: n
real(kind=8),dimension(n),intent(in) :: x
real(kind=8),intent(inout) :: f
real(kind=8),dimension(n),intent(inout) :: g
integer :: i,j

if (indiq.eq.2) then
f=log(1+10000*(x(2)-x(1)**2)**2+(1-x(1))**2)
g(1)=(-40000*(x(2)-x(1)**2)*x(1)-2*(1-x(1)))&

&/(1+10000*(x(2)-x(1)**2)**2+(1-x(1))**2)
g(2)=20000*(x(2)-x(1)**2)&

&/(1+10000*(x(2)-x(1)**2)**2+(1-x(1))**2)
end if

end subroutine simul
end module simul_m
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Annexe B

Zéros des polynômes du troisième et
du quatrième degré

Cette annexe présente les formules exactes utilisées pour calculer les zéros du
polynôme de degré quatre

ψ(ξ) = δ+βξ+ γξ2+κξ3 + ιξ4. (B.1)

Avant de résoudre ce problème de façon générale, envisageons le casι = 0
et κ 6= 0. Dans ce cas, nous obtenons une équation cubique que nous pouvons
résoudre grâce à la méthode de Tartaglia-Cardan (voir par exemple [1]).

Il faut poser

q =
β
3κ

− γ2

9κ2 , (B.2)

r =
γβ
6κ2 −

δ
2κ

− γ3

27κ3 . (B.3)

Si q3+ r2 > 0, il n’y a qu’une racine réelle

ξ3 =
(

r +
√

q3+ r2
)1/3

+
(

r −
√

q3+ r2
)1/3

− γ
3κ

, (B.4)

sinon, il y a trois racines réelles

ξ4 = 2
√−qcosθ− γ

3κ
, (B.5)

ξ5 = −√−qcosθ− γ
3κ

−
√

−3qsinθ, (B.6)

ξ6 = −√−qcosθ− γ
3κ

+
√

−3qsinθ (B.7)
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où

θ =





1
3 arctan

√
−q3−r2

r si r ≥ 0,
1
3 arctan

√
−q3−r2

r + π
3 si r < 0.

(B.8)

Si ι 6= 0, nous pouvons utiliser la méthode de Ferrari (voir par exemple [1]). Il
faut d’abord résoudre le problème cubique enu associé

u3− γ
ι
u2+

(
βκ
ι2 −4

δ
ι

)
u−
(

β2

ι2 +
δκ2

ι3 −4
δγ
ι2

)
= 0 (B.9)

par la méthode de Tartaglia-Cardan. S’il n’y a qu’une seule racineu1, les quatre
racines du polynôme (B.1) sont les solutions des deux équations du second degré

ξ2 + p1ξ+q1 = 0,

ξ2 + p2ξ+q2 = 0

où

p1 =
κ
2ι

−
√

κ2

4ι2 +u1−
γ
ι
, (B.10)

p2 =
κ
2ι

+

√
κ2

4ι2 +u1−
γ
ι
, (B.11)

q1 =
u1

2
−sign

(
κu1

ι
−2

β
ι

)√
u2

1

4
− δ

ι
, (B.12)

q2 =
u1

2
+sign

(
κu1

ι
−2

β
ι

)√
u2

1

4
− δ

ι
. (B.13)

S’il y a plus d’une racine réelle au problème (B.9), il convient d’utiliser la valeur
de u1 qui produit des coefficients réels aux deux équations du second degré, i.e.
u1 tel que

κ2

4ι2 +u1−
γ
ι

≥ 0, (B.14)

u2
1

4
− δ

ι
≥ 0. (B.15)
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