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Avant-propos

Ces notes de cours ont été rédigées pour le cours Introduction aux Processus Stochastiques.
L’objectif de ce cours est de fournir aux étudiants une compréhension rigoureuse et opérationnelle
des principaux modeles stochastiques utilisés pour la modélisation de systéemes évolutifs soumis
a l'aléa. Le fil conducteur de ce cours est ’étude de systemes aléatoires dont 1’évolution future
dépend uniquement de I’état présent : c’est ce que ’on appelle le caractére markovien. Nous nous
intéresserons a la modélisation probabiliste de tels systemes, a I’analyse de leur comportement a
long terme, a la notion de stabilité, ainsi qu’a 'utilisation de méthodes de simulation numérique

pour les explorer.

Le premier chapitre introduit la notion générale de processus stochastique. Nous y présentons les
concepts fondamentaux de processus a temps discret ou continu, d’espace d’états, de trajectoire

et de loi finie-dimensionnelle.

Les chapitres 2 et 3 sont consacrés a 1’étude des chaines de Markov a temps discret. Apres
avoir introduit la propriété de Markov et la notion de matrice de transition, nous étudions
la classification des états, I'existence et I'unicité des lois stationnaires, ainsi que le théoreme
d’ergodicité. Une courte introduction aux méthodes MCMC (Markov Chain Monte Carlo) est

également proposée.

Le chapitre 4 est consacré aux processus de Poisson, qui constituent un cas particulier de
processus de comptage. Nous montrons que le processus de Poisson est un modele fondamental
pour représenter les phénomenes d’arrivées aléatoires, ses temps inter-arrivées suivant une loi
exponentielle. Nous présentons également deux généralisations de ce processus. Enfin, nous
illustrons son utilité a travers 'application du leaky bucket, un modeéle couramment utilisé pour
étudier la régulation du flux de données dans les réseaux informatiques et la gestion des files
d’attente.

Le chapitre 5 est consacré aux processus markoviens a temps continu, dont les processus de
Poisson font partie. Nous montrons qu’ils peuvent étre décrits grace aux parametres des temps
de séjour dans chaque état et d’'une chaine de Markov liée, appelée chaine des sauts. Ensuite,
nous introduisons les modeles de files d’attente pour lesquels X (¢) donne le nombre de clients
dans un systeme a l'instant ¢, en considérant des arrivées et des départs dans le systéme suivant
une certaine loi. Nous introduisons en détail le modele M /M /1 et ses propriétés fondamentales :
condition de stabilité, loi stationnaire, temps d’attente moyen. Nous terminons par la formule
de Little.

Le chapitre 6 introduit les marches aléatoires, la notion de martingale et le mouvement Brownien.



Nous montrons comment les marches aléatoires constituent un modele fondamental de déplace-
ment aléatoire et comment, apres renormalisation, elles menent naturellement & la définition du
mouvement Brownien, qui joue un role central dans la modélisation de phénomenes de diffusion,

par exemple.

Le niveau mathématique requis pour ce cours correspond a un cours standard de probabilités :
variables aléatoires, lois usuelles, espérance, lois conditionnelles, variance et indépendance,
théoréme limite. Aucune connaissance préalable en processus stochastiques ou en martingales

n’est supposée.

Ces notes ont été rédigées sur la base des notes rédigées avec Yvik Swan en 20182019, ainsi
que de nombreux échanges avec les étudiants et de plusieurs années d’enseignement du cours.

Toute remarque ou correction est la bienvenue.



1 Introduction

L’objectif de ce cours est d’étudier et de modéliser des phénomeénes aléatoires qui évoluent au
cours du temps. Ces phénomenes peuvent se rencontrer dans des contextes tres variés : réseaux

informatiques, files d’attente, populations, physique, finances, etc.

1.1 Premieéres définitions

Définition 1.1.1. Un processus stochastique sur un espace probabilisé (Q, F,P) est une

famille de variables aléatoires (Xi)ier définies sur (2, F,P) et indexées par un ensemble I.

> Si l’ensemble I est dénombrable (typiquement N), on parle de processus stochastique

a temps discret.

> Si I est non-dénombrable (typiquement R ou un intervalle de R), on parle de

processus stochastique a temps continu.

N\ J

Un processus stochastique modélise un systéme qui évolue au cours du temps : la variable X;

peut étre interprétée comme 1’état de ce systeme au temps t.

( )
Exemple 1.1.2.

> Nombre de paquets sur un routeur a l’instant t : le trafic réseau est aléatoire

et varie au cours du temps.

> Nombre de clients dans une file : la file d’attente dans une banque ou un
supermarché peut étre vue comme un processus stochastique, avec des arrivées et

départs aléatoires.

> Taille d’une population : la population d’une espéce peut varier aléatoirement

selon les naissances, décés et migrations.

> Position d’une particule : en physique, le mouvement d’une particule soumis a

des forces aléatoires (diffusion) est un exemple classique de processus stochastique.

> Cours d’une action : le priz d’une action varie de maniére imprédictible au

cours du temps et peut étre modélisé par un processus stochastique.

N J

L’ensemble S des valeurs prises par les variables aléatoires (X;):er est appelé l'espace d’états.
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> Si S est dénombrable, on parle de processus & espace d’états discret.
> Si S est non-dénombrable, on parle de processus a espace d’états continu.

Ainsi, les processus stochastiques peuvent étre classés selon deux critéres principaux : le temps

et l’espace d’état.

Temps | Espace d’état Exemple
discret discret Chailnes de Markov
continu discret Processus de Poisson
continu continu Mouvement brownien

Etant donné w € Q, on s’intéresse & la collection
X(w) ={Xi(w) : t € I},

appelée une réalisation ou trajectoire du processus. Autrement dit, il s’agit de I’ensemble des
valeurs prises par le processus au cours du temps pour un w fixé. On peut voir une trajectoire
comme le “parcours” suivi par le processus dans son espace d’états au fil du temps. Pour chaque
w fixé, on obtient ainsi une suite ou une fonction de valeurs qui représente une évolution possible

du processus.

( )

Exemple 1.1.3. Soit X [’ensemble des résultats possibles d’un lancer de piéce répété
indéfiniment (pile = 1, face = 0). On a I = N et S = {0,1} : il s’agit d’un processus

stochastique discret a espace d’états discret. Des réalisations possibles sont :

> (1,0,0,0,...),
> (0,0,0,1,...),
> (1,1,1,1,...),
> (0,1,0,1,...)
1l y a bien sir une infinité de réalisations possibles.
J
(" )

Exemple 1.1.4. Le mouvement Brownien est un processus a temps continu et d espace

d’état continu. Chaque trajectoire est continue mais non différentiable en tout point. Pour

tout t, X est gaussien et les trajectoires sont des fonctions da valeurs réelles.

- J

La loi finie-dimensionnelle d’un processus stochastique désigne la distribution jointe d’un
nombre fini de variables aléatoires extraites du processus. Par exemple, la loi de (X, , Xt,, Xt,)
fournit toutes les probabilités jointes que le processus prenne certaines valeurs aux instants

t1,t9, t3. Connaitre toutes les lois finies-dimensionnelles revient a connaitre le processus complet.
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FIGURE 1.1 — Plusieurs trajectoires d’'un mouvement Brownien

1.2 Questions

Etant donné un sous-ensemble A de Pespace d’états S, on peut se poser des questions telles
que :

Que vaut P(X; € A)?

Combien de temps (en moyenne) le processus passe-t-il dans A ?

>
>
> Combien de temps (en moyenne) faudra-t-il au processus pour atteindre A ?
> Combien de fois (en moyenne) un certain comportement est-il observé ?

>

Quel est le comportement optimal par rapport a un but donné ?

Exemple 1.2.1. On considére un promeneur ivre qui sort du bar et se déplace dans une
rue droite bordée de lampadaires a intervalles réguliers. A chaque lampadaire, il s’arréte
pour se reposer. Comme il est ivre, lorsqu’il repart, il a oublié d’ou il venait et choisit

donc un sens ou l'autre aléatoirement. Retournera-t-il au bar ? Si oui, combien d’étapes

lui faudra-t-il pour atteindre le bar ?
. J

4 ™\
Exemple 1.2.2. En temps normal, sur le temps de midi a la cafétaria de Montéfiore, on

constate qu’en moyenne 13 étudiants arrivent par minute. Les étudiants se répartissent en
une seule file et sont servis par deur employés au comptoir qui travaillent indépendamment

d un rythme donné. Que peut-on dire sur la longueur de la file d’attente ¢
. J

Tout cela dépend de la structure de dépendance entre les variables aléatoires. Par exemple,
pour un processus a temps discret (X, )nen, la loi de Pobservation présente X, en fonction des

observations passées X1,...,X,_1 peut prendre des formes variées :

> Siles X,, sont indépendants, la loi conditionnelle de X,, connaissant Xq,..., X, 1 est
simplement la loi de X, : le futur est totalement indépendant du passé, et tout est

calculable.
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> Si X,, = gn(X1), alors X,, n’est plus aléatoire une fois X7 observé : le processus devient

déterministe.

> Si X, = g(X1,...,Xn-1) + Y, le processus peut devenir arbitrairement complexe et

parfois insoluble.

Dans ce cours, nous allons nous intéresser a un type particulier de dépendance, appelé Marko-

vienne, ou la loi du futur ne dépend que de 'état présent, et pas du passé complet.



2 Chaines de Markov et premieres

propriétés

Une chaine de Markov est une suite de variables aléatoires (X;,)nen qui permet de modéliser
I’évolution d’un systeme aléatoire dans un espace d’états discret. La propriété fondamentale
des chalnes de Markov est que son évolution future ne dépend que de la valeur présente,
indépendamment du passé. Les chaines de Markov jouent un grand role a la fois dans la théorie
et dans les applications : leur structure est suffisamment riche pour modéliser de nombreux
phénomenes aléatoires et suffisamment simple pour permettre de répondre a de multiples

questions sur le comportement de ces phénomenes.

2.1 Définition, graphe de transition et matrice de transition

Soit E un ensemble dénombrable (typiquement, on prendra £ = {1,..., N} ou E = N).

Définition 2.1.1. Un processus stochastique a temps discret (X, )nen et d espace d’états

discret S = {sj : j € E} est une chaine de Markov si
]P)(XnJrl = 5in+1 | XO = SioaXl = Si15- - ,Xn = Sin) = ]P)(Xn+1 = S’in+1 | Xn = Sin) (21)

pour tout n € N et tous i9,%1,...,%n,int1 € E.
La chaine de Markov est homogene si ces probabilités ne dépendent pas de n, c’est-a-dire
St

P(Xni1 =155 | Xn =) =P(X1 =35 | Xo=si) = pij (2.2)

pour tout n € N et tous 1,5 € E.

J

Ainsi, toute I'information utile pour la prédiction du futur d’une chaine de Markov est contenue

dans I’état présent.

Remarque 2.1.2. L’ensemble E est fini ou dénombrable. Trés souvent, on identifie S
et E (avec E=1{0,...,N} ou E =N). Ainst, par exemple, on écrira P(X; = j | Xo = 1)

d la place de P(X1 = s; | Xo = s;). De plus, on notera P; la probabilité conditionnelle d
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l’événement {Xo = s;}. Ainsi,

PZ‘(Xl = Sj) = P(Xl =85 | X() = Si).

Vu les propriétés (2.1) et (2.2), le comportement d’une chaine de Markov peut étre résumé dans

un graphe ou dans une matrice. On est donc amené a considérer les définitions suivantes.

Définition 2.1.3. Soit (X,,)nen une chaine de Markov. Les états et les probabilités de

transitions sont représentés dans un graphe® appelé le graphe de transition :
> les sommets du graphe sont les points de S ;

> on met une aréte orientée (s; — sj) du sommet s; vers le sommet s; si pj; > 0, et

on indique la valeur de p;; sur cette aréte.

Les probabilités de transition {p;; : i,j € E} sont rassemblées dans une matrice de
dimension #E X #E

P11 P12 P13
P21 P22 P23
P=

P31 P32 P33

appelée la matrice de transition’ de la chaine.

La distribution de X est appelée la distribution initiale de la chaine.

a. pas nécessairement connexe et potentiellement infini,
b. la matrice de transition est potentiellement infinie.

N\ J

Les notions précédentes nous aménent naturellement a la définition compacte suivante.

Définition 2.1.4. On dit que (X,,)nen est une chaine de Markov homogene de matrice

de transition P et de distribution initiale u, noté

(Xn)nGN ~ CM(“-v P)7

S
> Xo ~ u, c’est-d-dire P(Xo = s;) = u; pour tout j € E,
> (Xn)nen satisfait (2.1) et (2.2).
J
(Exemple 2.1.5. Considérons le graphe de transition suivant : W

10
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1/5

4/5
1/5

1/5

<@

1l définit une chaine de Markov de matrice de transition

1/5

S

e e

o o O
o o o O
o o o O

— (=
S g

)

I
(@) (@) (@) [a) [a) S Ul
@) @) @) O vl gl o=
S S S O vl G
S O Gl Gl ol
() S gl gl

o
—_

Si on considere la distribution initiale
u:(1000000),

cela signifie que notre chaine commence dans le premier état. Si on considére la distribution
initiale
_ (1 1 1
u=(3 1 100 0 0),

la chaine commence dans un des trois premiers états avec la méme probabilité.

& J

4 )
Théoréme 2.1.6. Posons 1 = (1,1,...)T. La matrice de transition P est une matrice

stochastique, c’est-a-dire une matrice
> dont tous les éléments sont positifs ou nuls

> telle que P1 = 1.

11
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La seconde assertion signifie que la somme des éléments de chaque ligne de P vaut 1.

Autrement dit, 1 est un vecteur propre de P de valeur propre 1.

Démonstration. Pour tout ¢ € F, on a évidemment

Y pij=> P(X1=s;]Xo=s)=1

JEE JEE
puisqu’on passe en revue toutes les possibilités de transition. |

Bien siir, réciproquement, toute matrice stochastique P et toute distribution initiale u (vecteur
ligne dont tous les éléments sont positifs et dont la somme des éléments donne 1) définissent
une chaine de Markov.

Le théoreme suivant est direct et donne une description alternative du processus. Il montre que
les lois jointes de la chaine de Makov sont entiérement caractérisées par la matrice de transition

et par la distribution initiale.

4 )

Théoréme 2.1.7. Soit (X,)neny un processus stochastique a temps discret et d espace
d’états S. Alors
(Xn)neny ~ CM(u,P)

st et seulement si pour tout N > 1 et tous 1g,...,iny € F

P(Xo = Sigs X1 = Siy, - XN = Siy) = WigPigirPivia * ** Pin—_1in - (2.3)
\_ J

Démonstration. Supposons tout d’abord que (X,,)neny ~ CM (u, P). Procédons par récurrence
sur N.Si N=1,o0n a

P(Xo = sig, X1 = si,) = P(X1 = 55, [ Xo = 540)P(Xo = i) = Pigir Uio-
Supposons a présent le résultat vérifié pour N — 1. Il vient

]P)(XO = SioaXl = Sj15--- ,XN == SiN)
= ]P)(XN = SiN |X0 = SioyXl = 51'17 .. -aXN—l = SiN_l)]P)(XO = SioaXl = 5@'17 e 7XN—1 = SiN—l)
= DPin_1inWigPigi1 Pirio """ Pin_gin_1
par hypothese de récurrence et en utilisant les propriétés (2.1) et (2.2).
Supposons a présent que (2.3) est vérifié. On a alors
P(XN—H = 8iN+1 ’X(] = SiQaXl = Sil, e ,XN = SiN)

]P)(XN—H :SiN+17XO :S’io)Xl == Sil,...,XN = SiN)
]P’(Xo :SiO,Xl :Sil,...,XN = SiN)

WioPigir Piria " " Pinini1

UigPigi1 Pirig = " Pin_1in
piNiN+17

12
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ce qui montre que (X, )nen est bien une chaine de Markov de matrice de transition P. Il reste a

montrer que u est bien la distribution initiale. On a

P(Xo = sip) = Y P(Xo =51, X1 =5i,) = D> UigPigir = Uiy Y Pioin = Uig
ner eE 11EE

puisque la matrice P est stochastique. |

(" )
Exemple 2.1.8. Reprenons la chaine de Markov de I’Exemple 2.1.5 et de distribution

initiale
_ (1 1 1
u=(3 1 L 00 0 0.
La probabilité de commencer dans [’état sz, puis de passer dans l’état sy et ensuite de

revenir dans l’état s3 est donnée par

1
P(Xo = s3, X1 = 59, X2 = 53) = ugp32p23 = 3

& J

ot N
(S
-3
(S

Présentons a présent quelques exemples supplémentaires de chaines de Markov.

( )

Exemple 2.1.9 (Processus de comptage). Considérons un processus a valeurs dans

{0,1,2,...} de graphe de transition
q q q q q q q q
P P Iz Iz Iz Iz Iz CC;Lp/r

avec ¢ = 1 — p, c’est-a-dire de matrice de transition

o O KR

0
p
q

o 3

On considére la distribution initiale triviale u = (1,0,0,...). Ce processus de Markov
compte le nombre de succés lors d’une répétition d’une expérience de Bernoulli de probabilité

de succes p.

J

( )

Exemple 2.1.10 (Processus des instants de succes consécutifs). Considérons un processus

a valeurs dans {0,1,2,...} de graphe de transition

13
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avec ¢ = 1 — p, c’est-a-dire de matrice de transition

g p 0 0

qg 0 p O
P=

qg 00 p

On considére la distribution initiale triviale u = (1,0,0,...). Ce processus compte le nombre

de succes consécutifs lors d’une répétition d’une expérience de Bernoulli de probabilité de

succes p.

J

( )
Exemple 2.1.11. D’aprés Kemeny, Snell et Thompson®, le pays d’Oz dispose de nom-

breuses ressources, mais il n’est pas gaté par le climat : il n’y a jamais deux beaux jours
consécutifs.

St une journée est belle, le lendemain, il y a autant de chances d’avoir de la neige que de
la pluie. Si la journée est neigeuse ou pluvieuse, il y a une probabilité de 1/2 de retrouver
le méme temps le lendemain ; sinon, c’est-d-dire en cas de changement par rapport a la
neige ou d la pluie, la moitié du temps on bénéficie d’une belle journée le lendemain.

Cela décrit une chaine de Markov de matrice de transition

P B N
P(1/2 1/4 1/4
P=B|1/2 0 1/2
N\1/4 1/4 1)2
Si aujourd’hui il fait beau, la distribution initiale est donnée par u = (0,1,0).

Le graphe de transition correspondant d cette chaine de Markov est représenté ci-dessous :

14
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1/4

a. J. G. Kemeny, J. L. Snell, G. L. Thompson, Introduction to Finite Mathematics, 3rd ed. (Englewood
Cliffs, NJ : Prentice-Hall, 1974).

& J

2.2 Propriété de Markov

Le résultat immédiat suivant renforce 'idée qu’une chaine de Markov est un processus sans

mémoire. On note §; le vecteur dont la i® composante vaut 1 et les autres sont égales a 0.

4 )
Théoréme 2.2.1 (Propriété de Markov). Soit (X, )neny ~ CM(u,P). Si s; € S, alors

conditionnellement a {X,, = s;}, on a

(Xm—i-’n)nGN ~ CM((SM P) )

indépendamment de Xg, ..., Xp,.
\ J

Ce théoréme signifie que, dans une chaine de Markov, le futur est indépendant du passé
conditionnellement au présent. On peut commencer a observer le processus a tout moment : la

distribution du processus ne change pas.

{Xm+n7 n Z O}

Corollaire 2.2.2. Si (X,)nen ~ CM(u, P), alors pour tous n,m > 1 et tous ig, ..., im €
E
P(Xn+1 = Sirs -+ s Xngm = Sipy | Xn = Sig) = PigirPiriz " * Pim—1im- (2.4)

15
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Démonstration. Par la propriété de Markov, conditionnellement & ’événement {X, = s;,},
le processus (X 4+n)men est une chaine de Markov C'M(6;,, P). 1l suffit alors d’appliquer le
Théoréme 2.1.7. |

Corollaire 2.2.3. Si (X,,)neny ~ CM(u,P), alors pour tout i € E, la durée de séjour

dans l’état s; suit une loi géométrique de paramétre 1 — p;;.

Démonstration. Sachant qu’on se trouve dans I’état s;, on doit montrer que la probabilité qu’on

y reste durant plus de k étapes est égale a pfl Par le Corollaire 2.2.2, on a
P(Xnp1 == Xpy = 8i | X = 8i) = (pii),

ce qui suffit. [ |

Dans le Théoreme 2.2.1, 'instant “présent” m peut étre remplacé par un instant “présent”

aléatoire, appelé temps d’arrét.

Définition 2.2.4. Une variable aléatoire T a valeurs dans NU{+oco} est un temps d’arrét

pour la chaine de Markov (X,,)nen si, pour tout n € N, [’événement
{T <n}

dépend uniquement des variables Xo, X1,...,X,.

J

Autrement dit, la décision de savoir si arrét s’est produit jusqu’au temps n ne peut étre prise

qu’en connaissant ’histoire du processus jusqu’au temps n.

( )
Exemple 2.2.5. Pour s € S,

> T =inf{n > 0: X,, = s} est un temps d’arrét : il correspond au premier moment

ot la chaine atteint l’état s.

> T =sup{n > 0 : X,, = s} nlest pas un temps d’arrét : pour savoir si la chaine

s’arréte a ce temps, il faut connaitre le futur complet de la chaine.

- J

4 )
Théoréme 2.2.6 (Propriété de Markov forte). Soit (X, )nen ~ CM(u,P) une chaine de

Markov. Si T est un temps d’arrét pour (X, )nen, alors, conditionnellement da [’événement
{T < +o0} et a {X7r =3}, ona

(XT4n)n>0 ~ CM(6;, P).
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2.3 Probabilités de transition et lois marginales
L’homogénéité d’une chaine de Markov implique que tout le caractere aléatoire du processus est
contenu dans trois éléments essentiels :

> la structure du graphe de transition,

> les valeurs des probabilités de transition rassemblées dans la matrice P,

> la distribution initiale u.

Nous verrons que, a long terme, dans certains cas, la distribution initiale devient peu pertinente

et que le comportement de la chaine est essentiellement déterminé par P.

Avant d’étudier le comportement & long terme, commengons par introduire les probabilités de
transition sur plusieurs étapes :

P(Xin = 85 | Xon = 51) = P(Xp, = 55 | Xo = 53) =: pz(?).
Autrement dit, il s’agit de la probabilité que la chaine, partant de I’état s;, se trouve dans I’état
sj apres n étapes. Nous allons voir que cette probabilité peut étre calculée simplement a l'aide
des puissances de la matrice de transition. Commengons par regarder sur un exemple ce qu’il se
passe pour une probabilité de transition en 2 pas.

( )

Exemple 2.3.1 (Exemple 2.1.11, suite). Considérons la chaine de Markov de matrice de

transition
P B N

P(1/2 1/4 1/4
P=B|1/2 0 1/2
N\1/4 1/4 1/2

Nous souhaitons calculer la probabilité de transition sur deux étapes :

p(z) = P(Xn+2 = Sj ’Xn = Si) = P(XQ = Sj |X0 = Si),

]

qui sont rassemblées dans la matrice carrée P>,
Par exemple, si aujourd’hui il pleut, la probabilité qu’il neige dans deuz jours est l'union

de trois événements disjoints :
> il pleut demain et il neige dans deuz jours,
> il fait beau demain et il neige dans deux jours,
> il neige demain et il neige dans deux jours.
En appliquant la loi des probabilités totales, on obtient :

3

2
pgs) = P11P13 + P12P23 + P13P33 = Z D1kPk3-
k=1
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De facon générale, pour tous i,j, on a :
(2) °
P = ) PikDkjs
k=1

et donc :
P = p2

Autrement dit, la matrice de transition sur deux étapes est le carré de la matrice de

transition sur une étape.

- J

Cette propriété se généralise facilement aux probabilités de transitions en n étapes.

Théoréme 2.3.2. Soit P la matrice de transition d’une chaine de Markov homogéne.

Alors, pour tous i,j € E et toutn > 1,

p%“) =P(X,, = 55| Xo = s:) = (P")s5.

Démonstration. Procédons par récurrence sur n, le cas n = 1 étant connu par définition.

Supposons le résultat vérifié pour n et montrons-le pour n + 1. On a

P(Xns1=s5]Xo=25) = > P(Xny1=s;|Xo=s5Xn=s)P(X,, =5 Xo=5)
leE
= Zplj(Pn)il
leE
= (P"),;.
[
e N

Corollaire 2.3.3 (Equations de Chapman-Kolmogorov). Si m,n >0 et sii,j € E, alors

1]
= P(Xp = si | Xo = 8)P(Xm = 55 | Xo = s).
keE
\_ Y,

Démonstration. C’est direct puisque par le Théoréme 2.3.2 et par définition de la multiplication

matricielle, on a

P(Xn+m = Sj ‘ X() = Si) = (Pn+m)ij

= (P"P™);

= > (P")u(P™)y
keE

= > P(Xp = sk | Xo = 8:)P(Xim = 55| Xo = s1)
keFE
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ce qui donne 'égalité souhaitée. |

Le résultat suivant donne la distribution des lois marginales de la chaine de Markov. Il montre
en particulier que la distribution des variables X, X1, X2, ... est entiérement déterminée par
la matrice de transition P et la distribution initiale u.

Ainsi, toute question portant sur les propriétés d’une chaine de Markov peut étre traduite en

termes de ces deux quantités seulement.

Théoréme 2.3.4. Soit X ~ CM(u,P). Pour tout j € E et tout n >0, on a

P(Xn = Sj) = (uP")j 5

Démonstration. En utilisant la loi des probabilités totales et le Théoreme 2.3.2, on obtient :

P(Xp =sj) =Y P(X, =s;| Xo=5)P(Xo = s)
el
= (P ui
el
= (uP");.

2.4 Temps d’atteinte, probabilités d’atteinte

Etant donnée une chaine de Markov X ~ C'M (u, P), on cherche naturellement & répondre &
plusieurs questions fondamentales. Quelle est la probabilité que le processus atteigne un état
donné ? Quelle est la probabilité qu’il se termine dans un ensemble d’états donné? En moyenne,
combien de temps faudra-t-il pour atteindre un tel ensemble 7 Combien de fois, en moyenne, le
processus visitera-t-il chacun des états 7 Plus généralement, on s’intéresse & ces questions pour

tout sous-ensemble A de I'ensemble des états.

Définition 2.4.1. Soit A C S un sous-ensemble d’états. Le temps de premier passage

dans A est le temps d’arrét défini par

Hy=inf{n>0: X, € A}

Par convention, lorsque X,, ¢ A pour tout n > 0, on pose H4q = +o0.

4 )

Remarque 2.4.2. On peut également définir le temps de premier retour dans A par

Ty=inf{n>1:X, € A}.

Conditionnellement a {Xo ¢ A}, les variables aléatoires Ty et Hy sont bien sir égales.

- J
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~

Définition 2.4.3. Soit A C S un sous-ensemble d’états.

> Le vecteur h* des probabilités d’atteinte est défini par

hA

)

=P;(Ha < +00) = P(atteindre A| Xo = s;).

> Le temps moyen pris par (Xp), cy pour atteindre A est donné par

kA = E;[H 4] = E[temps pour atteindre A| Xy = si).

N\ 7’ J

Exemple 2.4.4. Considérons la chaine de Markov de graphe
1 1 1
b o0
1/2

Prenons A = {4} et étudions h2{4} = P;(atteindre 4). Il est clair que h§4} =0, hi4} = 1.

De plus, en utilisant la propriété de Markov,
1 1 1 1
Y = Shi on e mgT = onft 4 onit,

D’ou

4 1 4 2
N J

De manieére générale, on a le résultat suivant.

4 )
Théoréme 2.4.5 (Probabilités d’atteinte). Le vecteur de probabilités d’atteinte bt = (h{‘)

est la solution minimale positive ou nulle du systéme d’équations linéaires

ht =1 pour s; € A
2.
hit = Zpijhf‘ pour s; & A, (2:5)
JjeE

ot minimal signifie que si x est une autre solution avec x; > 0 pour tout i, alors x; > hf‘

pour tout 1.

- J

A

Démonstration. Montrons que le vecteur h* = (h-

: ) est bien une solution du systeme (2.5). Si
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s; € A, on a évidemment hi' = 1. Si s; ¢ A, alors

hf‘ = P(HA <+OO‘X0:SZ‘)
= ZP(HA < +OO‘X1 = Sj,XO = Si)P(Xl =S |X0 = Si)
jeE

= Y P(Ha < +oo| X1 =s;)P(X1 =s;| Xo = s:)
JEE

= Zh;‘pzj-

JjeE

La minimalité de la solution est admise. |

( )
Exemple 2.4.6 (Exemple 2.4.4, suite). Pour A = {4}, le systéme d’équations linéaires

devient
1 1 1 1
hff} _1. h§4} - h§4} = h§4} : h§4} =3 h§4} + §hi4}

Puisque hi4} = 0 (solution minimale), on retrouve la méme chose que précédemment.
Remarquons que pour A = {1,4}, on trouve évidemment que la probabilité de finir dans

les états 1 ou 4 est hi' = hy' = h§ = byt = 1.
- J

Intéressons-nous a présent au temps moyen pris par la chalne pour atteindre un sous-ensemble

d’états A C S. On s’intéresse donc au vecteur k4 = (k:ZA) ou on rappelle que

kX = E;[H 4] = E[temps pour atteindre A | Xy = s;].

7

On va présenter un résultat semblable au Théoreme 2.4.5.

( )

Exemple 2.4.7 (Exemple 2.4.4, suite). Remarquons que le temps moyen pour atteindre

I’état 4 en partant des états 1, 2 ou 3 est infini car la probabilité de ne jamais atteindre
[’état 4 est non-nulle. On va donc cette fois-ci s’intéresser au temps moyen nécessaire pour
atteindre A = {1,4} et on va étudier k{* = E;[temps pour atteindre{1,4}]. Clairement, on
a k:f1 = sz = 0. De plus, en utilisant la propriété de Markov,

1 1 1 1
k§‘:1+§kf‘+§k§‘ et kg‘:1+§k5‘+§kf.

d’ot kg = k3 = 2.
- J

\
Théoréme 2.4.8 (Temps moyens d’atteinte). Le vecteur kA = (k?) des temps moyens
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d’atteinte est la solution minimale positive ou nulle du systéme d’équations linéaires
kA =0 pour s; € A
2.6
kle—i—Zpijk:;‘ pour s; ¢ A. OHD)
j¢A
. J

Démonstration. Montrons que le vecteur k4 satisfait les équations (2.6). Si s; € A, on a bien
slir que k‘{‘ =0. Si s; ¢ A, alors partant de s;, on a H4 > 1 et en utilisant la propriété forte de
Markov, on a donc

E;[Ha| Xy = sj] =1 +Ej[HA]

pour tout état s;. Le Théoréme de I'espérance totale implique alors

klA = EI[HA] = Z Ez[HA | Xy = Sj]Pi(Xl = Sj) = Z(l +Ej[HA])pij
JjEE JjEE
= > pi+ Y ki
JjEE JjeEE
A
= 1+ Kpy
JjEE

=1 + Z kj‘pij
s;¢A

puisque la matrice P est stochastique et puisque k]A = 0si s; € A. La minimalité de la solution

est admise. ]

Dans le chapitre suivant, nous étudierons plus précisément les probabilités d’absorption (c’est-a-
dire les probabilités d’atteindre un ensemble d’états dont la chaine ne pourra plus sortir) et les

temps moyens d’absorption.

2.5 Classification des états d’une chaine de Markov

Dans cette section, étant donné une chaine de Markov, nous nous intéressons aux questions

fondamentales suivantes :

>> Partant d’un état s; fixé, combien de fois la chaine de Markov (X, ),en visite-t-elle un

état s; donné? En particulier, le nombre de visites est-il fini ou infini ?
> Quel est ’ensemble des états visités par la chaine 7 Cet ensemble est-il aléatoire 7

Pour aborder ces problémes, nous commencgons par une classification des états en classes
de communication, définies uniquement a partir des relations d’accessibilité entre états, sans
considérer les probabilités de transition. Nous verrons ensuite que tous les états d’une méme classe
partagent certaines propriétés probabilistes, notamment la distinction entre états récurrents
et états transitoires. Enfin, nous introduirons des techniques de calcul matriciel permettant

d’analyser efficacement les propriétés de visite des états.

2.5.1 Classes de communication
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~

Définition 2.5.1. Soit (X,,)nen une chaine de Markov.

> Un chemin est une succession d’arétes consécutives dans le graphe de la chaine. On
note

8; ~ 8

s’il existe un chemin

Si—>8i1—>-~-—>8in—>8j.

> Un circuit est un chemin fermé reliant un état d lui-méme. Par convention, chaque

état forme un circuit trivial avec lui-méme.

J
~

Exemple 2.5.2. Dans le graphe ci-dessous, la succession s3 — s1 — So — S5 — Sg est
un chemin reliant le sommet s3 au sommet sg. Le chemin s1 — So — 84 — 83 — 81 est

un circuit. Le seul chemin partant de sg est le circuit trivial sg.

Définition 2.5.3. Soient s; et s; deux états de l’espace S.

> On dit que s; est accessible depuis s; si s; ~ s;.

> On dit que s; et s; communiquent si chacun est accessible depuis [’autre. On note
alors

S e Sj5.

La relation «~ est une relation d’équivalence, qui partitionne ’espace d’états en classes de

communication (ou classes irréductibles) C' :
5i,8; € C <= 8; & s;.

Lorsque l’espace S posséde une seule classe, la chaine est dite irréductible, c’est-a-dire

que tous les états communiquent.

J

Bien qu’il soit souvent plus facile de déterminer les classes de communication & partir du graphe

de transition, on peut également lire la relation ~~ directement sur la matrice de transition.
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4 )
Théoréme 2.5.4. Pour i # j, les assertions suivantes sont équivalentes :
B> 8;~ 855
> il existe n > 0 et ig,11,...,in, € E avec ig =1 et i, = j tels que

Digiy Divio " Dip_1in > O;

(n)

> il existe n > 0 tel que p;;” > 0.

- J

Démonstration. Ceci est une conséquence directe du Corollaire 2.2.2 et du Théoreme 2.3.2. N

Définition 2.5.5. Soit C une classe de communication. On dit que C est :
> finale si, pour tout s; € C' et tout s; € S, s; ~ sj implique sj € C ;

> de passage si, pour tout s; € C, il existe s; ¢ C tel que s; ~ s;.

II est facile de voir que toute chaine de Markov finie posséde au moins une classe finale. De
plus, restreindre la chaine a une classe finale donne une chaine irréductible. Par conséquent, de
nombreux résultats sur les chaines de Markov peuvent se formuler directement dans le cadre
des chaines irréductibles, sans perte de généralité, car I’étude d’une chaine générale se ramenera

a l'analyse de chacune de ses classes finales.

Définition 2.5.6. Un état est absorbant s’il est le seul élément d’une classe finale. Une
chaine est dite absorbante si, pour tout état, il existe un état absorbant accessible depuis

cet état.

Remarque 2.5.7. Un état s; est absorbant si et seulement si p;; = 1. Autrement dit, c’est

un état qu’on ne peut jamais quitter.

(" )
Exemple 2.5.8. Reprenons le graphe de exemple 2.5.8. On identifie trois classes :

> Ci = {s1, 82,53, 4},
> CQ = {55},
> C3 = {s6}

Les classes Cy et Cy sont de passage, tandis que Cs est finale. L’état sg est absorbant, et

la chaine est donc absorbante.

J
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( )

Exemple 2.5.9 (Drunkard’s walk). Un homme se promene le long d’un trongon de quatre
piatés de maisons sur Park Avenue. S’il se trouve au carrefour 1, 2 ou 3, il choisit de
continuer dans la méme direction ou de revenir sur ses pas avec une probabilité égale. Il
marche jusqu’a atteindre le coin 4 (le bar) ou le coin 0 (sa maison). Une fois arrivé au

bar ou a la maison, il y reste.
' 1/2 1/2 :
O—@ G O
1/2 1/2

Ce graphe définit trois classes :

> Cl = {1,2,3},
> Cz = {0},
> (3= {4}

La classe Cy est de passage, tandis que les classes Co et C'g sont finales. Les états 0 et 4

sont absorbants.

J

Exemple 2.5.10. Considérons une chaine dont le graphe de transition est domné ci-

dessous :

1/5

Ce graphe définit quatre classes :

> Cp ={1},

> Cy ={2,3,4,5},
> C3 ={6,7},

> Cy = {8}.
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La classe Cs est de passage, tandis que les classes C1, Cs et Cy sont finales. Les états 1 et

8 sont absorbants.

( )
Exemple 2.5.11 (Exemple 2.1.9, suite). Reprenons le graphe du processus de comptage

oS W S W S

Pour tout j >0, Cj = {j} est une classe de passage ; ce graphe posséde donc une infinité

de classes. Aucun état n’est absorbant.

J
( )
Exemple 2.5.12 (Exemple 2.1.11, suite). Reprenons le graphe donnant la météo
1/4
1/2

Ce graphe est irréductible : il posséde une seule classe C' = {P, B, N}. Aucun état n’est
absorbant.

J

La classification des états implique qu’on peut “casser” une chaine de Markov en plus petites
chaines, dont les propriétés peuvent étre étudiées et utilisées indépendamment. Bien siir, dans
le cas d’un espace d’états fini, on peut ré-ordonner et numéroter les états dans ’ordre qu’on
préfere. En général, on ordonne les états de maniére a faire apparaitre clairement la structure
des classes. En particulier, si la chalne possede une classe finale A, on peut ré-ordonner les états

pour avoir une matrice de transition de la forme

Pp | Ppa
P=|_—— _
0 | Pa

De maniere générale, s’il y a np classes de passage et ng classes finales, alors on peut ré-ordonner

les états pour avoir une matrice de transition de la forme
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P m Prpn - Pp Tnp P14, Pra, - PTl:AnF
Prr  Pnm -+ Pom, Proa, Pra, -+ Proa,,
Pr,.n Pr,n -+ Prn,7m,. | Prgoa Proa - Proa,,
0 0 e 0 Pa, 4, 0 e 0
0 0 e 0 0 Pa,a, -+ 0

0 0 - 0 0 0 - Pa_a..

On parle de forme canonique de la matrice de transition P.

4 )

Exemple 2.5.13 (Exemple 2.5.9, suite). Une forme canonique de la matrice de transition
est
1 2 3 0 4
o 12 0 | 1/2 0
/2 0 1/2 | O 0
0 1/2 0 0 1/2
. / | /
0 O 0 0o | 1 0
4 0 | 0 1
N J

2.5.2 Périodicité

Définition 2.5.14. Soit s; un état pour lequel il existe un entier n > 1 tel que pl(?) > 0.
La période de l’état s; est définie comme le pged des entiers n > 1 pour lesquels pl(?) > 0.

St la période de s; est égale a 1, on dit que l’état est apériodique.

Remarque 2.5.15. Un état s; dans lequel on peut rester avec une probabilité non nulle,

c’est-a-dire tel que p;; > 0, est automatiquement apériodique.

Remarque 2.5.16. Si un état s; n’est jamais accessible depuis lui-méme (c’est-a-dire

qu’une fois quitté, on ne peut jamais y revenir), l’ensemble des entiers n pour lesquels

pl(-?) > 0 est vide. Par convention, on définit alors la période de s; comme étant +oo.

Exemple 2.5.17. Considérons le graphe de transition suivant :

N YN )
S N S
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1 b p

O—EC =0 —

1—p 1—p 1—-p

Pour tout état j > 2, les circuits j ~ j de longueur positive sont de longueur paire. Ainsi,
tout état j > 2 est périodique de période 2.

L’¢état 1 ne se trouve sur aucun circuit de longueur positive. Sa période est donc +o0.

& J

Proposition 2.5.18. La périodicité est une propriété de classe de communication. Si
deux états s; et s; communiquent, ils ont la méme période. Ainsi, on peut parler de la

période d’une classe et de classe apériodique.

Démonstration. On va montrer que la période de s; divise celle de s;. Par symétrie, on aura

également que la période de s; divise celle de sj, d’ou I'égalité. Puisque s; « s;, il existe

m,n > 1 tels que pl(-;l) >0 et p%n) > (. Si r est tel que pg) >0, on a
Py = plpp) > 0
et
pi7 = plpl > 0.

On en tire que la période de s; divise les entiers m + r +n et m + n, donc elle divise également
(m+7r+n)—(m+n)=r. Ainsi, la période de s; divise tous les entiers r tels que pg) >0, et

donc également leur pged. |

4 )

Remarque 2.5.19. Par une simple application du théoreme de Bezout, un état s; est
apériodique si et seulement s’il existe un entier n; tel que, pour tout n > n;, il existe un
circuit s; ~ 8; de longueur n. De plus, si j # i est un état accessible depuis s;, ¢’est-a-dire
s; ~ 8j, alors il existe un chemin de longueur m reliant s; a s;; on obtient ainsi un

chemin de longueur n+m de s; vers s; pour tout n > n;.

- J

2.5.3 Etats persistants et états transitoires

Rappelons que, pour tout état s; d’une chaine de Markov, la probabilité conditionnelle sachant

que Xg = s; est notée P;.

Définition 2.5.20. Soit (X, )nen une chaine de Markov de matrice de transition P et
soit s; € S.

> On dit que ’état s; est persistant si

P; (X, = s; pour une infinité de n) = 1.
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> On dit que l’état s; est transitoire (ou transient) si

P; (X, = s; pour une infinité de n) = 0.

Ainsi, un état persistant est un état dans lequel la chaine reviendra toujours, tandis qu'un état
transitoire est un état qu’on finit par quitter définitivement. En particulier, tout état absorbant
est persistant.

Pour montrer que tout état est soit persistant, soit transitoire, introduisons les variables

aléatoires comptant le nombre de visites d’un état.

~

Définition 2.5.21. Soit (X,,)nen une chaine de Markov et sj € S.

> Le nombre de visites de [’état s; est

—+o0
Vi= > Lixu=s,}-
n=0

> La matrice R donnant le nombre moyen de visites est définie par

L g 1 )

On peut reformuler la définition de persistance et de transience en termes de V; :
> s; est persistant si et seulement si P;(V; = 4o00) = 1.
> s; est transitoire si et seulement si P;(V; = +00) = 0.

Le théoréme suivant relie directement la matrice R a la matrice de transition P.

Théoréme 2.5.22. Pour tous s;,s; €S, on a

+oo
Ri; =) (P");;.
n=0
Démonstration. Par définition !,
“+o00 “+oo “+o00 —+00
Ei[Vj] = E; [Z 1{Xn=sj}] =3 Eillyx,—s}) = Y Pi(Xn =55) = Y _(P")yj.
n=0 n=0 n=0 n=0
[ ]
(Déﬁnition 2.5.23. Soit (X,)nen une chaine de Markov et soit s; € S un état. w

1. L’échange entre espérance et somme étant permis par le théoreme de convergence monotone.
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> On note T; le temps de premier retour dans s; défini par
T; =inf{n >1: X, = s;}.

> On définit la matrice ¥ donnant la probabilité d’atteindre les états par

Fij = ]PJE(TJ < +OO)

N J

4 )
Proposition 2.5.24. Soit (X, )nen une chaine de Markov et soit s; € S un état. Condi-

tionnellement a {Xo = s;}, la variable aléatoire V; suit une loi géométrique de paramétre

1 — Fj;. Autrement dit, pour tout r € N, on a

P;(V; > r) = Fjj.
\ J

Démonstration. On procede par récurrence sur r. Si r = 0, le résultat est vérifié. Supposons a

présent le résultat vérifié pour r et montrons-le pour r + 1. On a

P;(Vi>r+1)=Pj(V;>r+1letV;>r) = Pj(V;>r+1|V;>r)Pi(V; >7r)
= Py(Tj < +o0)Fj;

r+1
i
en utilisant la propriété forte de Markov et ’hypothese de récurrence. |

Intuitivement, le résultat est clair : partant de s;, pour que le nombre de visites soit supérieur a
r, il faut y retourner au moins r fois. Autrement dit, le temps de retour doit étre fini r fois. De
meéme, si I’on souhaite visiter au moins r fois I’état s; en partant de I’état s;, il faut d’abord

passer de s; a s;, puis retourner r fois ou plus en s;. Cela conduit au résultat suivant.

Corollaire 2.5.25. Soit (X, )nen une chaine de Markov et soient s;,s; € S deux états.
Alors, pour tout r € N,

Py(V; > r) = Fy; FJ;.

Démonstration. Par définition,

Pi(V; >7r)=Pi(T; < +oo et V; >r)
Pl(‘/j >r ’ Tj < +OO) ]P)l(T] < +OO)
P;

(Vi > 7| Tj < +00) Fyj.

Par la propriété forte de Markov, on a

Bi(V; > 1 | Ty < +o0) = By(V; > 1),
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La Proposition 2.5.24 conduit alors a la conclusion. |

Cette loi nous permet de calculer les matrices R (le nombre moyen de visites) et F (les

probabilités d’atteinte d’un état).

4 )
Proposition 2.5.26 (Liens entre les matrices R et F). On a
1. P;j(Vy=r)= F}"flﬂ — F};) pour tout r € Ny
1
2. Ryj :EJ‘[VJ] = 1- Fj;
1-— Fij sir=20
Flij;fjil(l - Fjj) St T 2 1
F..
. J

Démonstration. Les points 1 et 2 découlent directement de la Proposition 2.5.24. Pour le point

3, on utilise le Corollaire 2.5.25 et on remarque que si r =0, on a

Bi(V; =0)=1-Pi(V; > 0)=1-F;

Pi(Vy=1) =Pi(V; > 7 = 1) = Py(V; > 1) = FFj; ' — FyFj; = FyFj (1= Fyj).
Pour le dernier point, il vient alors
Ei(Vj) = Ei(Vj|Tj < +00)P(Tj < +00)+Ei(Vj[Tj = +00)P(T} = +o0) = E;[V;]Fij+0 = Rj; Fij.
|

Les relations existant entre les probabilités Fj; et les nombres moyens de visites R;; permettent

de conclure que seuls les deux types d’états que nous avons considérés sont possibles.

4 )

Proposition 2.5.27. On a la dichotomie suivante :
1. Si Fj; =1, alors s; est persistant et R;j; = 400 ;

2. 8i Fj; <1, alors s est transitoire et Rj; < +00.

En particulier, tout état est soit persistant, soit transitoire.

- J

Démonstration. 1. Si Fj; = P;(T; < +00) = 1, alors, par la Proposition 2.5.25,
P;(V; = +00) = TEIEOOIP’J-(VJ- >r)= lim Fj;=1,

r—-+o0o
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ce qui montre que s; est persistant. De plus,

2. Si Fj; = Pj(T; < +00) < 1, alors par la méme proposition,

400 400
. 1
Rjj =E;[V;] =) Pj(V;>r) =) Fj; = ToF, < ~o00.
r=0 r=0

En particulier, P;(V; = 400) = 0, et s; est transitoire. [ |

Les Théoremes 2.5.22 et 2.5.27 fournissent des définitions équivalentes des états persistants et

transitoires.

Définition 2.5.28. Un état s; est persistant si ['une des quatre conditions équivalentes

suivantes est satisfaite :
> P;(X, = s; pour une infinité de n) = P;(V; = +o0) =1;
> Le nombre moyen Rj; de visites de l’état s; partant de s; est infini;
> La probabilité Fj; de revenir a I’état s; est égale a 1;

+o0
> La série Zpg-?) diverge.

n=1

Définition 2.5.29. Un état s; est transitoire si ['une des quatre conditions équivalentes

suivantes est satisfaite :
> P;(X, = s; pour une infinité de n) = P;(V; = +o00) =0;
> Le nombre moyen Rj; de visites de l’état s; partant de s; est fini;

> La probabilité Fj; de revenir a I’état s; n'est pas égale a 1;

+oo
2.9 (n)
> La série E pjj converge.

n=1

N\ J

Ces notions sont des propriétés de classe : tous les états d’'une méme classe de communication

partagent le méme type.

Proposition 2.5.30. Si deux états s; et s; communiquent, alors ils sont tous deux

persistants ou tous deux transitoires.

Démonstration. Puisque s; et s; communiquent, il existe m,n > 0 tels que pl(-;) >0et pg-;n) > 0.

En partant de s;, une maniere de revenir en s; en n + 7 +m pas consiste a aller d’abord en s;
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en m pas, revenir en s; en r pas, puis retourner en s; en m pas. On obtient donc

(n+r+m) (n) (1) (m)

Dii > D Pj;i Py
De méme,
(m+r+n) (m), (1) (n)
Dj; iji Dii P -

Ainsi, les séries ), p§?+r+m) et >, pg»THJrn) sont de méme nature (I'une converge si et seulement

si autre converge), ce qui suffit a conclure. |

On peut donc parler de classe persistante et de classe transitoire. Le résultat suivant relie ces

notions aux classes finales et aux classes de passage.

4 )
Proposition 2.5.31.

1. Toute classe de passage est transitoire.
2. Toute classe finale de cardinal fini est persistante.

3. Toute classe persistante est finale.

- J

Démonstration. 1. Soit C' une classe de passage. Si s; € C, alors il existe s; ¢ C tel que s; ~ sp.

On peut donc trouver un n > 1 minimal tel que pg-z) > 0. En utilisant la propriété forte de

Markov, on a alors

P;(T; = +00) > Pj(arriver en s sans passer par s; et ne pas revenir en s;)
> Py B(T) = +00)
—
> 0

ot Py(Tj = 4+00) = 1 puisque s > s;. Donc P;(Tj < +00) < 1.
2. Supposons que C est une classe finale de cardinal fini. Soit s; € C'. Remarquons qu’il existe
nécessairement un état s; € C' pour lequel

P;(X, = s; pour une infinité de n) > 0.

En effet, si ce n’était pas le cas, on visiterait chaque état de C' un nombre fini de fois. Or comme

il y a un nombre fini d’états dans C, on devrait quitter C, ce qui est impossible. On a donc

0 < Pj(X, =s; pour une infinité de n)

= P;(X,, = s; pour un ng) P;(X,, = s; pour une infinité de n)

puisque pour passer une infinité de fois par s; en venant de s;, on doit d’abord passer de s; en

s; puis revenir une infinité de fois en s; (on utilise encore la propriété forte de Markov). Donc

P;(X,, = s; pour une infinité de n) > 0

33



CHAPITRE 2 CLASSIFICATION DES ETATS D’UNE CHAINE DE MARKOV

et I’état s; n’est pas transitoire. Au vu de la dichotomie, il est donc persistant, d’ou la conclusion.
3. Soit C' une classe persistante. Procédons par 'absurde et supposons qu’il existe s; € C et
sj & C tels que s; ~» s;. Alors, il existe n > 1 tel que p(@

j
pg»;n) = 0 pour tout m > 1. On en tire que s; n’est pas persistant puisqu’avec une probabilité

> 0. De plus, puisque s; » s;, on a

non-nulle, on peut quitter s; et ne jamais y revenir. D’ott une contradiction. |

Le résultat suivant est immédiat : il permet de détecter rapidement quels états sont persistants

et quels états sont transitoires, puisqu’il est facile de déterminer les classes de communication.

4 )
Corollaire 2.5.32. Si (X,,),>n est une chaine de Markov sur un espace d’états fini, alors

> les classes de passage sont exactement les classes transitoires,
> les classes finales sont exactement les classes persistantes.

La forme canonique de la matrice de transition prend alors la forme

Pr | Prp

ot les indices T indiquent les états transitoires et les indices P indiquent les états persis-

tants.

J

Remarque 2.5.33. Dans le cas infini, c’est plus délicat : des classes finales infinies

peuvent ne contenir que des états transitoires!

( )

Exemple 2.5.34. On considére la chaine de Markov (X, )nen d valeurs dans N définie
par po1 =1 et
Piit1=p et pii-1=q, Vi>1

oup+qg=1etp>q.

Cette chaine est clairement irréductible. De plus, puisque p > q, la marche présente une
dérive vers la droite : a chaque pas, elle a plus de chances d’augmenter que de diminuer.
Intuitivement, le déplacement est donc poussée vers +o0o. On peut montrer que dans ce
cas,

Foo = Po(retour en 0) = 4 <1.
p
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Remarque 2.5.35. La chaine est irréductible, donc elle forme une unique classe de
communication, qui est nécessairement finale. Cette classe est infinie, mais ne contient
que des états transitoires. Cela illustre le fait que, dans le cas infini, une classe finale n’est

pas forcément persistante.

Si 'espace d’états est infini, alors les états persistants peuvent également faire 'objet d’un com-
portement étrange. On sait qu’on retourne dans chaque état avec une probabilité 1. Cependant,

on peut y retourner avec un temps moyen infini!

~

Définition 2.5.36. Soit s; € S un état persistant. On dit qu’il est persistant non-nul si

E][T]] < +00.

Sinon, on dit qu’il est persistant nul.

J

( )

Exemple 2.5.37 (Paradoxe de Saint-Petersbourg). Considérons une chaine de Markov

(Xn)n>o0 sur N avec transitions

Dkk+1 = Dk Pro = 1 — pp.

Supposons que pr = % pour tout k qui peut s’écrire comme une puissance de 2, et pr, = 1

sinon.

O OB OROOROR OO Cal

A chaque étape, la chaine progresse vers la droite, sauf lorsqu’elle atteint une puissance de
2, ou elle a une probabilité % de revenir brutalement en 0. Les retours sont donc certains,
mais peuvent survenir apres des excursions de plus en plus longues, ce qui rend l’espérance

du temps de retour infinie. En effet, on a

]P)()(TO <+OO):1—P0(T0:+OO) =1- H (1) =1
Jj=1

et donc
“+oo & 1 k
Eolfo] = Y (2 +1) (5) = +oo.
k=1
Ainsi, I’état 0 est persistant nul : en partant de 0, on y retourne avec une probabilité 1,

mais cela prend en moyenne un temps infini !

& J
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Pour résumer les résultats que ’on a obtenu, nous pouvons distinguer trois types d’états et
deux types de classes.

Pour les états, on a
> les états transitoires : on finit par les quitter pour toujours,
> les états persistants non-nuls : on y retourne une infinité de fois en un temps moyen fini,

> les états persistants nuls : on y retourne une infinité de fois en un temps moyen infini

(seulement possible si I’espace d’états est infini).
Pour les classes, on a
> les classes finales : on ne les quitte jamais,

> les classes de passage : on finit par les quitter.

4 )
Théoréme 2.5.38. Soit (X,,)nen une chaine de Markov sur un espace d’états fini, de

matrice de transition
Pr | Prp

0 | Pp

ot les indices T indiquent les états transitoires et les indices P indiquent les états persis-

tants.

1. La matrice I — Pp est inversible et
Ry =(I-Pp) L.

2. Si s; est un état transitoire et s; est un état persistant, alors
(T-P7)""Prp),;

est la probabilité que, partant de s;, le premier état persistant atteint par la chaine
soit s;.

3. En particulier, si la chaine ne contient que des états absorbants, on a

Frp=(I1-Pr) 'Prp. (2.7)
- J

Démonstration. 1. Vu la forme de la matrice de transition, on sait que

Pr | x
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et le Théoreme 2.5.22 implique alors que
+oo
Ry => P
n=0

De plus, comme les états sont transitoires, on sait que cette série converge. On a

—+00 —+00 —+00

+oo +00
Rr(I-Pr) =Y PHI-Pr)=> Pp-Y Pil=14+Y Pr- Y Pptl=1
n=0 n=1

n=0 n=0 n=0

et de méme
I-Pp)Rp=1L

2. Considérons le temps d’arrét

T=inf{n>0:X, € P}

donnant le premier instant auquel la chalne atteint un état persistant. Si s; est un état transitoire

et s; est un état persistant, alors pour que s; soit le premier état persistant atteint, il existe

une étape n pour laquelle la chaine est dans un état transitoire s; et la chaine est dans I'état s;

au temps n + 1. On a donc

+oo
P(XT:S]"X():SZ') = ZP(XT:Sj,T:n—I—1|X0:8i)
n=0
+oo
= Z ZP(Xn+1:Sj,Xn:81|X0:Si)
n=0s,€T

—+00
= Y > P(Xpg1 =55 X, = 51, X0 = 5)P(X, = 51| Xo = 55)

n=0 sleT
+oo

= >3 mp”

n=0s;€T

“+o0o
- 3 ()
n=0

s1€T

= > p(Rr)a

si€T
= (RTPT,P)Z-j
_ —1
- ((I —Pr) PT,P)z‘j'

3. Enfin, remarquons que si la chaine ne contient que des états persistants absorbants, la

probabilité qu'un état persistant s; soit atteint en premier correspond a la probabilité d’atteinte

de cet état.

-
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Définition 2.5.39. La matrice

N=(I-Pgp)"

est appelée la matrice fondamentale de la chaine de Markov.

J

4 )

Remarque 2.5.40. Lorsqu’une chaine de Markov a atteint une classe finale finie, elle
passe une infinité de fois par chaque état de cette classe. Ainsi, la probabilité qu’elle
atteigne chaque état d’une méme classe finale finie est la méme. Afin de faciliter les calculs,
on peut donc modifier la chaine de Markov en identifiant tous les états d’une méme classe

finale finie en un seul état absorbant et utiliser la formule (2.7).

- J

Résumons les résultats obtenus.

4 )
Théoréme 2.5.41 (Calcul de R et F). Soit (X,,)nen une chaine de Markov sur un espace

d’états fini, de matrice de transition

Pr | Prp

ot les indices T indiquent les états transitoires et les indices P indiquent les états persis-

tants.

1. Calcul de Rp et Rr,p : Sisj est persistant, alors

0 si F;5 =0
Rjj =400 et Rz'j = FZ'jRjj =
+oo st Fyp > 0.

2. Calcul de Rpr : Sis; est transitoire et si s; est persistant, alors

Rij = 0.

3. Calcul de Ry : Si s; et sj sont transitoires, alors

Rij=(I-Pr)7"),.

4. Calcul de Fpr : Sis; est transitoire et si s; est persistant, alors

Fij = 0.
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-

5. Calcul de Fp : Si s; et s; sont persistants, alors

0 sis;hs;
Fij =

1 sis;~ sj.

6. Calcul de Fr p : Si s; est transitoire et s; est persistant, et si la chaine ne contient

que des états persistants absorbants, on a

Fy = ((I— PT)—lpTyp)ij.

7. Calcul de Fr : Si s; et s; sont transitoires, alors

J

Par conséquent, si on a une chaine de Markov dont les classes finales ne contiennent que des

états absorbants, la matrice R est donnée par

et

(A=Pp)t | 4o0/0
+oo -0

R:

la matrice F est donnée par

F = ((Rﬁijj)u ‘ (I_PT)APT’P\I .
\ oo )

-

Exemple 2.5.42 (Exemple 2.5.9 (Drunkard’s walk), suite). Rappelons que le graphe de

transition est

: 1/2 1/2 -
& 12 :\/@/\/\: 12 @
1/2 1/2

39
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Une forme canonique de la matrice de transition est donnée par

1 2 3 0 4
o 12 0 | 1/2 0
/2 0 1/2 | 0 0
0 1/2 0 0 1/2
b / | /
0 0 | 0
4\ 0 0 0O | O 1
Par conséquent, on a
0 1/2 0 1 -1/2 0
Pr=11/2 0 1/2 et I-Pr=|-1/2 1 -1/2],
0 1/2 0 0 —1/2 1
d’ot
1 2 3
1(3/2 1 1/2
I-Ppr)t=2|1 2 1
3\1/2 1 3/2

Cette matrice nous dit par exemple qu’en partant de l’état 1

>> le nombre de visites moyen de l’état 1 avant d’étre absorbé est 3/2,
> le nombre de visites moyen de l’état 2 avant d’étre absorbé est 1,
> le nombre de visites moyen de l’état 3 avant d’étre absorbé est 1/2.

De plus, on a aussi

0 4

1(1/2 0

Prp=2 0 0

3\ 0 1/2

et donc

0 4
3/2 1 1/2 1/2 0 1(3/4 1/4
I-Pp) '"Prp=|1 2 1[0 o [|=2]1/2 1/2
1/2 1 3/2 0 1/2 3\1/4 3/4

La premiére ligne nous dit qu’en partant de l’état 1, on a
> une probabilité 3/4 d’étre absorbé dans l’état 0,

> une probabilité 1/4 d’étre absorbé dans l’état 4.
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LRema’rquons qu’on trouve bien une probabilité 3/4+ 1/4 =1 de finir dans {1,4}. J
( )
Exemple 2.5.43. Considérons une chaine de Markov de matrice de transition

03 0.7 O 0 0 0

04 04 02 O 0 0 0

0 0 0 05 0 0 0.5

1P = 0 0 0 08 02 O 0

0 0 0 0O 05 05 O

0O 0 O 05 04 01 O

0 0 0 0 0 0 1

Le graphe de transition de cette chaine est donné par

0.7

Classifions les classes de communication et les états :
> Les classes {1,2} et {3} sont de passage ; les classes {4,5,6} et {7} sont finales.

> Les états 1, 2 et 3 sont transitoires, et les états 4, 5, 6 et 7 sont persistants. Les

états sont donc déja bien ordonnés.

La matrice fondamentale de la chaine est donnée par

0.3 07 0 30/7 5 1
Pr=04 04 02| et @-Pr)'=|20/7 5 1
0 0 0 0 0 1
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La matrice R est donc donnée par
30/7 5 1|+oc0 400 400 | 400
20/7 5 1|+4o00 400 400 | 400
0 0 1|400 +oo —+oo |+
R = 0 0 O0|+4+c0 400 +oo| O
0 0 O0|4+0c0 400 +4oo| O
0 0 O0|+4+0c0 400 +oo| O
0 0 0| O 0 0 00
et la matrice F est
23/30 1 1|1/2 1/2 1/2|1/2
2/3 4/5 1(1/2 1/2 1/2|1/2
0 0 0|1/2 1/2 1/2|1/2
F = 0 0 0] 1 1 1 0
0 0 0] 1 1 1 0
0 0 0] 1 1 1 0
0 0 0] 0 0 0 1
N J
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3 Comportement asymptotique d’une

chaine de Markov

Etant donnée une chaine de Markov (Xn)nen, Pobjectif de cette section est d’étudier le compor-
tement de celle-ci lorsque n — +o0.
3.1 Distribution invariante

De nombreuses propriétés a long terme sont étroitement liées a la notion de distribution

invariante, ou stationnaire, de la chaine.

~

Définition 3.1.1.

> Une distribution est un vecteur-ligne A dont les entrées sont positives ou nulles et

dont la somme des éléments vaut 1.

> Une distribution est invariante ou stationnaire pour P si

S AP = )

Remarquons que si A est une distribution invariante pour P et si X ~ CM (A, P), alors par le
Théoréme 2.3.4, on sait que la distribution de X,, est donnée par AP". Or, comme la distribution

A est invariante, on a

AP” = APP" 1 = A\P" 1 = ... = ).

Cela signifie que la probabilité de se trouver dans un état donné reste constante au cours du
temps, bien que la chaine passe constamment d’un état a 'autre. Cela justifie le qualificatif
“invariant” ou “stationnaire” : la distribution du processus, lorsqu’il commence aléatoirement
selon A\, n’évolue pas au cours du temps.

4 )

Remarque 3.1.2 (Idée intuitive de la distribution stationnaire). On peut se représenter

la distribution stationnaire comme suit : imaginez qu’il y a un grand nombre de puces
réparties sur les états de la chaine. A chaque étape, chaque puce saute vers un autre
état selon les probabilités de transition de la chaine. Si l’'on commence avec la répartition

donnée par une distribution stationnaire, alors la proportion de puces dans chaque état
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reste exactement la méme d chaque pas, méme si les puces individuelles se déplacent
constamment. Autrement dit, la distribution stationnaire correspond da une configuration
stable a 1’échelle des proportions : les puces sont indistinguables et la répartition globale

ne change pas au fil du temps.

( )
Exemple 3.1.3. Considérons une chaine de Markov de matrice de transition
0 1 0
P=[0 3 3
1 1
3 0 3

Si elle existe, la distribution invariante X = (A1, A2, Ag) doit satisfaire AP = X, ¢’est-a-dire
%)\3 = A
A1+ %)\2 = A\ et A+ A+ A3=1.
%)\2 + %)\3 = A3

& J

Notons que certaines chaines peuvent admettre plusieurs distributions invariantes, ou aucune.
Le résultat suivant montre que si la chaine admet une “distribution limite”, alors celle-ci est
forcément une distribution invariante.

4 )

Théoréme 3.1.4. Soit (X,)nen une chaine de Markov de matrice de transition P.

Supposons qu’il existe une distribution w telle que

W

A\\%
lim P"=| |. (3.1)
n—-+o0o :

%%

Alors w est 'unique distribution invariante de P. De plus, pour toute distribution initiale
u, on a
lim uP" =w.

n—-+00

- J

Démonstration. Notons W la matrice dont les lignes sont toutes données par w. On sait que
WP = lim,, oo P"P = lim,,_, 1 oo P"" = W, ot WP = W. En regardant une ligne de cette
égalité, il vient wP = w et w est donc bien une distribution invariante de P.

Supposons a présent que v est une distribution telle que vP = v. On sait que pour tout n, on a
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vP" = v. Par conséquent,

vW = lim vP" =v.

n—+oo
Or
w
w
vW=v | | = <Zvi>w:w
: i
w

et on en tire que v = w.

Enfin, on procede de méme pour montrer que si u est une distribution initiale, alors

lim uP” =uW =w.
n—-+o0o

Notons que I'hypothése (3.1) se réécrit

w; = (ngrfoo P”)ij = ngrfoo P(X,, = sj| Xo = s4)
pour tout 7. En d’autres termes, w représente la distribution limite de la chaine de Markov : c’est
la distribution qui donne le comportement & long terme de la chaine. Ainsi, si la distribution de
la chalne se stabilise, cette stabilisation est nécessairement une distribution invariante.

En résumé, si on étudie une chaine de Markov dont la distribution initiale est donnée par u,
alors le vecteur de probabilités uP™ donne la probabilité d’étre dans les différents états apres
n étapes, et le Théoreme 3.1.4 établit le fait que la probabilité d’étre dans 1'état s; tend vers w;.
Intéressons-nous a présent au temps moyen de retour dans un état. Dans le cas d’une chaine

irréductible, celui-ci peut étre calculé a partir de la distribution invariante.

4 )
Théoreme 3.1.5. Considérons une chaine de Markov qui admet une distribution inva-

riante w. Le temps moyen de retour dans s; est lié a la distribution invariante via la

relation
wiE;[T5] = 1.

En particulier, si w; # 0, on a

- J

Démonstration. Soit M la matrice qui encode tous les temps moyens d’atteinte
mij = kZ(j) = [E;[atteindre s;]

Remarquons que tous les éléments diagonaux de M sont nuls. Si ¢ # j, on sait par le Théo-
reme 2.4.8 que

mij =14 pwmr; =1+ Y pixme; (3.2)
kit k

45



CHAPITRE 3 CHAINES REGULIERES SUR UN ESPACE D’ETATS FINI

puisque m;; = 0. Si ¢ = j, il faudra au moins une étape pour revenir. En considérant toutes les

premieres étapes possibles, alors

EilTi] =Y pir(mpi +1) = 1+ Y pigmai - (3.3)
k k
Soit C la matrice dont tous les éléments sont égaux a 1 et D la matrice diagonale dont les
éléments diagonaux sont les temps moyen de retour E;[T;]. En utilisant (3.2) et (3.3), on obtient
I’équation matricielle
M=PM+C-D,

qui se réécrit
I-PM=C-D. (3.4)

En multipliant les deux membres de I’équation par w et en utilisant le fait que w(I — P) = 0,

on a wC — wD = 0. Cela se réécrit

(1 1 ... 1) - (lel[TI] wQEQ[TQ] N wnEn[Tn]) .

3.2 Chaines régulieres sur un espace d’états fini

Nous allons nous intéresser a la détermination de comportement limite dans les classes finales, ou
autrement dit pour les chaines irréductibles (on peut aller de n’importe quel état vers n’importe
quel état). L’existence d’une distribution limite va étre assurée lorsque la chaine posséde une

propriété un peu plus forte.

Définition 3.2.1. Une chaine de Markov sur un espace d’états fini est réguliere (ou

primitive) si elle est irréductible et apériodique.

Par la remarque 2.5.19, une chaine de Markov sur un espace d’états fini est réguliere si et
seulement si il existe une puissance de la matrice de transition dont tous les éléments sont
strictement positifs. En d’autres mots, on peut aller de n’importe quel état vers n’importe quel
autre état en un nombre fixé n de pas, ou n est indépendant de 1’état de départ.

( )

Exemple 3.2.2. Considérons une chaine de Markov de matrice de transition

0 1
P:OOI .
1\1 0

> st n est impair, il n’est pas possible d’aller de ’état 0 dans l’état 0 en n étapes

Alors, il est clair que
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> sin est pair, il n’est pas possible d’aller de I’état O dans l’état 1 en n étapes

et la chaine n’est donc pas réguliére.

Exemple 3.2.3 (Ehrenfest Model). L’ezemple suivant est un cas particulier d’un mo-
dele, appelé le modeéle d’Ehrenfest®, qui a été utilisé pour expliquer la diffusion des gaz.
Considérons deuz urnes qui, au total, contiennent quatre boules. A chaque étape, l'une des
quatre boules est choisie au hasard et déplacée de l'urne dans laquelle elle se trouve dans
Uautre. Si les états sont les nombres de boules dans la premiére urne, alors la matrice de

transition est donnée par

o 1 2 3
o/0 1 0 0
1{1/4 o 3/4 o0

P=2| 0 1/2 0 1/2

3

4

S O O =

0 0 3/4 0 1/4
0o 0 0 1 0

Le graphe de transition de cette chaine est de la forme

Pour cet exemple, si on commence dans [’état 0, aprés un nombre pair d’étapes, on sera
dans un des états 0, 2 ou 4. Aprés un nombre impair d’étapes, on sera dans un des états 1

ou 3. Cette chaine n’est donc pas régulicre.

a. P. and T. Ehrenfest, “Uber zwei bekannte Einwénde gegen das Boltzmannsche H-Theorem," Physi-
kalische Zeitschrift, vol. 8 (1907), pp. 311-314.

& J

Remarquons que

> Toute matrice de transition qui ne contient pas de 0 définit une chaine de Markov
réguliere.
> Il existe des chaines de Markov régulieres dont la matrice de transition a des 0. Il suffit

de considérer 'exemple 2.1.11 de la météo ot ppp = 0 mais P? n’a pas de 0.

> Si une chalne est absorbante, alors elle est non-réguliére : par exemple, soit

1/2 1/2
P= / / .
0 1
Alors toutes les puissances de P auront un 0 dans le coin inférieur gauche.

Notre objectif étant de regarder le comportement a long terme d’une chaine de Markov réguliere,
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regardons ce qu’il se passe tout d’abord sur un exemple.

-

P! =

P* =

P® =

Pluie

Pluze [ .500

Beau | .500

Neige \ .250
Pluze

Pluie [ .438

= Beau | .375

Neige \ .375
Pluie

Pluze .406

Beau .406

Neige \ .391
Pluie

Pluie [ .402

Beau | .398

Neige \ .398
Pluie

Pluie [ .400

Beau | .400

Neige \ .399
Pluze

Pluze [ .400

Beau | .400

Netge \ .400

48

Beau

.250
.000
.250

Beau
.188
.250
188

Beau

203
.188
203

Beau

199
.203
199

Beau
.200
.199
.200

Beau

.200
.200
.200

de différence significative entre P° et PO,

Exemple 3.2.4 (Exemple 2.1.11, suite).

Neige
.250
.500
.500

Neige
375
375
438

Neige
391
.406
406

Neige
.398
.398
402

Neige
.399
.400
400

Neige
.400
400
.400

En regardant la table ci-dessous, on apprend deux choses :

> A partir de n > 5, les différentes probabilités semblent se “stabiliser” : il n’y a pas
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> Aprés 6 jours, nos prévisions météorologiques sont, avec une précision de trois

décimales, indépendantes des conditions météorologiques actuelles.

Ce comportement est typique des chaines de Markov régulieres : pour ce type de chaines,

les prédictions a long terme sont indépendantes de l’état de départ.

Le résultat suivant est une conséquence du Théoréme de Perron-Frobenius (toute matrice

stochastique admet 1 comme valeur propre dominante).

4 )
Théoréme 3.2.5 (fondamental pour les chaines de Markov régulieres finies). Si P est la

matrice de transition d’une chaine de Markov réguliere finie, alors il existe une distribution

w telle que

lim P" =
n—-+00

- J

Ainsi, pour une chaine de Markov réguliere finie de matrice de transition P, le Théoréme 3.1.4

nous indique que 'unique solution de I’équation
wl=1 wP=w.

est I'unique
> distribution limite pour P,
> distribution invariante pour P,

> distribution initiale pour laquelle la chaine est stationnaire.

4 )

Remarque 3.2.6. Si I est la matrice identité, la distribution limite w doit satisfaire

[’équation matricielle wP = wl , ou de maniére équivalente,
wP-I)=0.

Donc, w est dans l’espace nul a gauche de la matrice P — 1. De plus, on sait que cet espace
est de dimension 1. Ceci est facile a programmer dans tout type de logiciel capable de gérer

les matrices.

J

4 )
Exemple 3.2.7 (Exemple 2.1.11, suite). Par les Théorémes 3.1.J et 3.2.5, on peut trouver

la distribution limite pour le Pays d’Oz en utilisant le fait que

wy + w2 +w3z =1
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1/2 1/4 1/4
(wl w2 ’w3) 1/2 0 1/2 :(w1 w9 ’UJ3>.
1/4 1/4 1/2

Ces relations ménent aux 4 équations sutvantes d 8 inconnues :

w1 + wo + w3 =1
(1/2)w1 + (1/2)ws + (L/d)ws = wy
(1/4)w1 + (1/4)ws = wy

(1/D)w1 + (1/2)wa + (1/2)ws = ws.

Le Théoréeme 3.2.5 garantit que ce systéeme d’équations posséde une unique solution. On

obtient la solution
w = (0.4 0.2 0.4) ,

ce qui confirme ce qui avait été prédit par le calcul de PO.

J
( )
Exemple 3.2.8. Reprenons la chaine de Markov de I’Exemple 2.5./3, de matrice de
transition
03 0.7 0 O 0 O
04 04 02 0 0 0 O
0O 0 O 05 0 0 05
P= 0O 0 O 08 02 0 O
0O 0 O 0 05 05 0
0O 0 O 05 04 01 O
o 0 O O 0 0 1

La distribution invariante de la classe finale {4,5,6} est donnée par
— (25 18 10
w= (ﬁ 53 ﬁ)

et on en tire que la lot limite de la chaine est

0 0 0|25/106 9/53 5/53 |1/2
0 0 0|25/106 9/53 5/53 |1/2
0 0 0|25/106 9/53 5/53 |1/2
P> =10 0 0| 25/53 18/53 10/53| 0
0 0 0|25/53 18/53 10/53| 0
0 0 0| 25/53 18/53 10/53| 0
000 O 0 0 1
- J
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3.3 Chaines irréductibles sur un espace d’états fini

Si on enleve ’hypothese d’apériodicité de la chaine, on ne peut plus appliquer le Théoreme 3.2.5
et obtenir 'interpretation de la distribution invariante comme distribution limite. Nous allons
voir que de telles chalnes possedent néanmoins une distribution invariante et proposer une
autre interprétation. Bien siir, toute chaine réguliére étant irréductible, cette interprétation

est également valide pour les chalnes de Markov régulieres. Les résultats seront acceptés sans

démonstration.
( )
Exemple 3.3.1. Un rat est posé dans le labyrinthe suivant :
1 2 3
6 5 4
7 8 9

Le rat se déplace aléatoirement d’un compartiment a l'autre : s’il y a k maniéres de
quitter un compartiment, il choisit chacune de ces issues avec la méme probabilité. On peut

représenter les déplacements du rat par une chaine de Markov de matrice de transition

1 2 3 4 5 6 7T 8 9
1/0 12 0 0 0 1/2 0 0 0
2(1/3 0o 1/3 0 1/3 0 0 0 0
3l o 172 0o 1/2 0 0 0 0
4 0 0 1/3 0 1/3 0 0 1/3

P=5|0 1/4 0 1/4 0 1/4 0 1/4

613 o o 0o 1/3 0 1/3 0 0
7o o o o o 12 0o 1/2 0
sl o o o o 13 0o 1/3 0 1/3
9\V0 0 0 1/2 0 0 0 1/2 0

Cette chaine n’est pas réquliére :
> en partant d’un état tmpair, on ne peut aller en une étape que dans les états pairs,

> en partant d’un état pair, on ne peut aller en une étape que dans les états impairs,
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> par conséquent, en démarrant d’un état i quelconque, le processus va étre alternati-

vement dans des états pairs puis impairs (la période est égale da 2).

D’un autre coté, on voit immédiatement qu’il est possible d’aller de n’importe quel état a

n’importe quel autre état (en plusieurs étapes) : la chaine est donc irréductible.

J

\

Théoréme 3.3.2 (Existence de distributions invariantes). Si P est la matrice de transition
d’une chaine de Markov irréductible sur un espace d’états fini, alors il existe une unique

distribution invariante w pour P.

J

Si P est irréductible mais pas réguliere, alors w a une interprétation différente que I'interprétation

de la limite dans le Théoreme 3.2.5 (cette limite peut ne pas exister).

4 )
Théoréme 3.3.3 (Théoreme ergodique). Soit P la matrice de transition d’une chaine de

Markov irréductible sur un espace d’états fini. Soit

I+P+4+P?>+...4+P"

An

n+1
Alors, on a
w
) w
lim A, =
n—-+o0o
w

ot W est ['unique distribution invariante de P.

- J

Pour donner une interprétation au Théoreme 3.3.3, considérons une chaine de Markov irréductible
qui commence dans Détat s;. On pose Y™ =1 si on est dans ’état sj apres m étapes, et 0

sinon. La proportion de temps passé dans I’état s; dans les n premicres étapes est donnée par

z(n) —

YO L y@® y®@ ... L y®
n+1 ’

Remarquons que Y (™) prend la valeur 1 avec probabilité pz(;n) et 0 sinon. Donc E[Y(m)] = pl(;n),
don W @ ()

Sii + 15 + oy 4 4
= (A

E[Z(")] n+1

Par conséquent, 1'élément (4, j) de la matrice A,, donne la proportion moyenne de temps passé

dans I’état s; dans les n premieres étapes si la chalne commence dans I'état s;.

Exemple 3.3.4 (Exemple 3.3.1, suite). Pour trouver le vecteur de probabilité w pour cette

matrice, on doit résoudre 10 équations a 9 inconnues. Cependant, il semble raisonnable
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\§

de penser que le temps passé dans chaque compartiment, a long terme, devrait étre
proportionnel au nombre d’entrées de chaque compartiment. Essayons donc le vecteur dont

la composante numéro j est le nombre d’entrées dans ce compartiment :
x=(23 234323 2),

1l est facile de vérifier que ce vecteur est en effet un vecteur invariant, et que donc l'unique

vecteur de probabilité cherché est ce vecteur normalisé pour avoir une somme égale a 1 :

1 1 1 1 1 1 1
2 8 6 8 12 8 12

s
Il
—
cl=
o[~
—-

-

~

Exemple 3.3.5 (Exemple 2.1.11, suite). Comme toute chaine de Markov réguliére est
également irréductible, le Théoréme 3.3.3 s’applique aussi pour les chaines réguliéres. Cela

nous donne une nowvelle interprétation pour la distribution invariante
w=(04 02 04)

de l’exemple du Pays d’Oz. Le Théoréme 3.5.3 prédit qu’a long terme, il pleuvra 40% du
temps dans le pays d’Oz, qu’il fera beau 20% du temps et qu’il neigera 40% du temps.
1llustrons cela via des simulations. Au Pays d’Oz, il y a 525 jours par an et on a simulé la

meétéo sur une année.

NNPBPBNNNNNNBPNBNNPBNPBNNNBNPPPBNNNBPPNN
NNBPNNBNPPPPPPBNNNNNPPPNBNBPPPPNPNPBNBNPP
BPPBPPBPNNBNPBPBNNPPNPBNNNBPNPPNNBPNBPPBN
NNNBNNBNPNPPBNNBNNPBNNPPBPPPNPBPPPBNNNBPRB
NPBNBPBPNNPPNNPNNBPNNNBNNNNNNBNNNBNBNPPB
PBPPPPNPPPNNNNBPPNNNNPNPPPBPPPNNNNPPBPPPN
PNNPPPPNNPBPPPPPPNNBBNNPBPNNNBPBNBPPPPBPP
PBPNBPPBNPPNBPPPPNNNPBPPPBNBNNNNNPPPPNPBP
NNPPPPNNNPPPBPBPPPNPNPBN

état Nombre  Proportion

Pluie 217 0.418
Beau 109 0.208
Neige 199 0.379

TABLE 3.1 — Temps au Pays d’Oz sur un an

Les simulations donnent une proportion de temps passé dans chaque état pas trop différente
des prédictions a long terme

(04 02 04)
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données par le Théoreme 3.5.3. Pour obtenir de meilleurs résultats, on doit simuler la

chaine sur une durée plus longue. On l’a fait pour 10000 jours.

état Temps Proportion
Pluie 4010 0.401
Beau 1902 0.190
Neige 4088 0.409

TABLE 3.2 — Temps au Pays d’Oz sur 10 000 jours

On voit que les résultats sont a présent vraiment proches des valeurs théoriques

(0.4 0.2 0.4) .
N\ J

Si (X,)nen est une chaine de Markov irréductible sur un espace d’états fini, on sait que les

valeurs E;[T;] sont toutes finies. En utilisant le Théoréme 3.1.5, on en tire que w; # 0. On a

donc le résultat suivant.

Corollaire 3.3.6. Pour une chaine irréductible sur un espace d’états fini, les composantes

de la distribution invariante w sont strictement positives.

Le Théoreme 3.1.5 donne aussi une autre interprétation de la distribution invariante.

4 )

Exemple 3.3.7 (Exemple 3.3.1, suite). La distribution invariante pour le labyrinthe est

we=(l 1 1 1 1 1 1 1 1
12 8 12 8 6 8 12 8 12)°

Donc, les temps de retour moyens sont donnés par le vecteur

r:(12 8§ 12 8 6 8 12 8 12).
N\ J

( )
Exemple 3.3.8 (Exemple 2.1.11, suite). Reprenons l’exemple du Pays d’Oz. On avait

trouwvé que la distribution invariante est

_ (2 1 2
W—<5 5 5)'

On peut donc en tirer que le nombre moyen de jours entre deuz jours pluvieuz est 2

5, entre

deux beauz jours est 5 et entre deux jours neigeux est %

\§ J
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3.4 Chaines irréductibles sur un espace d’états infini

Considérons une chaine de Markov irréductible sur un espace d’états infini. On peut montrer

qu’il existe un vecteur-ligne v dont les éléments sont positifs ou nuls et tel que
vP =v.
Si la somme des éléments de v est finie, c’est-a-dire si

S = Z v; < 400,
i€ER
alors il suffit de normaliser le vecteur v par S pour obtenir une distribution invariante. Cependant,
cette condition n’est pas toujours vérifiée et il faut ajouter une hypothese supplémentaire pour

assurer 'existence (et 'unicité) d’une telle distribution.

4 )\
Théoréme 3.4.1. Considérons une chaine de Markov irréductible de matrice de transition

P. Les assertions suivantes sont équivalentes :
1. chaque état est persistant non-nul,
2. un état s; est persistant non-nul,
3. P a une distribution invariante w telle que wj > 0 pour tout j.

Dans ce cas, la distribution invariante est unique et le temps moyen de premier retour

dans s; est donné par par la relation

1
E;[T;] = —  pour tout i€ E.

Si de plus, la chaine est apériodique, alors w est également la distribution limite.
. J

L’équivalence entre les deux premiers points indique que le fait d’étre persistant non-nul est une

propriété de classe. De plus, tous les états sont persistants non-nuls si et seulement si le systéeme

wP-I)=0

wl=1

admet une solution positive. Si le systéme posséde une solution w et si la chaine est apériodique,
alors

w; > 0 V), w; est unique et w; = nETwpgy) Vi, J.

3.5 Matrice fondamentale pour les chaines irréductibles finies

Dans cette section, nous présentons une technique matricielle pour calculer deux quantités

d’intérét pour les chaines irréductibles sur un espace d’états fini : le temps moyen de retour
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dans un état et le temps moyen pour aller d'un état & un autre.

3.5.1 Temps moyen de premier passage

Commencons par montrer que les résultats vus précédemment pour les chaines possédant un
état absorbant permettent de calculer le temps moyen de premier passage dans un état d’une
chaine irréductible. Notons P la matrice de transition de (X, )nen et formons une nouvelle
chaine de Markov (Xn)neN en rendant I’état s; absorbant : autrement dit, on pose p;; = 1 et

pji = 0 pour tout ¢ # j.

o oW oWBOWR0

Si on commence dans n’importe quel autre état, ce nouveau processus se comportera exactement
comme l'ancien, jusqu’a ce que s; soit atteint. Comme la chaine de départ était irréductible,
il est possible d’atteindre s; en partant de n’importe quel état. La nouvelle chaine est une
chaine absorbante dont le seul état absorbant est s; et on finira donc par l'atteindre. Ainsi, si
on démarre la chaine initiale dans un état s; avec i # j, on finira par atteindre I'état s;. Soit N
la matrice fondamentale de la nouvelle chaine. On peut utiliser les résultats de la Section 2.5.3

pour déduire deux faits utiles :

> Les éléments de N donnent le temps moyen passé par la chaine ()N(n)neN dans chaque état
avant ’absorption. Pour la chaine de Markov originale (X}, ),en, ces quantités donnent

le temps moyen passé dans chaque état avant d’atteindre 'état s; pour la premiere fois.

> La ¢ composante du vecteur N1 donne le temps moyen avant absorption dans la nouvelle
chalne (X'n)neN en partant de I’état s;. Pour la chaine de Markov originale (Xp,)nen,
c’est le nombre moyen d’étapes pour atteindre I’état s; pour la premiere fois en partant
de P’état s;.

( )

Exemple 3.5.1 (Exemple 3.3.1, suite). On va faire de cette chaine irréductible une chaine

absorbante en rendant l’état 5 absorbant.

|
1 2 3
6 5 4
7 8 9
|
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Par exemple, on peut imaginer que de la nourriture est placée au centre du labyrinthe et
une fois que le rat a trouvé la nourriture, il y reste pour en profiter. La forme canonique

de la nouvelle matrice de transition est

1 2 3 4 6 7 8 9 5
1 /0 12 0 0 1/2 0 0 0 | O
211/3 0 1/3 0 o 0 0 | 1/3
310 1/2 0 1/2 0 0 0 0 | 0
410 o0 1/3 0 0 1/3 0 1/3 | 1/3

p_6[13 0 0 0 0o 0o o0 0 | 13
7l o o o o 12 0o 12 0o | o0
8l o o o o0 o0 1/3 0 1/3 | 1/3
9/ 0 o0 o0 1/2 0 0 1/2 0 | 0
_ _ _ _ _ _ _ _ _ ‘ _
50 0 0o 0 0 O O0 0 | 1

Si on calcule la matrice fondamentale N = (I- f’T)_l, on trouve

4 9 4 3 9 4 3 2

6 14 6 4 4 2 2 2

4 9 14 9 3 2 3 4

N:l 2 4 6 14 2 2 4 6
86 4 2 2 14 6 4 2

4 3 2 3 9 14 9 4

2 2 2 4 6 14 6

2 3 4 9 3 9 14

Le temps moyen avant absorption partant des différents états est donné par le vecteur Nl,

ol

N1 =

t
Sy O O O Ot O Ot Oy

On voit que

> en partant du compartiment 1, il faudra en moyenne 6 étapes avant que le rat

n’atteigne la nourriture.

> Par symétrie, il est clair qu’on doit trouver la méme réponse en partant des états
3, 7 ou 9.
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> Il est aussi clair qu’il faudra une €tape de plus en partant de ces états qu’en partant
des états 2, 4, 6 ou 8.

Certains des résultats obtenus via la matrice N ne sont pas st évidents : par exemple,
le nombre moyen de temps que le rat passe dans un état en partant de celui-ci avant

d’atteindre la nourriture est 14/8.

- J

3.5.2 Matrice fondamentale

Dans cette sous-section, nous introduisons une matrice fondamentale pour les chaines irréduc-
tibles. Elle joue un role similaire a celui de la matrice fondamentale des chaines absorbantes.
En particulier, nous proposons une méthode de calcul de la matrice M, qui reprend les temps
moyens de premier retour et qui est plus simple et directe que celle obtenue en modifiant la
chaine de Markov initiale ou que via le Théoreme 2.4.8. En effet, pour obtenir les temps moyens
pour chaque état, il faudrait sinon modifier la chaine autant de fois qu’il y a d’états, ce qui
n’est pas tres efficace.

Rappelons que M est la matrice qui encode tous les temps moyens d’atteinte
mij = k:gj ) = E, [temps pour atteindre s;].

Commencons par donner une intuition. Rappelons que la forme de la matrice fondamentale

d’une chalne de Markov absorbante est
(I-Pp)~L.

Comme il n’y a pas d’état absorbant, on peut étre tenté par essayer Z = (I—P)~! comme matrice
fondamentale. Mais I — P n’est pas inversible! En effet, puisque wP = w, on a w(I — P) = 0,
et I — P ne peut pas étre inversible (sinon w = 0, ce qui est impossible).

Rappelons que si on considere une chaine de Markov absorbante, alors
I-Pr) '=14+Pr+P2+...

qui se comporte comme une série géométrique car intuitivement P77 — 0. Si P est la matrice de
transition d’une chaine de Markov réguliére, alors P" — W et par analogie, on a donc envie de
considérer la série

I+(P-W)+P?-W)+.... (3.5)

Lemme 3.5.2. Soient P la matrice de transition d’une chaine de Markov régquliére finie
et w sa distribution invariante. ST W est la matrice dont les lignes sont toutes égales a w,
alors PW = W = WP et W" =W pour tout n > 1.
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Démonstration. On a W = lim,,_, 1~ P" et donc

PW=P lim P"= lim P""' =W

n—-4o0o n—-4o0o

et de méme W = WP. De plus,

(W) Z WixWij = Y wpw; = w;j = (W)
k

puisque la somme des éléments de w est égale & 1. Ainsi W? = W et en procédant de proche

en proche, on trouve W™ = W pour tout n > 1. |

Comme P et W commutent, on peut appliquer la formule du binéme de Newton et il vient

P-W)" = Y (-1)'C'P"'W'
=0

= P+ Z )'CIW!

= P”+Z )ICI'W

= P"+ (f:(—l)in)W

i=1

Puisque
n n
O=(1-1)"= Y (-1)Cr=1+> (-
i=0 i=1
on obtient que

(P—W)" (zn: )W:P"—W,

=1

=—1

pour tout n > 1. On peut donc réécrire la série dans (3.5) sous la forme
I+P-W)+P?-W)+--.=I+P-W)+(P-W)*+

Si P est la matrice de transition d’une chaine de Markov réguliére, alors P — W — 0 et on
peut montrer que la série (3.5) converge, et sa limite est donnée par 'inverse de la matrice
I - P + W. Si la chaine est irréductible mais pas réguli¢re, on n’a plus que P* — W quand

n — +oo. Néanmoins, la matrice I — P + W va toujours étre inversible.

~

Définition 3.5.3. On appelle

Z=1-P+W)!

la matrice fondamentale associée a la chaine irréductible

N\ ' J
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Lemme 3.5.4. Soit Z = (I — P + W)~ ! et soit 1 le vecteur-colonne composé de 1. Alors

Z1=1, wZ=w e ZI-P)=1I-W.

Démonstration. On sait que P1 =1 et W1 = 1. Par conséquent, on a
1=I-P+W)1

et si on multiplie & gauche les deux membres de 1’égalité par Z = (I — P + W)~!, on obtient

Z1=1.
De méme, puisque wP = w et wW = w, on a

w=wI-P+W).

et en multipliant a droite les deux membres de 1’égalité par Z, on obtient

wZ =w .
Enfin, on a aussi

I-P+W)I-W) = I-W-P+W+W-W
- I-P

et en multipliant & gauche par Z, on trouve
I-W=Z1-P).

Cela conclut la preuve. |

4 )
Théoréme 3.5.5. Soit Z la matrice fondamentale d’une chaine irréductible et w sa

distribution invariante. Pour tout i # j, on a

- J

Démonstration. On garde les mémes notations matricielles que dans la preuve du Théoeme
3.1.5. Par la relation (3.4), on sait que (I — P)M = C — D. En multipliant & gauche par Z, on
obtient

ZI-PM=ZC-1ZD.
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Par le Lemme 3.5.5, on sait que ZC = C et que Z(I — P) =1 — W. Il s’ensuit donc que
I-WM=C-ZD

qui peut se réécrire
M=WM+C-ZD.

Puisque mj; =0, on a
0= (WM)j + 1-— 25T

et donc (WM); = z;;r; — 1. Si i # j, on obtient

mij = (WM)] + 1-— Zijrj = ijTj — ZUT‘J’.

|
-
Exemple 3.5.6. Soit P la matrice de transition donnant la météo au Pays d’Oz. Alors
100 1/2 1/4 1/4 2/5 1/5 2/5
I-P+W = |01 0|—-]1/2 0o 1/2|+|2/5 1/5 2/5
00 1 1/4 1/4 1/2 2/5 1/5 2/5

9/10 —1/20 3/20
= |-1/10 6/5 -—1/10] ,
3/20 —1/20 9/10

86/75 1/25 —14/75
Z=I-P+W)'=| 2/25 21/25 2/25
~14/75 1/25 86/75

Puisque w = (2/5 1/5 2/5), on a par exemple,

292 — 2 21/25—1/25
Bi[Tp] =mip = =5 == /1/5/ =4,

par le Théoreme 3.5.5. En effectuant les calculs pour les autres éléments de M, on obtient

que les temps moyens de premier passage sont donnés par

0 4 10/3
M=|8/3 0 8/3
10/3 4 0
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3.6 Meéthodes de Monte-Carlo par chaines de Markov

3.6.1 Monte-Carlo

La simulation de Monte-Carlo est une famille d’algorithmes qui repose sur 'utilisation d’échan-
tillons aléatoires répétés afin d’estimer des quantités d’intérét. Historiquement, la méthode de
Monte-Carlo a été développée par John von Neumann et Stanislaw Ulam pendant la Seconde
Guerre mondiale, dans le cadre du projet Manhattan. Son nom fait référence aux célebres
casinos de Monaco, en raison du role central joué par le hasard dans cette approche, a 'image
d’un jeu de roulette. Les méthodes de Monte-Carlo sont largement utilisées pour 'estimation de
quantités numériques par simulation de variables aléatoires (mais avec un risque, bien que faible,
que la valeur retournée ne soit pas bonne). L'un des principaux atouts de ces méthodes est
leur simplicité et leur flexibilité, en particulier lorsqu’elles sont comparées a d’autres méthodes
numériques. Elles permettent d’obtenir des approximations fiables, indépendamment de la di-
mension du probléme, contrairement aux approches déterministes qui rencontrent fréquemment
des difficultés liées a 'augmentation de la dimension.

L’idée est la suivante. Supposons que I'on cherche a estimer une quantité d’intérét 6. L’approche

Monte-Carlo consiste a exprimer cette quantité sous la forme d’une espérance mathématique
6 = E[h(X)]

ou X est un vecteur aléatoire et h : R? — R est une fonction. L’estimateur de Monte-Carlo
repose sur la simulation d’un échantillon de vecteurs aléatoires indépendantes et identiquement
distribuées (X}j)1<k<n suivant la loi de X. L’espérance est alors approximée par la moyenne

empirique
1 n
= > h(Xp).
gyt
La convergence de cet estimateur vers la valeur exacte d repose sur la loi des grands nombres.

En effet, si E[|h(X)|] < oo, alors la loi des grands nombres affirme que

Autrement dit, plus on génere d’échantillons, plus notre estimation devient précise.

( )

Exemple 3.6.1. Prenons un exemple classique souvent utilisé pour illustrer la méthode

de Monte-Carlo. Imaginons une zone rectangulaire dont les dimensions sont connues (on
en connait donc laire). A Uintérieur de cette zone se trouve un lac dont la superficie est
inconnue. Pour déterminer laire du lac, on demande d une armée de tirer n boulets de
canon de maniére aléatoire (et uniforme) sur cette zone. La probabilité p qu’un boulet soit

tombé dans le lac est égale a

Superficie du lac

B Superficie du terrain’
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Pour estimer la superficie du lac, il suffit donc d’estimer p. Cette probabilité théorique est

estimée par la fréquence empirique

- Nombre de boulets tombés dans le lac

Nombre de boulets lancés

Cette approximation est justifiée par la loi des grands nombres. En effet, supposons que la

variable aléatoire X, représente le résultat du lancer du n®™ boulet, avec

1 st le boulet est tombé dans le lac
X, =
0 sinon.

Les variables aléatoires X1, Xo,... sont indépendantes et identiquement distribuées selon

la loi X ~ Bern(p). Ainsi, si on lance n boulets, on a

Nombre de boulets tombés dans le lac _ 1 zn:Xj p.s. E[X] = p.
n

Nombre de boulets lancés

Par exemple, si le terrain mesure 6000 m?, que l’armée tire 400 boulets et que 150 projectiles

sont tombés dans le lac, alors ’estimation de la superficie du lac sera
. . . 150 9
Superficie du lac = p x Superficie du terrain = 200 x 6000 = 2250 m~.

La précision de l’estimation s’améliorera o mesure que le nombre de tirs augmente. Il est
également important de s’assurer que les tirs sont bien répartis de maniere uniforme sur

la zone, plutot que de viser toujours le méme endroit.

-

Exemple 3.6.2. Un second exemple est donné par le calcul numérique d’intégrales.

Supposons que l’on souhaite estimer l'intégrale d’une fonction h : [0,1] — R, c’est-a-dire

d = /01 h(z)dz.

Rappelons que l'intégrale peut étre vue comme l'aire sous la courbe de la fonction h entre O et

1. Soit X1, Xo, ..., X,, des variables aléatoires indépendantes et identiquement distribuées
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selon X ~ Unif([0,1]). L’dée est d’utiliser ces variables aléatoires pour approzimer
l'intégrale par la moyenne des valeurs de la fonction h évaluée en chaque X;. L’estimation

de intégrale est alors donnée par

Par la loi des grands nombres, on sait que

]. n p.s 1
= h(X;) mE[h(X)]z/ h(z)dz.
iz 0

Dans cet exemple, intérét d’une méthode probabiliste n’est pas flagrant, puisque nous
aurions également pu utiliser la méthode de rectangles (c’est-a-dire les sommes de Riemann)
pour obtenir une valeur approchée de lintégrale, sans risque d’erreur (il n’y a pas de
hasard dans la méthode des rectangles). En revanche, contrairement d la méthode des
rectangles, la méthode de Monte-Carlo n’est pas affectée par la régularité de la fonction h.
De plus, cette méthode de Monte-Carlo peut étre appliquée a des intégrales de dimension
quelconque, et pour des problémes de grande dimension, les méthodes de Monte-Carlo sont
souvent beaucoup plus efficaces que des techniques classiques. Pour calculer l’intégrale d’une
fonction h sur un ensemble D, il faut alors considérer des vecteurs aléatoires uniformément

distribués sur D.

En résumé, l'algorithme de Monte-Carlo pour estimer E[h(X)] est
> Générer x1,...,x, de maniere indépendante selon la loi de X
> Calculer y1 = h(z1),...,yn = h(zy)

> Calculer les estimations ponctuelles

(et I'intervalle de confiance).

3.6.2 Génération de nombres aléatoires uniformément distribués

Le coeur d’'une procédure Monte-Carlo est donc la simulation de nombres (ou de vecteurs)
aléatoires distribués indépendamment selon une loi donnée. Comment obtenir ces nombres ?
Les générateurs de nombres aléatoires ont toujours été présents dans l’activité humaine : les dés
(inventés il y a plus de 5000 ans!), les lancers de pieces, les jeux de cartes, les roulettes, etc. Il
n’est pas difficile d’imaginer des mécanismes physiques qui génerent des nombres uniformément
distribués.

De nos jours, les nombres aléatoires peuvent étre produits plus efficacement. Il existe deux
méthodes principales pour générer des nombres aléatoires. La premiére consiste a mesurer
un phénomene physique censé étre aléatoire, comme le bruit atmosphérique. La deuxieme
méthode utilise des algorithmes capables de produire de longues suites de nombres apparemment

aléatoires, qui sont en réalité entierement déterminées par une valeur initiale plus courte. La
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Histogram of LCG

1000
\
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Pseudo Random numbers

FIGURE 3.1 — Histogramme de LGC avec m = 10° 4+ 1,a = 23,b = 0 et 29 = 47594118

plupart des langages de programmation contiennent déja des générateurs de nombres aléatoires

uniformes intégrés (c’est-a-dire pour lesquels X ~ Unif([0,1])). Par exemple
> Excel : “RAND()”
> R : “runif()”
> Mathematica : “RandomReal[]”
>> Python : “random()“

Ces générateurs ne créent pas de véritables nombres aléatoires; ils géneérent simplement des
nombres que 'on peut utiliser comme s’ils ’étaient. Ces procédures partent d’une condition
initiale (appelé graine) et produisent une suite de nombres uy,...,u; selon un algorithme
déterministe. Il n’y a rien de véritablement aléatoire a cela, a part le fait que les suites possedent
des propriétés les rendant statistiquement indiscernables d’une suite de nombres uniformément
distribués. Ces algorithmes sont appelés des générateurs de nombres aléatoires. Les méthodes
les plus courantes sont basées sur le générateur congruentiel linéaire (LCG) inventé par Derrick
Lehmer en 1949. L’algorithme de base est étonnamment simple : I’algorithme forme une suite

dont chaque terme est construit a partir du précédent, via la formule
ZTpt1 = (axy, +b) mod m

et

Ln,

Up = —.

m
Clairement, les nombres u, appartiennent tous a l'intervalle [0, 1]. Il est néanmoins crucial de
bien choisir les parameétres pour assurer un cycle long!
On dispose donc de générateurs de nombres (pseudo) aléatoires uniformément sur [0,1]. A
partir de ces nombres, comment générer des nombres ou des vecteurs selon une loi donnée ?
La méthode de la fonction inverse permet, étant donné un générateur aléatoire uniforme, de
simuler suivant la loi d’une variable aléatoire réelle lorsqu’on est capable de calculer 'inverse

généralisé de sa fonction de répartition.
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4 )

Proposition 3.6.3. Soit F' une fonction de répartition strictement croissante continue et

U une variable aléatoire de loi uniforme U ~ Unif([0,1]). Alors
FYU)~F

c’est-a-dire la variable aléatoire X = F~Y(U) admet F' comme fonction de répartition.

- J

Démonstration. Si F' est strictement croissante et continue alors elle est bijective et donc

inversible. On calcule

P(F~Y(U) <z) =P(U < F(zx)) = F(2)

donc la variable aléatoire X = F~1(U) admet F comme fonction de répartition. |

( )

Exemple 3.6.4. Pour une loi exponentielle de paramétre A, la fonction de répartition est
Fl)=1-—¢e
pour x > 0. L’inverse de cette fonction est
1 1
F~(u) = —Xln(l —u)

avec u €0, 1[. Ainsi, pour générer une variable exponentielle, on utilise

Xz—%ln(l—U)
- J

Ce résultat se généralise dans le cas d’une fonction de répartition générale.

( )
Théoréme 3.6.5 (Skorokhod). Soit F': R — [0, 1] une fonction de répartition et

F~(y) =inf{z e R: F(z) > y}

son inverse généralisé. Si U est une variable aléatoire de loi uniforme U ~ Unif([0, 1]),

alors

F~(U) ~F.
- J

Pour générer des variables aléatoires suivant une loi de fonction de répartition F' via la méthode

de de la fonction inverse, il suffit donc de
> Générer un nombre aléatoire U uniformément distribué entre 0 et 1.

>> Calculer X tel que X = F~(U), ou F~ est la fonction de répartition inverse (généralisée).
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Bien que facile a mettre en oeuvre, cette approche ne s’applique néanmoins que lorsque l'inverse
de la fonction de répartition est facile & calculer (exponentielle, Weibull, Cauchy...), ce qui n’est
pas toujours évident. Un contre-exemple classique & cette méthode est la loi normale N'(0,1) :
il n’existe pas de formulation simple de sa fonction de répartition ou de son inverse. Notons
aussi que dans le cas multivarié, la méthode ne s’applique que si le vecteur X = (Xy,..., Xy)
est formé de variables aléatoires indépendantes. Dans ce cas, il suffit de simuler chacune de ces

distributions séparémment.

3.6.3 Algorithme de Metropolis-Hasting

Il existe d’autres méthodes qui permettent de simuler des nombres ou des vecteurs aléatoires.
Nous présentons ici une méthode basée sur les chaines de Markov pour simuler des échantillons
d’un vecteur aléatoire X de distribution de probabilité px. Nous nous contentons de travailler
avec des vecteurs aléatoires prenant un nombre fini de valeurs, bien que l'algorithme soit tout
a fait général. L’idée de cette méthode est de construire une chaine de Markov réguliere dont
la distribution invariante est la distribution souhaitée. Le Théoreéme 3.2.5 permettra alors
d’affirmer que le comportement a long terme de la chaine est distribué selon px. Contrairement
a la méthode présentée avant, qui était exacte, les algorithmes de Markov Chain Monte Carlo

(MCMC) permettent un échantillonnage approximatif d’une distribution arbitraire.

Notations. Soit X = (X1,...,Xy) un vecteur aléatoire dont chaque marginale X; prend un
nombre fini de valeurs. Si chaque composante de X peut prendre au plus ¢ valeurs, le vecteur
aléatoire X peut prendre au plus ¢ valeurs. Commencons par numéroter ces valeurs. D’un
point de vue des chaines de Markov, chaque valeur que X peut prendre va correspondre a un

état. Par la suite, nous utiliserons les indices 1, j, k, ... pour désigner les états et nous poserons
w; = px(z1,22,...,2q4) si (x1,...,24) correspond au j"¢ état.

Ainsi, w est une distribution ayant D < ¢¢ composantes.
Le lemme suivant donne la premiere étape de construction de la chaine. Il montre, étant donnée
une chaine de Markov de matrice de transition P, que si une distribution satisfait la condition

de balance spécifique relative & P, alors c’est forcément la distribution invariante de P.

4 )

Lemme 3.6.6. Soit P la matrice de transition d’une chaine de Markov. St w est une
distribution telle que

wipij = Wjpj;  pour tous i, j,

alors w est la distribution invariante de P.

J
Démonstration. 11 suffit de remarquer que
(WP); =D Jwipij = Y _wjpji = wj Y, pji = wj
en utilisant ’hypothese et le fait que P est stochastique. |

67



CHAPITRE 3 METHODES DE MONTE-CARLO PAR CHAINES DE MARKOV

Il reste a présent a construire une matrice stochastique P pour laquelle la condition de balance

spécifique est satisfaite pour la distribution
w = (wy,...,wp).

Dans cette section, nous allons présenter un choix spécifique de matrice P qui correspond a
Ialgorithme de Metropolis-Hastings.

Comme mentionné ci-dessus, les états de la chaines de Markov sont donnés par les valeurs
possibles que peut prendre X. On commence par considérer un graphe G connexe non-orienté
sur ces sommets. Soit r le degré maximum des sommets de G.

Les transitions de la chaine de Markov sont définies comme suit :

> Depuis I’état i, on sélectionne un voisin j avec une probabilité % Etant donné que le
degré de ¢ peut étre inférieur a r, il existe une probabilité qu’aucun sommet ne soit

sélectionné : dans ce cas, la chaine reste dans I’état i.
> Si un voisin j est sélectionné et w; > w;, la chaine va vers j.

> Si un voisin j est sélectionné et w; < w;, la chaine va dans I'état j avec une probabilité

w4 s . 1e, 2 w4
w» et reste dans I'état ¢ avec une probabilité 1 — 2.
k2 1

Intuitivement, cela favorise les états “plus probables”, avec des valeurs w; plus élevées. En
pratique, si w; < w;, pour choisir si la chaine va dans I'état j ou reste dans 1’état i, on génere

une loi uniforme U sur [0, 1] et
> silU < %, on passe dans ’état j,
> silU > %, on reste dans I’état i.

puisque
P (U < wj) -4

w; W;
L’algorithme peut étre interprété intuitivement de la maniére suivante : a chaque itération,
on se déplace dans 'espace des états. Ce déplacement peut étre accepté ou rejeté, et le taux
d’acceptation indique & quel point le nouvel état est probable étant donné I’état actuel et selon
la distribution w. Si l’on cherche a se déplacer vers un état j plus probable que 'état actuel i (si
w; > w;), le déplacement est toujours accepté. Cependant, si I'on cherche a se déplacer vers un
état moins probable que I’état actuel, alors le déplacement peut étre rejeté, avec une probabilité
d’autant plus grande w; est petit par rapport a w;. Par conséquent, la marche tend a visiter les
états j correspondant a des probabilités p; élevées, tout en explorant occasionnellement des
états de probabilité plus faible (et garder ainsi une chaine réguliére).

Notons

4 1 i il existe une aréte entre i et j dans le graphe G
ij =

0 sinon

la matrice d’adjacence du graphe . Ainsi, si X,, =i et si j est voisin de ¢ dans le graphe G,
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alors
. i T . wi\ .., .
J  avec probabilité A;;—min (1, —= | sii# j
T ws
Xn+1 = 1 w
i avec probabilité 1 — 37, ; A;;— min (1, j)
” .

w;

Remarquons que A;; = Aj; puisque le graphe G n’est pas orienté.

4 )
Proposition 3.6.7 (Algorithme de Metropolis-Hasting). Soit P la matrice définie par

24 in (1“’J> 85 #
"

r i

1> py $ii=j.

J#i

bij =

Alors, P est une matrice stochastique dont w est la distribution invariante.

- J

Démonstration. 1l est clair que P est une matrice stochastique. En outre, si A;; = Aj; = 1,

alors

w; . wj 1 . wj . w;
wipij = —min (1, = ) = —min(w;, w;) = —min | 1, — | = w;pj;.
r Wy r r wy

Les autres cas sont immédiats. Par le Lemme 3.6.6, la distribution w est donc bien la distribution

invariante de P. |

Comme le graphe G est connexe, il est clair que la chaine de Markov associée a P est irréductible.
De plus, elle est apériodique puisqu’on peut rester dans un état avec une probabilité non-nulle.

On a donc une chaine réguliére, dont le comportement a long terme est distribué selon w.

\

Remarque 3.6.8. Cet algorithme se repose tout de méme sur un choix aléatoire : on
suppose que l’on peut choisir de maniére uniforme un des sommets voisins de j, et que

l’on sait générer une loi uniforme. Tout cela est faisable vu les sous-sections précédentes.

J

4 )

Remarque 3.6.9. L’algorithme fonctionne également si nous ne connaissons la fonction
de masse px de X qu’a un facteur multiplicatif prés. Autrement dit, on peut appliquer

l’algorithme pour le vecteur

px ()
) =
9(z) = =5
pour tout x = (x1,...,2q) € X, avec C > 0 inconnu, puisque seul le rapport % est utilisé.
o J
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4 Processus de Poisson

Les processus ponctuels sont des processus a temps continu (indexés par [0, +00[ ) qui permettent
de modéliser des phénomeénes d’arrivées aléatoires isolés dans le temps : appels téléphoniques
recus par une centrale, arrivées de clients devant un guichet, particules radioactives émises
par une substance instable, visites sur une page Internet, ... On va s’intéresser au processus
ponctuels le plus simple : le processus de Poisson. Ce processus est un exemple fondamental de
processus Markoviens, étudiés dans le chapitre suivant, qui donnent une version continue des

chaines de Markov.

4.1 Processus de comptage

Définition 4.1.1. Un processus stochastique {N(t),t > 0} est un processus de comptage

St
> N(0) =0,
> N(t) < N(s) pour tous 0 <t <'s,
> N(t) € N pour tout t > 0.
On associe 4 un processus de comptage deuz suites de variables aléatoires :
> les instants d’arrivées 0 = Tp < Ty <Tp < --- <T; < ... tels que T = s si la j°©
occurrence® a lieuw en l’instant s : on a donc
N(t) = j < Tj <t < Tjan,

> les temps inter-arrivées (temps entre deuz arrivées successives) Wi, i > 1, ot

Wi =1, - T;_1.

a. donc le j¢ saut

N J

Bien siir, on peut reconstruire les instants d’arrivées via les temps entre deux arrivées en utilisant

la formule .

T, => Wi

=1

Un processus de comptage peut donc étre défini de trois manieres :
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To=0 T Ty Ts T, Ts

FIGURE 4.1 — Trajectoire d’un processus de comptage et instants d’arrivées

W1|W2|W3| Wi |W5|
J I I 1 1
Tp=0 n Ty Ts Ty, Ts

FIGURE 4.2 — Instants d’arrivées et temps inter-arrivées

1. en donnant le processus {N(¢) : t > 0} lui-méme,
2. en donnant ses temps d’arrivées T,
3. en donnant les temps inter-arrivées W,,.
Si on se donne la distribution jointe d’un des trois processus, cela détermine entierement la
distribution des deux autres. Naturellement, on a envie d’avoir :
> les W; sont i.i.d.,
> les W; sont “sans mémoire”,

> la loi de N(t) — N(s) ne dépend que de la longueur de l'intervalle de temps ¢ — s.

Le processus de Poisson est ce processus de comptage “magique” : ces propriétés spécifient les

distributions jointes et les réduit a celles que nous connaissons et qui ont de bonnes propriétés.

4.2 Processus de Poisson

Le processus de Poisson est un des processus de comptage les plus classiques; il est également
un des exemples de processus Markoviens les plus simples et fondamentaux.

On s’intéresse ici a des arrivées d’appels a un centre de gestion, a des arrivées de clients dans
une file, ... Le processus associé est, la plupart du temps, en attente (“on hold”); de temps en
temps il y a une arrivée qui change I’état du systéme. On peut caractériser ces processus (i) en
termes de la loi du nombre N(t) d’arrivées dans un intervalle de temps donné (qui est de loi de

Poisson), (ii) en termes du temps W}, = T}, — T},_; entre deux arrivées successives (qui est de loi
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CHAPITRE 4 PROCESSUS DE POISSON

exponentielle) ou (iii) en termes du nombre N (h) d’arrivées dans un petit intervalle de temps.
Nous adoptons la troisieme approche.
Avant de définir le processus de Poisson, présentons des propriétés classiques sur les accroisse-

ments de processus stochastiques.

~

Définition 4.2.1.

> Les accroissements d’un processus {X(t),t > 0} sont les variables aléatoires
X(t)—X(s), t>s>0.

> On dit que le processus {X (t),t > 0} est a accroissements indépendants si pour toute

suite finie d’intervalles disjoints Jai, b1, a2, ba[, ..., |an,by], les accroissements
X(b1) — X(a1), X(ba) — X(az), ..., X(by) — X(an)

sont des variables aléatoires indépendantes.

> Le processus {X (t),t > 0} est d accroissements stationnaires si

£

X(t+h) - X(t) = X(h) - X(0)

pour tous t,h > 0.

N J

Rappelons également les notations usuelles suivantes.

Définition 4.2.2. Soit ¢ une fonction telle que 1)(0) = 0. On dit qu’une fonction f est

o(v) en 0 si 5
W o)

(" )
Exemple 4.2.3.

> Toute puissance h® avec a > 1 est o(h).
> Si f et g sont o(h), alors f + g est o(h).

> Si f est o(h) et c est une constante, alors cf est o(h).

> Si f et g sont o(h), alors fg est o(h?).

Exemple 4.2.4. Si X ~Exp(A), on a P(X <t+h| X >t)=P(X <h)=1—-e=
Ah +o(h).

Nous pouvons a présent introduire les processus de Poisson.
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Définition 4.2.5 (Processus de Poisson). Un processus de comptage {N(t),t > 0} est un
processus de Poisson homogene de taux A > 0 s’l a des accroissements indépendants et

stationnaires et s’il satisfait aux conditions suivantes :

1. La probabilité d’une occurrence dans un petit intervalle de temps est proportionnelle

a la longueur de cet intervalle, i.e.
P(N(h) =1) = Ah + o(h).

2. La probabilité qu’il y ait plus d’une occurrence dans un petit intervalle de temps est

négligeable, i.e.

On écrit que {N(t),t > 0} est Pp(\).

J

Remarquons que P(N(h) = 0) =1 — Ah + o(h). De plus, les conditions d’indépendance et de

stationnarité signifient que la distribution du nombre d’arrivées dans un intervalle de temps

donné ne dépend que de la longueur de cet intervalle.
La propriété suivante lie les processus de Poisson aux chaines de Markov que nous avons étudiées

dans le chapitre précédent.

4 )
Théoréme 4.2.6 (Propriété de Markov). Supposons que {N(t),t > 0} est un processus

de Poisson homogéne de taur X. Pour tout s > 0, définissons
M(t) = N(s+t) — N(s).

Alors {M(t),t > 0} est un processus de Poisson homogéne de tauz A, indépendamment de
{N(r),r <s}.

J

Démonstration. 11 est clair que M(0) = N(s) — N(s) = 0 presque strement. De plus, les
accroissements de {M(t),t > 0} sont liés a ceux de {N(t),t > 0} puisque

M(tQ) —M(tl) = N(S+t2) —N(S+t1).
On garde donc les mémes propriétés d’indépendance, de stationnarié et on a
P(M(h)=1)=P(N(s+h)—N(s)=1) =AM+ o(h)

ainsi que

P(M(h) > 2) =P(N(s+ h) — N(s) > 2) = o(h).

Ainsi, {M(t),t > 0} satisfait les conditions de la définition d’un processus de Poisson homogene
de taux A. Enfin, par la propriété d’accroissements indépendants de N (t), M(t) est indépendant
de {N(r),r < s}. [ ]
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A nouveau, le temps s peut étre remplacé par un temps d’arrét.

4 N\
Théoréme 4.2.7 (Propriété forte de Markov). Supposons que {N(t),t > 0} est un

processus de Poisson homogéne de taux X. Soit T un temps d’arrét pour {N(t),t > 0},
c’est-a-dire T' est une variable aléatoire positive telle que {T' < s} € o (N(u),0 <u < s).
Définissons

M(t)=N(T+t)— N(T).

Alors, conditionnellement a {T < +o0}, le processus {M(t),t > 0} est un processus de

Poisson homogéne de tauz A, indépendamment de {N(r),r < T'}.
. J

Comme nous le verrons, les deux conditions locales suffisent pour déterminer le comportement
global. Commengons par prouver que le nombre d’occurrences d’un processus satisfaisant cette
définition est distribué suivant une loi de Poisson.

4 )
Théoréme 4.2.8 (Distribution du nombre d’arrivées). Si {N(t),t > 0} est un processus

de Poisson de taux X\, alors pour tout s < t, on a
N(t) — N(s) ~ Poi((t — s)A).

En particulier,

pour tout t > 0.
. J

Démonstration. Par stationnarité des accroissements, on sait que N(t) — N(s) £EN (t—s),il

suffit donc de démontrer (4.1). Pour tout n > 0, considérons la fonction P, définie par

Montrons par récurrence que P, (t) = e‘At%.
Cas de base : Py(t) = e .
Omn a
Py(t+h) =P(N(t+h)=0)
=P(N(t+h)— N(t)=0,N(t) = 0)
=P(N({t+h)—N()=0|N()=0)P(N(t) =0)
=P(N(t+h)—N(t)=0)P(N(t) =0)
= P(N(h) = 0) Po(t),

ou le passage de la 3eme a la 4eme ligne se fait par indépendance des accroissements et le

passage de la 4éme a la derniere se fait par stationnarité des accroissements. Par conséquent, il
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vient

Py(t+ h) = Py(t)(1 — Ah+o(h))

et on en déduit que

Po(t—i—h})L—Po(t) _ —APo(t)JrO(hh)-

En prenant h — 0 dans cette derniére équation, on obtient TEDO
Py(t) = =APo(t).
Etant donnée la condition Py(0) = 1, on obtient

Py(t) = e M.

Xt (A"

Induction : Supposons que P,_1(t) =e o= ), et montrons que P, (t) = e~ (At)n

n!

En utilisant la loi des probabilités totales, on a

P,(t+h)=P(N(t+h) =n)
=P(N({t+h)=n|Nt)=n)P(N({)=n) +P(N(t+h)=n|N({t)=n—-1)P(N(t) =n—1)
n—2
+ P(N(t+h) =n|N(t) =m)P(N(t) =m)
m=0

=P(N({t+h)—N(@)=0|N(#) =n)P(N(t) =n)
+IP’(N(t+h)—N()zl]N(t):n—l)]P’(N(t):n—l)
+ZIP’ (t+h) = N({t)=n—m|N(t)=m)P(N(t) =m)

:P(N(t+h)— N(@t)=0)P(N(t)=n) +P(N({t+h)—N({t)=1)P(N(t) =n—1)

+ZIP’ (t+h) — N(t) =n—m)P(N(t) = m)

Y B(N(h) = n— m) B(N() = m)

en utilisant comme précédemment 'indépendance et la stationnarité des accroissements. Il vient

alors
P,(t+h)=(1—=Ah)P,(t) + AhPp_1(t) + o(h)

et donc
Pn(t+ h) - Pn(t)
h

En prenant la limite pour A — 0, cela nous donne

— —APu(t) + APo1(t) + O(hh)

PL(t) = —APy(t) + APy (1). (4.2)
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Par hypotheése de récurrence, il vient

tn—l

P.(t) + AP, (t) = A"e_)‘tm

et en multipliant les deux membres de cette équation par e, Péquation se rééerit

tTL—l

At p/ At n

Notons que e P! (t) + XeMP,(t) = (eMP,(t))". L’équation devient donc

tn_l

(ex\tPn(t))/ — )\nm

et on en déduit que
t'ﬂ/
n

n!

MP,(t) = A"— 4+ C

ou C est une constante a déterminer. Puisque P,(0) = 0, on en tire que C' = 0, d’ou la

conclusion.

Remarque 4.2.9. Il y a en moyenne At occurrences dans un intervalle de temps de

longueur t. Il y a donc, en moyenne, A occurrences par unité de temps.

Dans la preuve, nous avons obtenu le systeme d’équations différentielles

Pi(t) = ~APy (1)
PL(t) = —=AP(t) + APy_1(t), n>1

avec les conditions initiales Pj(0) = dj 0. Si on définit les matrices infinies

Py(t) Pi(t) Po(t) --- -2 A 0
0 Po(t) Pl(t 0 -\ A
PO=1 o o pw Q=1 o |

alors on peut réécrire le systéme sous la forme matricielle
P'(t) = P(H)Q, P(0) =T

ou I est la matrice identité. La matrice Q est appelée le générateur du processus. Nous y
reviendrons dans le chapitre suivant.

Le résultat précédent permet de donner une définition alternative des processus de Poisson.
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4 )
Théoréme 4.2.10 (Définition alternative). Un processus de comptage {N(t),t > 0} est

un processus de Poisson homogene de taux A > 0 si et seulement st

1. il a des accroissements indépendants et stationnaires

2. pour tout t > 0, la variable aléatoire N(t) suit une loi de Poisson de paramétre At.
\_ J

Démonstration. La condition est nécessaire par le Théoréme 4.2.8. Pour montrer que la condition

est suffisante, il suffit de remarquer que
P(N(h) =1) = e X0 = (1 — A+ o(h))\h = Ah + o(h)

et P(N(h) > 2) = o(h) puisque

Une autre fagon de caractériser un processus de Poisson est en termes de la distribution des
longueurs des intervalles de temps entre deux arrivées, qui doit étre exponentielle. Nous allons

maintenant voir que notre définition permet également de retrouver cette propriété-la.

Théoréme 4.2.11 (Distribution des temps inter-arrivées). Si {N(t),t > 0} est un
processus de Poisson de taux A > 0, alors les variables de temps inter-arrivées Wy, n > 1,

sont i.i.d. selon la loi exponentielle de paramétre A.

Démonstration. Etant donné que les accroissements du processus sont indépendants, on peut
montrer (admis) que tout événement se déroulant apres 'instant 7, est indépendant de T}, pour
tout k =1,2,...,n — 1. Ceci permet de prouver I'indépendance mutuelle des W;. De plus, pour
tout s > 0 et pour tout n > 1, ’événement W,, > s signifie qu’il n’y a pas d’arrivée entre le

temps T,,_1 et le temps T,,_1 + s. Ainsi, en utilisant la stationnarité des accroissements, on a
P(W,, > 8) =P(N(T,,_1 +8) — N(T,,_1) = 0) = P(N(s) = 0) =

ce qui correspond bien & une loi exponentielle de parameétre . |

La réciproque de ce résultat est également vérifiée.

4 )

Théoréme 4.2.12 (Définition alternative bis et construction). Soit {W,,n > 1} une

suite de variables aléatoires i.i.d. de loi exponentielle de parametre A > 0. On pose

To=> W,
j=1

et N(t) =sup{n € N: T, <t}. Alors {N(t),t > 0} est un processus de Poisson homogéne
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k de tauzx A. J

Démonstration. L’indépendance et la stationnarité des accroissements découle de I'indépendance

des variables W), et du fait que la loi exponentielle est sans mémoire (admis). De plus, on a
P(N(h) =0)=P(W1 >h)=e M =1—Ah+o(h)

et
P(N(h) >2)=P(Ty <h) <P(Wy < het Wo <h)=(1—e*)?=0(h)

par indépendance, ce qui suffit. |

On a donc une méthode pour construire et simuler le processus de Poisson. En effet, puisque
n
Tn = ZWZ = Tn—l + Wrw
i=1

on obtient T}, a partir de T,,_;1 en ajoutant une variable aléatoire W,, ~ Exp()), indépendante

des variables précédentes. La loi de N(t) est obtenue via la relation
P(N(t)=n)=P(T,, <t < Tpt1).

Remarquons également que T,, ~ Gamma(\, n).

Le résultat complet s’énonce comme suit.

4 )

Théoréme 4.2.13 (Définitions équivalentes du processus de Poisson). Considérons un
processus de comptage {N(t),t > 0}. Notons 0 < Ty < Ty < ... ses instants d’arrivées et
Wi, W, ... ses temps inter-arrivées.

Les trois propriétés suivantes sont équivalentes :

> les accroissements de {N(t),t > 0} sont indépendants et stationnaires, et

> les accroissements de {N(t),t > 0} sont indépendants et stationnaires, et pour tout
t >0, N(t) ~ Poi(\t),

> les temps inter-arrivées Wy, Wa, ... sont i.i.d. selon la loi Exp()\).

Si{N(t),t > 0} satisfait l'une des trois propriétés équivalentes ci-dessus, c’est un processus

de Poisson homogéne de tauz .
g J

Nous concluons cette section en démontrant que la somme de deux processus de Poisson est

encore un processus de Poisson.
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4 )
Théoréme 4.2.14. Si {N(t),t > 0} et {M(t),t > 0} sont deux processus de Poisson
homogeénes indépendants de taur A et p respectivement, alors

{N(t)+ M(t),t >0}

est un processus

Pp(A+p).
- J

Démonstration. Soit Z(t) = M(t) + N(t). L’'indépendance de M(t) et N(t) implique que Z(t)
a des accroissements indépendants. Ils sont stationnaires puisque ceux de M et de N le sont.

Enfin, lorsque h décroit vers 0,

P(Z(h)=0) = P(N(h)=0)P(M(h) = 0)
= (1—=Ah+o(h) (1 —ph+o(h))
= 1—(A\+uh+o(h)

et

P(Z(h)=1) = P(N(h)=1)P(M(h)=0)+P(N(h) =0)P(M(h)=1)
= (A +o(h)) (1 —puh+o(h))+ (1 —Ah+o(h)) (uh + o(h))
= (A+p)h+o(h).

Alternativement, on remarque que les accroissements de Z sont indépendants et stationnaires
puisque ceux de M et N le sont et puisque les processus M et N sont indépendants. De plus,
pour tout ¢ > 0, on a Z(t) ~ Poi((\ + p)t) comme somme de deux variables aléatoires de

Poisson indépendantes. |

4.3 Généralisations

4.3.1 Processus de Poisson non-homogene

L’hypothese des accroissements indépendants est indispensable. On peut par contre relacher
I’hypothese de stationnarité des accroissements : le processus est alors appelé un processus de
Poisson non-homogéne. Un processus de Poisson non-homogene de fonction de taux A(t) est tel

que

4!
avec A(t) = [3 M\(x)dz (nombre moyen d’occurences entre 0 et ¢). Ce processus permet de décrire
des situations ou les occurences arrivent avec une intensité variable. Par exemple, si on consideére
les arrivées dans un restaurant, on peut imaginer que le taux d’arrivée sera plus élevé sur le
temps de midi et en soirée, et plus faible dans ’aprés-midi. Bien siir, si A(¢) est constant, on

retrouve le processus de Poisson homogene.
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Les accroissements d’un processus de Poisson non-homogene ne sont plus stationnaires. On a le

résultat suivant.

Théoréme 4.3.1. Si {N(t) : t > 0} est un processus de Poisson non-homogéne de tauz

A, alors pour tous s < t, on a

N(t) — N(s) ~ Poi(A(t) — A(s)).

La distribution des temps inter-arrivées n’est plus exponentielle. Néanmoins, ces instants restent

indépendants.

( )

Exemple 4.3.2. Considérons un restaurant ouvert de 11h a 22h. Les arrivées des clients

ne se produisent pas a rythme constant : elles sont plus fréquentes pendant les périodes
de repas (midi et soir) et moins nombreuses en milieu d’aprés-midi. On peut modéliser
ce phénomeéne avec un processus de Poisson non-homogene de tauz variable \(t), o
A(t) représente le taur moyen d’arrivées a l'instant t. La fonction A(t) varie au cours de
la journée avec deux pics, un a midi et un le soir, tandis que le nombre d’arrivées est
plus faible en milieu d’aprés-midi. Les clients arrivent de maniere aléatoire, mais plus

concentrés lors des pics de fréquentation.

Pic du midi Pic du soir

S A [ I I | [ S S ) I I I v I | Temps

- J

4.3.2 Processus de Poisson composé

Soit {N(t),t > 0} un processus de Poisson homogene de taux A. On consideére une suite

Y1, Y, ... de variables aléatoires i.i.d. et indépendantes du processus de Poisson. Le processus
{S(t),t > 0} défini par
N(t)
St) =Y
j=1

est appelé un processus de Poisson composé. A chaque instant ¢ pour lequel N(t) augmente
d’une unité, le processus S(t) augmente d’une quantité aléatoire. Contrairement au processus

de Poisson, on peut donc avoir des arrivées multiples (et également non-entieres).

Exemple 4.3.3. Supposons que {N(t) : t > 0} représente les arrivées des clients dans

une station d’essence. On considére la variable aléatoire Y, qui donne le nombre de litres
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achetés a la pompe par le client n. Alors le processus

représente le nombre de litres vendus a la pompe jusqu’a l’instant t.

& J

Certains processus de Poisson composés sont eux-mémes des processus de Poisson : en utilisant

la propriété de Thinning de la loi de Poisson, on obtient le résultat suivant.

4 )
Proposition 4.3.4. Si {N(t) : t > 0} est un processus de Poisson homogéne de tauz \ et

si les variables aléatoires Y, sont i.i.d. Bern(p), alors

N(t)
St) =Y
j=1
est un processus de Poisson de taux p\.
g J
4 )

Exemple 4.3.5 (Richesse d’'une compagnie d’assurance). Soit une compagnie d’assurance

avec :
> u > 0 le capital initial,
> ¢ > 0 le revenu constant (primes collectées par unité de temps),

> {S(t)} le processus de Poisson composé représentant le total des sinistres jusqu’au

temps t
N(t)

St =3

j=1
avec N (t) le nombre de sinistres (processus de Poisson de taux \) et Y; le montant
du j€sinistre.
Alors, la richesse de la compagnie a linstant t est donnée par

Zy=u+ct—S(t).
N J

4.4 Application : Leaky bucket

Un “Leaky Bucket” est un mécanisme permettant de gérer un buffer (ou mémoire tampon) afin
de controler le flux sortant. Ce modele est utilisé pour régulariser le débit de données dans les
réseaux, les systemes informatiques ou les files d’attente de traitement, en limitant la surcharge
du systéme.

Dans ce modele, les paquets (données, demandes, calculs, etc.) arrivent dans un buffer suivant

un rythme aléatoire. Chaque paquet sort du buffer les uns apres les autres a un rythme constant
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de r paquets par seconde, c’est-a-dire a un taux r. Si un paquet arrive alors que le buffer n’est
pas vide, il est mis en attente jusqu’a ce que les paquets précédents soient sortis.
On peut imaginer le Leaky Bucket comme un seau percé dans lequel on verse de ’eau de maniere

irréguliere : I'eau s’écoule a débit constant, limitant ainsi le débit maximum qui peut sortir.

o
o
@
o
@
o
@
g
[¢]
=
.
w0
(Poisson(\)) Buffer [ i
Paquets sortant avec permis

Queue de paquets

Ce type de schéma est utilisé pour limiter le flux sortant, méme lorsqu’il y a une explosion du
nombre d’arrivées dans le systéme.

Fixons r = 1. On peut modéliser le nombre de paquets présents dans le buffer via une chaine
de Markov (Xp)nen qui change d’état chaque seconde. L’espace des états de la chaine est
l’ensemble des naturels {0,1,2,...}, ot {X,, =i} représente I’événement qu’apres n secondes il
y a ¢ paquets en attente dans le buffer. Notons aj la probabilité que k paquets arrivent dans le
buffer en une seconde. Si a 'instant n, ¢ > 1 paquets sont en attente dans le systéme, I'instant
d’apres il peut y avoir j > ¢ — 1 paquets en attente selon le nombre de paquets arrivés dans le

buffer entre 'instant n et 'instant n + 1.

as

’ ao g
1—1 w o 1+1

Si a linstant n, il n’y a pas de paquet en attente dans le systéme, I'instant d’aprés il peut

y avoir j > 0 paquets en attente si j + 1 paquets sont arrivées dans le buffer. La matrice de

transition est
ap+ayp az asz a4

ao air a2 ag
P = 0 ap a1 ag
0 0 apg ai

Recherchons, si elle existe, la distribution stationnaire de la chaine : elle peut étre déterminée
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CHAPITRE 4 APPLICATION : LEAKY BUCKET

via le systéme infini

wo(ag + a1) + wiag = wo
woa2 + wiay + waag = Wi

woas + wia2 + woa1 + wzag = W

Wolk + W10k—1 + ... + Wkp_101 + WGy = Wk—1

. 0o . '
et la condition } 72, w; =1 avec w; > 0.
Ce systeme permet d’écrire récursivement wi, ws, ... en fonction de wy. En effet, le systeme

précédent peut se réécrire

apw; = wo(l —ap —ay)

apgwsy = w1(1 — al) — Woag

apgws = wz(l — al) — wi1a2 — Woas

apwr, = wi_1(1 —a1) — wg_2a2 — ... — WiaK_1 — Woak

ou de maniere équivalente

apw; = wp(l —ag —ay)
agWw2 :wl(l—ag—a1)+w0(1—ao—a1—ag)
agwsz = ’UJ2(1 —ag — al) + w1(1 —ap— a1 — CLQ) + wo(l —ap—ay — ag — CL3)

Cela meéne a la relation de récurrence

agWy = Wr_1b1 + Wi_obs + ... + wibg_1 + woby

bkzl—ao—a1—~-—ak.
En sommant ces équations puis en inversant ’ordre de sommation, on obtient

+oco k

+oo
ap Y wp = Y > wp_b
k=1 k=11=1
+oo  +oo

= > by wp,
1 k=l
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. 7 7 +o0 _
ce qui donne, ¢tant donné que > % w; =1,

+oo
ao(l — ’wo) = Z bl.
=1

Soit N(t) le processus de Poisson de taux A donnant le nombre d’arrivées en ¢ secondes. Par
définition
b =P(N(1) >1+1).

Remarquons que

“+o0

Y= ioP(N(l)ZlJrl)
=1

=1
= (ioIP’(N(l) > 1+ 1)) ~P(N(1) >1)
=0

+oo 400

= |2 X IP’(N<1>=j)> —P(N(1) > 1)

1=0 j=l+1
400 j—1

— ZZ]P’(N(I) _j)) —P(N(1) > 1)

On en tire que

puisque la probabilité a; que k paquets arrivent en une seconde est donnée par

G AF
ap — € /\H.

La chaine de Markov (X,,) est clairement irréductible et apériodique, et si A < 1, le Théo-
reme 3.4.1 s’applique. En particulier, tous les états sont persistants non-nuls.

Remarquons que cela n’a de sens que si A < 1, comme on pouvait d’y attendre : si A > 1, on
a en moyenne plus d’arrivées par unité de temps que de demandes traitées. La file d’attente

explose donc et ne se stabilise pas.
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5 Processus Markoviens

5.1 Introduction aux processus markoviens

Un processus stochastique {X (t),t > 0} est dit markovien s’il possede la propriété de Markov,
c’est-a-dire que, conditionnellement a 1’état présent, I’évolution future du processus est indépen-
dante du passé. Autrement dit, la connaissance de 1’état actuel suffit pour prédire la distribution
des états futurs, et ’historique complet antérieur n’apporte aucune information supplémentaire.
Le processus de Poisson est un exemple classique de processus markovien. Pour ce processus, la
probabilité d’observer un certain nombre d’évenements a I'instant ¢ + s dépend uniquement du

nombre d’évenements observés a l'instant ¢, et non de I’ensemble des occurrences précédentes :
P(N(t+s)=7|Nu),0 <u<t)=P(N(t+s)=7j]|N()).

Plus généralement, tout processus pour lequel cette propriété s’applique est appelé processus

markovien.

5.2 Définition et propriétés de base

Considérons un processus stochastique {X (¢),t > 0} continu d droite' pour lequel I’ensemble

des états S = {s; : j € E'} est dénombrable.

~

Définition 5.2.1. On dit que {X(t),t > 0} est un processus Markovien si pour tous
t,bu>0ettoutj e E

P(X(t+u)=s;]| X(v),0<v<t) =P(X(t+u)=s;|X()).

Le processus Markovien est homogene si pour tous t,u > 0 et tous i,j € £

P(X(t+u) =s; | X(t) = si) =P(X(u) = 55 | X(0) = s;) = Pij(u).
\_ J

L’équivalent de la matrice de transition d’une chaine de Markov est donnée par la matrice de

fonctions

P(t) = (PZ ‘(t))iyj

1. C’est-a-dire un processus dont les trajectoires sont continues & droite. Cette propriété permet d’assurer la
mesurabilité du processus et de pouvoir définir correctement les probabilités des événements d’intérét.
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CHAPITRE 5 DEFINITION ET PROPRIETES DE BASE

qui caractérise entierement la distribution d’un processus Markovien homogeéne.

Contrairement aux chaines de Markov discretes, ou ’on dispose d’un pas de temps de référence
et d’'une matrice de transition P permettant de calculer toutes les probabilités de transitions
par puissances successives, les processus continus n’ont pas de pas naturel. On définit donc la

matrice de transition pour tout instant ¢, et la continuité a droite impose la condition initiale

1 siz=yj,
lim Pij(s) = dij =
B 0 sii#j.
Néanmoins, nous verrons qu’il est possible de reconstituer I'ensemble des matrices P(t) a partir
de leur comportement infinitésimal, c’est-a-dire en connaissant les probabilités de transition sur

des intervalles de temps tres petits.

Définition 5.2.2. Les temps de séjour sont définis pour tout t > 0 par

Wy =inf{h >0 : X(t+h) # X(t)}.

4 )
Théoréme 5.2.3 (Temps de séjour exponentiels). Soit {X(t) : t > 0} un processus

Markovien homogéne. Alors, pour tout i € E, il existe q; > 0 tel que
PW: >w| X(t) =s;) =e ¥%.

Autrement dit, le temps de séjour dans un état s; est une variable aléatoire de loi expo-

nentielle de parameétre q;.

- J

Démonstration. Pour tout ¢ € E, on pose
filw) =PWy>w | X(t) =s;) =P(Wp >w | X(0) = s)
puisque le processus est homogene. Pour tous v, w > 0, on a

filv+w) = PWy>w+v|X(0)=s)

Wy >wvet W, >w| X(0) =s;)

= PW,>w|X(u)=s;, 0<u<v)P(Wy>v|X(0)=s;)
= PW,>w| X(w)=s)P(Wy>v|X(0)=s)

= filw)fi(v).

I
~

(
(
(
(

Il est connu? que les seules fonctions continues satisfaisant & g(v +w) = g(v)g(w) pour tous

2. Il suffit de remarquer que

rrn g gls+h)—g(s) .
g(s) = lim h = fm h P h




CHAPITRE 5 DEFINITION ET PROPRIETES DE BASE

v, w telles que g(0) = 1 doivent étre de la forme g(z) = e**. En particulier on a donc

fi(v) = e 1,50,

avec «; < 0 une constante dépendant éventuellement de 7. Pour conclure, on pose ¢; = —a.

Cette propriété rejoint — heureusement — celle que nous avions obtenue pour les processus

de Poisson, dont les temps de séjour dans un état donné sont également distribués de fagon

exponentielle.

Définition 5.2.4. Un état s; € S est

> absorbant si ¢; = 0. Dans ce cas, on a
P(Wt >Uu | X(t) :Si) =1

pour tout u, et donc Wy = +o00 p.s.

> instantané si ¢; = +oo. Dans ce cas, on a
PW,>u|X(t)=1s;)=0

pour tout u, et donc Wy =0 p.s.
> stable si 0 < ¢; < 400.

Un processus Markovien ne possédant aucun état instantané est dit conservatif.

~

modélisé par un processus markovien a cing états :

Exemple 5.2.5. Considérons le parcours d’un patient en salle d’urgences a l’hopital

> Etat 1 — En bonne santé : le patient est en bonne santé, n'a pas besoin d’aller
a U’hopital.
> Etat 2 — Aux urgences : le patient arrive d [’hopital et attend un traitement.

> Etat 8 — Sous traitement : le patient recoit un traitement actif. La durée du
traitement est finie et aléatoire. Le patient peut ensuite étre en bonme santé ou

mort.
> Etat 4 — Pas de traitement : le patient repart immédiatement sans traitement.

> Etat 5 — Mort : le patient décéde.

Le schéma des transitions peut étre représenté comme suit :

et de poser @ = ¢'(0).
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En bonne santé

Pas de traitement Auz urgences

Sous traitement

Dans ce modéle :

> Les états en bonne santé, aux urgences et sous traitement sont stables, avec des
durées finies aléatoires (0 < q; < +00).

> L’état pas de traitement est instantané (qu = +00), le patient repart immédiatement

en bonne santé.

> L’état mort est absorbant (g5 = 0), le patient ne quitte plus cet état.
N\ J

Dans la suite, nous travaillerons avec des processus Markoviens homogenes conservatifs.

Définition 5.2.6. Soit {X(t),t > 0} un processus markovien homogéne conservatif. On
définit

> les instants d’arrivées Ty, T1,Ts, ... du processus par
To=0, Th=Wy, Tht1=Wp, +T1, Vn>1
> la chaine des sauts par
N _ J

On a donc

Tn = inf{t Z Tn—l . X(t) 7é X(Tn—l)}; n 2 1
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et
WT = n+1_Tn-

n

Nous allons montrer que la chaine des sauts {Xn}nzo définit une chaine de Markov.

( )
Théoréme 5.2.7. Soit {X(t) : t > 0} un processus Markovien conservatif homogéne. On

a

P(Xpi1 =55, Tni1 —Tn >ul| Xo,- .., Xn = 55,To, -, Tp)
= ]P)(Xn—f—l = Sj, Tn+1 T, >u ‘ Xn = Si)

=~ _.u
:-PZ]e & )

ot la matrice P est une matrice stochastique telle que

1 sis; est absorbant.

- J

. { 0 sis; est stable
i —

Démonstration. Nous allons encoder les changements d’état du processus via les probabilités
ﬁz‘j = ]P’(X(Tl) = Sj ‘ X(O) = Si) = P(Xl = Sj ‘ XO = Si).

Il est clair que la matrice P est une matrice stochastique qui satisfait les conditions du théoreme

sur la diagonale. Remarquons que, puisque 17 = Wy,
P(Th >u| X(0)=s;) =e .

Si on connait Xy,..., X, et Ty,...,T,, alors on connait entierement le processus entre 0 et 7T;,.

Ainsi, on a par la propriété de Markov

~

P(Xni1 =85, Tni1 —Tn > | Xo, ..o, X =80, To, - -, Tp)
=  PX(Tht1) =84, Tny1 — T > u | X(T3) = s4)
= PX(Th) =sj, Th>u| X(0)=s)
= PX(Th) =sj|Th>u, X(0)=s)P(T1 >ul|X(0)=-s;)

=  PX(T)=sj| Ty >u, X(0)=s;)e %",

La condition 77 > u et X(0) = s; est équivalente & X (v) = s; pour tout v € [0, u]. De plus, cela
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implique que T7 = u + W,,. On obtient donc en utilisant a nouveau la propriété de Markov

PX(Th) =sj | Th >u, X(0)=s;) = P(X(u+Wy)=s;|X(v)=s;Vvel0u])
= PX(Wo) =55 | X(0) = si)
= Py

puisque Wy = T7. Cela conclut la preuve.

Les deux résultats suivants s’en suivent.

Corollaire 5.2.8. La chaine des sauts {)A(n}nzo est une chaine de Markov homogéne de

matrice de transition P.

Démonstration. Par définition, la chaine des sauts est donnée par X, = X (T},). Le théoréme

précédent montre que, pour tout n > 0, on a
P(Xn+1 =85 ’ )((]7 e ,Xn) = P(Xn—H =85 ‘ Xn) = P’Z]

Autrement dit, la probabilité de passage a I’état suivant ne dépend que de I’état actuel de la
chaine des sauts, et pas des états antérieurs. Ceci est exactement la définition d’une chaine de

Markov homogene. n

Corollaire 5.2.9. Les intervalles de séjour W, = Ty41 — T, sont conditionnellement

indépendants, étant donnée la chaine des sauts.

Démonstration. D’apres le théoreme principal, pour tout n > 0 et tout u > 0,
P(Xn—i-l =Sy, WTn > U | Xo, - .- ,Xn) = P(Xn—i-l =S ‘ Xn) e_q“‘,

ot X,, = s;. Cette factorisation montre que la loi de W, dépend uniquement de I’état courant
X'n et est indépendante des sauts passés, a condition de connaitre la chaine des sauts. En

particulier, pour tout ni # ns, on a
P(Wr,, < u1,Wr,, <uz | Xo, -, Xax(mamg)) = PWr,, < w1 | Xy) P(Wr,, < g | Xoy),

ce qui montre que les intervalles de séjour sont conditionnellement indépendants, connaissant la

chaine des sauts. |
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~

Définition 5.2.10. On dit qu’un processus Markovien est non-explosif st

lim 7T, =4+
n—-+4o0o

presque sturement.

J

Autrement dit, le processus ne peut pas effectuer une infinité de sauts en un temps fini. t Un
processus est explosif si cette limite est finie, ¢’est-a-dire si une infinité de sauts peut se produire
en un temps fini.

( )

Exemple 5.2.11. Considérons un processus markovien a espace d’états N pour lequel la

chaine des sauts est donnée par
Pnn+1 = 1, n=>0.

1l s’agit donc d’un processus de comptage. Supposons que les paramétres g, des temps de

séjour dépendent de n et deviennent de plus en plus grands, par exemple
qn = 2",

Ainsi, le processus reste en moyenne un temps 1/q, = 2~" dans l’état n. Comme la durée

des temps de séjour diminue trés rapidement, on peut montrer que

o
Z W, < oc.
n=0

presque sturement. Le processus effectue donc une infinité de sauts en un temps fini : c’est

un processus explosif.

& J

Un processus Markovien non-explosif ne finit donc jamais de changer d’état (il n’y a pas d’état
absorbant). Dans ce cas, quel que soit ¢ > 0, il existe N tel que Ty <t < T et on peut définir
X(t) = X . Ceci nous donne deux caractérisations équivalentes d’un processus Markovien, &
savoir d’une part

{X(t), t >0}

et d’autre part
(X, Tpi1 — Ty, n > 0}.

Autrement dit, les quantités
{P;(t), i,j€E}

et

A

{Pij(t)  4,J € E}7 {Qi , 1€ E}

donnent deux définitions mathématiquement équivalentes d’'un méme processus.
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Notons qu’a elle seule, la chaine des sauts (X)), associée & un processus Markovien ne permet
pas de résumer le comportement du processus. Considérons, a titre d’illustration, la figure

suivante.

Dans la configuration illustrée ci-dessus, la chaine des sauts accordera le méme poids aux états
1 et 2, alors qu’en réalité le processus passe beaucoup “moins de temps” dans le premier état

que dans le second.

5.3 Equations de Kolmogorov et générateur

L’objectif de cette section est de retrouver ’ensemble des matrices P(t) a partir de leur
comportement infinitésimal, c¢’est-a-dire en connaissant les probabilités de transition sur des
intervalles de temps tres petits. Cette approche conduira a la notion générateur @), qui joue pour
les processus continus un réle analogue a la matrice de transition P pour les chaines discretes :
a partir de @, on peut retrouver P(¢) pour tout ¢t > 0.

On suppose avoir un processus non-explosif. Commencons cette section par montrer ’équivalent

du Corollaire 2.3.3 dans le cas continu.

Proposition 5.3.1 (Equations de Chapman-Kolmogorov). Sit,u > 0 et sii,j € E, alors

Pyt +u) = ) Pi(t)
kEE

Démonstration. C’est immédiat car

Pijt+u) = PX(t+u)=s;]X(0)=s)

= ZIP’ (t+u)=s;| X(u) =sk, X(0)=s;)P(X(u) =5, | X(0) =s)
keE

= YR(X(t+u) = s; | X(u) = 5) P(X () = 51| X(0) = 5,)
keE

= > Pyi(t)Pi(u)

keE

Ainsi, comme dans le cas du processus de Poisson, si on connait toutes les probabilités de

transitions P;;(t) pour des petites valeurs de ¢, on peut reconstruire toutes les probabilités

92



CHAPITRE 5 EQUATIONS DE KOLMOGOROV ET GENERATEUR

de transition. Cela suggere de s’intéresser aux taux de transition de I'état s; vers ’état s;,

c’est-a-dire aux dérivées en 0 des Pj;(t).

Définition 5.3.2. La matrice

Q = P/(t) ‘t:0+

est appelée le générateur du processus de Markov.

Comme P(0) =1, on a

lim L) sii#j

Q" _ h—0t h
Y lim M sii=i
h—0t+ h =J

Notons que pour tout t > 0, la matrice P(¢) est stochastique. On obtient directement le résultat

suivant.

4 )

Proposition 5.3.3. Le générateur Q satisfait

Q1 =0,

autrement dit la somme des éléments de chaque ligne de Q vaut 0.

- J

Démonstration. Pour tout i € E et tout ¢ >0, on a 3 ;cp P;;(t) = 1. 11 vient
/
/
EF%ZZBNMWZ(ZRN0L$=Q
JjeEE JjEE JjeEE
ce qui suffit (ou I’échange entre somme et dérivée devrait étre justifié lorsque F est infini). W

En développant les fonctions P;; a I'ordre 1, on obtient P;;(h) = P;;(0) + hP;;(0) + o(h), d’ot
P(h) =1+ hQ + o(h).

On a donc si i # j
P(X(+h) = 5; | X() = 51) = Qijh + o(h) (5.1)

et
P(X(t+h) = s; | X(t) = 5:) = 1+ Qush + o(h). (5.2)

Dans le cas du processus de Poisson, on sait que

Ah 4+ o(h) sij=1i+1

1—Mh+o(h sij=1
PN+ h) = | N(t) =) = (h) i

o(h) sij>i+2

0 sij<i—1,
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ce qui nous donne la matrice

-2 A 0
0 =X A

Remarquons que cette matrice avait déja été obtenue via la relation P’(t) = P(¢)Q. Ce résultat
se généralise dans le cas des processus Markoviens : en particulier, le générateur d’un processus

nous offre les équations fondamentales le définissant.

4 N
Théoréme 5.3.4 (Equations de Kolmogorov). Les matrices P et Q satisfont

> I’équation rétrospective de Kolmogorov
P'(t) = QP(t)

> I’équation prospective de Kolmogorov

- J

Démonstration. En utilisant les équations de Chapman-Kolmogorov, on a

Pij(t+h) = Pyj(t) = Y Pi(h)Py;(t) — Py(t)
keFE
= > Pu(h)Pyj(t) + (Pi(h) — 1) Py (1),
k#i

d’ou, en divisant par h et en prenant la limite pour h — 0,

P/i(t) Z QirPrj(t) + Qi Py (1)

ki

= > QuPiy(t)
keE

= (QP(t))U

Pour 'autre égalité, on procede de la méme maniére en remarquant que

Pij(t 4 h) — Pij(t) = > Pir(t)Prj(h) — Pi(t).
keE

On peut montrer que les équations de Kolmogorov admettent une solution unique si et seulement
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si le processus est non-explosif, auquel cas on a

n 2 3
P(t) = exp(Qt) = Z (tg) :I+tQ+%Q2+%Q3+...

n>0

Nous venons de voir que le générateur d’un processus Markovien permettait de le caractériser
entierement. Nous savons également que le processus Markovien peut étre caractérisé a partir
de la chaine des sauts et des temps de séjour. Il semble donc naturel de chercher un lien entre

ceux-ci et le générateur : celui-ci est donné par le résultat suivant.

4 )\
Théoréme 5.3.5. On a
—G sii=j
Qij =1 _

Piq;  sii#j,

ou pour tout © € E, q; représente le parameétre du temps de séjour dans l’état s; et P est

la matrice de transition de la chaine des sauts.

J

Démonstration. Supposons d’abord que ¢ # j. On sait que
P(X(h) = s; | X(0) = si) = Qijh + o(h).

D’autre part, si on passe de I'état s; dans I’état s; en un temps h, on peut le faire en une étape
ou en plus de deux étapes. Remarquons que la probabilité de faire plus de deux étapes en un

temps h en partant de s; est négligeable car

P(Ty <h|X(0)=s;) < P(Wp <h,Wp, <h|X(0)=s;)
= P(Wp <h|X(0)=s)P(Wp, <h|X(0) =s;)
= o(h)

puisque les temps de séjour suivent des lois exponentielles. On en tire que la probabilité de faire

au plus une étape un temps h en partant de s; est donnée par
P(Ty > h| X(0) = s;) =1 —o(h).

Remarquons également que pour passer de s; en s;, il faut au moins faire une étape, i.e. 71 < h.

Par conséquent, on peut aussi écrire

I
=

>
=

|

Sj,Tl <h’T2>h,X(O):8i)P(T2 >h|X(O):8i)
+P(X(h):8j,T1 <h’T2§h,X(O):Si)P(T2 §h|X(O):Si)

= ]P)(X(h)ZSj,Tl <h’T2>h,X(0):8i)(1—O(h)) + O(h)
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Enfin, on calcule

P(X(h)=s;, Ti <h|Ta>h, X(0)=s) = P(X1=s;,T1 <h|Xo=s)
= Py(1—eh)

= Pijqih + O(h)
Au total, on a donc
Qih+ o(h) = P(X(h) = s; | X(0) = s;) = Pijqih + o(h),

d’'ou Q;; = qui. Puisque la somme des éléments d’une ligne de Q doit étre égale a 0 et puisque
le matrice P est une matrice stochastique avec des zéros sur la diagonale (pas d’états absorbants

car processus non-explosif), on a

Qii = —ZQU =— Zﬁij%’ = —q,
J#i JF#i

ce qui conclut la preuve. |

Un processus Markovien peut étre caractérisé de trois manieres :

Pit) <+ .q
¢

N

Q

Afin de calculer le générateur d’un processus Markovien, on peut
> travailler dans l'infinitésimal, c’est-a-dire utiliser les équations (5.1) et (5.2) pour déter-
miner Q;; et Qy,
> travailler avec la chaine des sauts et les temps de séjour, c’est-a-dire appliquer le Théoreme

5.3.5 pour obtenir @) en termes de P et Q-

( )

Exemple 5.3.6. Un processus de Poisson {N(t),t > 0} compte le nombre d’arrivées d’un
processus de taux A. On peut visualiser une arrivée comme une naissance, ot la probabilité
d’une naissance dans un petit intervalle de temps est donnée par Ah + o(h), et donc A
comme un taux de natalité. Dans certains systémes, il est plus réaliste de supposer que le
taux de natalité dépend du nombre de personnes présentes dans le systéme, auquel cas la
probabilité d’une naissance dans un petit intervalle de temps sera donnée par A,h + o(h),
ot n est la taille de la population. Il est également raisonnable de supposer que des morts
peuvent survenir et diminuer la population, et ceci peut se faire en choisissant que la
probabilité d’une mort dans un petit intervalle de temps est donnée par pnh + o(h). On
obtient donc un processus qui peut varier de ’état n a l’état n+ 1 ou den a n — 1 selon

qu’il y a eu une naissance ou une mort. Ce processus est caractérisé par les suites de taux
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de naissances (\i);>q et de morts (j1;);>1. Le générateur d’un tel processus est donné par
—Ao Ao 0 0
Q- p —(p1+ A1) A1 0
|0 2 (2 +22) A2
N J

-

Exemple 5.3.7. Considérons un processus stochastique {N(t),t > 0} représentant la

taille d’une population dans un systéme.

> Un individu peut naitre avec un tauz qui dépend de la taille actuelle de la population.
Plus précisément, si la population est n, la probabilité d’une naissance dans un petit

intervalle de temps h est
P(naissance dans [t,t + h] | N(t) =n) = Apyh + o(h),

ot A, est le taux de naissance pour la population n.

> Un individu peut également mourir avec un taux [, dépendant de la population.
Ainsi, si la population est n > 1, la probabilité d’un déces dans un petit intervalle h

est
P(décés dans [t,t + h] | N(t) =n) = pnh + o(h).

On obtient donc un processus de naissance et de mort qui évolue de la maniére suivante
n—n+1 avec tauxr Ay, n—n—1 avec taux piy,.

Le processus est entiérement caractérisé par les suites (Ap)n>0 €t (fn)n>1. Son générateur

est donné par la matrice

—Xo Ao 0 0
Q- pr —(A+ ) A 0
10 15 —(A2 4+ p2) A2
N\ J

5.4 Classification des états et distribution stationnaire

Une classification similaire a celle exposée dans le chapitre sur les chaines de Markov est possible

pour les processus Markoviens. On commencera par distinguer deux types d’états.
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~

Définition 5.4.1. Un état s; est persistant si

+oo
Pyi(t)dt = +oo.
0

Dans le cas contraire il est transitoire.

N\ J

Remarquons que si 6; est le temps total passé dans I’état s; en partant de cet état, on a

E;[6;] = E;

“+o0o +oo
/ l{X(t)si}dt]: [ Pattyar.

Il semble naturel de demander qu’un état persistant pour le processus le soit également pour la

chaine des sauts associée a ce dernier. Pour voir que c’est effectivement le cas, on écrit

+oo
/O Lixw=sdt =2 Wrlig, oy

n>0

et en utilisant le théoréme de ’espérance totale,

+oo
/0 1{X<t>=si}dt}

= E,; ZWTnl{Xn:Si}

n>0

+oo
P (t)dt = [

0

= ZE, [WTn |Xn = 3i:| Pz(Xn = 5i)

n>0

1 -
= ) P

qi n>0

Cela montre que l'intégrale est finie ou infinie selon que 1’état s; est persistant ou transitoire
dans la chaine des sauts. Les états persistants et transitoires du processus correspondent donc a
ceux de la chaine des sauts.

On peut méme aller plus loin, comme l’illustre le théoreme suivant.

4 )
Théoréme 5.4.2. Les affirmations suivantes sont équivalentes :

1. si~ s c.a.d. P(X(t) =s; pour unt > 0] X(0) =s;) >0,
2. s; ~ s; dans la chaine des sauts,
3. il existe i1,...,ip—1 € S avec ig =1 et ip, = J tels que Qipi; Qirig * - Qip_1in > 0,

4. Pyj(t) > 0 pour au moins unt > 0,

5. Pyj(t) > 0 pour tout t > 0.
\_ J

Ainsi les notions de classes de passage, classes finales et d’irréductibilité peuvent étre reprises

telles quelles & partir des chaines de Markov discretes.
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Remarque 5.4.3. La derniere condition montre que la situation est plus simple que dans
le cas discret ou il ne peut étre possible d’atteindre un état qu’aprés seulement un certain

nombre d’étapes.

Le résultat suivant donne ’existence et 'interprétation des distributions stationnaires dans le

cas de processus Markoviens.

4 )
Théoréme 5.4.4. Considérons un processus Markovien irréductible.
> Les états sont persistants non-nuls st et seulement si il existe une distribution w
telle que
wP(s) = w pour tout s > 0

ou, de maniére équivalente,
wQ = 0.

> De plus, pour tous i,j, on a

et w; donne également la proportion moyenne de temps passé a long terme par le

processus dans l’état s;.

- J

L’équivalence entre wP(s) = w pour tout s > 0 et wQ = 0 est facile a obtenir dans le cas fini
(pour pouvoir échanger dérivée et multiplication) : en effet, si wP(s) = w, alors en dérivant de
part et d’autre, il vient wQ = 0. Réciproquement, si wQ = 0, alors ’équation rétrospective de
Kolmogorov permet d’écrire

wP'(t) = wQP(t) =0

et wP(t) est constant. Ainsi, wP(t) = wP(0) = w.

( )
Exemple 5.4.5. En 2002, des experts de littérature gothique anglaise de l'université de

West-Sussex (UK) ont retrouvé un manuscrit inédit de Louis Stevenson intitulé « Some
stranger things : Dr Jekyll, Mr Hyde and Pennywise ». Dans cette version de la célébre
nouvelle, la personnalité du personnage principal de Henry Jekyll subissait une dissociation
en trois états distincts : non seulement y avait-il la personnalité polissée du bon docteur
Jekyll et celle du monstrueux et malfaisant Mr Hyde, mais également celle grotesque et
terrifiante de Pennywise, le clown tueur. Aprés une analyse quantitative poussée du texte,

plusieurs éléments intéressants sont apparus :

> Hyde et Pennywise redeviennent tous deur nécessairement Jekyll, tandis que Jekyll

devient Hyde 2 fois sur 3 et Pennywise le reste du temps;

> le personnage demeure en l'état Jekyll selon une exponentielle de moyenne 1, et en
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les états Hyde et Pennywise selon des exponentielles de moyenne 3/2.

Ces éléments permettent une étude de ['oeuvre de Stevenson par des outils Markoviens.

Soit {X(t),t € R} le processus Markovien décrivant I’état du personnage a l'instant t.
1. Donner le générateur de ce processus Markovien.
2. Calculer sa distribution stationnaire.

3. Supposons que le Dr Jekyll est inoffensif, mais que Mr Hyde commet un crime toutes
les 6 heures et Pennywise en commet en moyenne 5 par jour. Combien de crimes le

personnage commet-il en moyenne ¢
Solution :

1. Le schéma des transitions est le suivant :

g =2/3
q1 = 2/3 I
g3 =1
Donc la matrice génératrice est
-1 2/3 1/3

Q=1|2/3 —-2/3 0
2/3 0 —2/3

2. Soit m = (m,m2,73) la distribution stationnaire. On a
mQ =0, m +mo—+m3=1.
On obtient directement
m =m3 =2/5, w9 =1/5.

3. Si Hyde commet un crime toutes les 6 heures (donc 4 par jour) et Pennywise 5

crimes par jour, le nombre moyen de crimes commis par le personnage par jour est

13
m-4+me-5+ 73 0—3
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5.5 Chaines de Markov vs Processus Markoviens

Considérons un processus Markovien irréductible {X (t),t > 0} de générateur Q. Considérons
sa chalne de sauts (Xn)nZI de matrice de transition P. Supposons que le processus Markovien
posseéde une distribution stationnaire w. Ce vecteur de probabilités donne la proportion moyenne
de temps passé (a long terme) par le processus dans chaque état. Supposons que la chaine des
sauts possede une distribution stationnaire w. Ce vecteur de probabilités donne la proportion
moyenne du nombre de visites (a long terme) de la chaine dans chaque état.

Il faut faire attention & 'interprétation & donner & w. Considérons par exemple un processus a

deux états de temps de séjour distribués selon des exponentielles de parametres A et u. Alors

~ 0 1 -A A
P (1) i e ()

En résolvant les équations, on obtient
w=|=,=
2°2

qui indique simplement que le systéme passe la moitié du “temps” — en termes du nombre de

visites — dans chaque état, alors que

A
Ml berear)
prend en compte les temps de séjour et est donc plus informatif! En particulier, si A << p, alors
wy >> we, ce qui semble raisonnable puisque le temps moyen passé dans chaque état durant
chaque visite est inversement proportionnel au parameétre de la loi exponentielle correspondante.
Néanmoins, existe-t-il un lien etre les deux distributions stationnaires 7 Les deux vecteurs sont

définis via les systémes linéaires
wQ=0, wl=1 (5.3)

et
wP=w, wl=1 (5.4)

En utilisant les relations entre P et Q données par le Théoréme 5.3.5, les premieres parties des

équations (5.3) et (5.4) peuvent se réécrire
wigy = Y wigiPy et @; =Y @;P.
i i
En utilisant I'unicité de la distribution stationnaire de la chaine des sauts, on sait que le vecteur

(w;qj); est proportionnel au vecteur w, c.a.d. il existe une constante C' > 0 telle que w;q; = Cw;

pour tout j. Puisque w est un vecteur de probabilité, il vient

J i
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et on obtient que

1
C = = = -
> (W5/q;)
Par conséquent,
W5/4qj
W, = ——————. 5.5
T (@i a) (55)

Bien str, (5.6) n’a du sens que si >, (w;/¢;) < 0o, ce qui peut étre vu comme une condition
nécessaire pour 'existence de la distribution stationnaire du processus Markovien.

De méme, comme W est un vecteur de probabilité, on a
1
L=D @ = 5D wg
J J

et donc

C= ijqj.
J

On en tire que
s = W;q;
= =
Zi w;iq;

5.6 Files d’attente

La théorie des files d’attente concerne ’analyse mathématique d’un systeme qui peut essentiel-
lement se résumer a trois étapes : I'arrivée dans une file, 'attente dans cette méme file, puis
le service qui permet de quitter la file. Le probleme est de mettre en place une configuration
(vitesse d’exécution, nombre de files, ...) confortable pour le client et réalisable pour le serveur.
En effet, le bon sens permet déja de dériver certains enseignements : pour le client, le plus
confortable est de n’avoir pas a attendre; il sera donc idéal pour lui que le systéme comporte
un nombre infini de serveurs. De méme, pour le dispensateur de service, le moins onéreux est
probablement de n’avoir qu’un seul serveur ; il faut toutefois que celui-ci soit rapide s’il veut
pouvoir gérer un grand nombre de clients.

Ces deux configurations ont des défauts évidents. La théorie des files d’attente permet d’étudier
de tels systemes de fagon abstraite, et d’obtenir des mesures objectives de leur performance, tels
par exemple le temps moyen d’attente, le nombre moyen de clients présents ou la probabilité

que le systeme se trouve en tel ou tel état.

5.6.1 Définition et notations

Le cadre générale est le suivant. Des clients provenant d’une certaine population entrent dans
un systeme afin d’y recevoir un service. La centrale dispose de un ou plusieurs serveurs, chacun
capable de satisfaire la demande d’un client. Si tous les serveurs sont occupés au moment ot un
client entre dans le systeme, celui-ci se mettra dans une file d’attente jusqu’a libération d’un

serveur.
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Une file d’attente est caractérisée entre autres par les quantités et concepts suivants.

> Population : La caractérisation premiere d’une population se fait en termes de sa taille,
qui est soit finie, soit infinie. Une source infinie est plus simple & décrire mathématiquement
qu’une source finie, étant donné qu’il n’y aura pas d’influence du nombre de clients
présents dans le serveur sur le schéma d’arrivées. Si la population est finie, on peut avoir
un probleme lorsque, par exemple, la totalité des clients potentiels se trouve déja dans le

systeme.

> Le comportement des clients : Certains clients sont patients et préts a attendre tres
longtemps. D’autres clients sont impatients et partiront soit immédiatement, soit apres
un certain temps. Parfois les clients qui sont partis reviennent (par exemple lors d’appels

sur une centrale téléphonique) ; parfois ils ne reviennent jamais.

> Distributions des arrivées : La capacité d’un systéme a gérer I'arrivée de clients
dépend non seulement du nombre moyen d’arrivées, mais également de la fagon dont
ceux-ci arrivent. Si les clients arrivent suivant un taux constant, le gestionnaire du
systéme sera plus & méme d’offrir un service agréable aux clients que si les clients arrivent
en grappe (par exemple a la douane). La fagon habituelle de caractériser les arrivées
est de donner la fonction de distribution des intervalles de temps entre deux arrivées,
i.e. de spécifier la fonction de distribution des intervalles de séjours. La fonction de
distribution la plus communément utilisée est la distribution exponentielle, qui jouit
de propriétés agréables telles, par exemple, la propriété d’oubli. D’autres distributions
courantes sont la distribution constante, ou encore I’Erlang-k (somme de k exponentielles)
ou 'hyperexponentielle. Le choix de I'un ou de 'autre se fera en fonction de ce que 'on

connait de la population potentielle.

> Distribution des services : De nouveau on spécifiera la durée des services en termes
des distributions des intervalles inter-départs, et de nouveau on choisira de préférence une
loi sans mémoire telle 'exponentielle. Un autre avantage du choix de la loi exponentielle
est le suivant : supposons que le systéme dispose de m files, et que les durées de service
soient i.i.d. exponentielle de taux . Le temps avant le prochain départ sera alors distribué
comme le minimum de m exponentielles indépendantes de méme taux : il sera lui aussi
de loi exponentielle, de taux my !
Il peut arriver que le temps de service dépende de la longueur de la file. Par exemple le

temps de traitement peut augmenter si le systéme est surchargé.

> La discipline de service : Les clients peuvent étre traités un par un ou en lot. Il y a

de nombreuses facons de gérer les files; nous mentionnons
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> FIFO : first in first out;
> SIRO : ordre aléatoire;
> LIFO : last in first out;
o> PRI : par priorité (les urgences d’abord, les plus rapides d’abord) ;

> processor sharing (on peut partager le processing de maniére équitable parmi tous

les clients dans le systeme).

> La capacité du serveur : On peut avoir un seul serveur ou un groupe de serveurs a

disposition des clients.

> La salle d’attente : Il peut y avoir des limitations sur le nombre de clients dans le

systeme.

Afin de décrire une file d’attente de fagon efficace et analytique, nous adoptons la notation
introduite par David Kendall en 1951. Cette notation (appelée notation de Kendall) prend la

forme

A/B/c/K/m/Z

A la distribution des arrivées,
B la distribution du service,

¢ le nombre de serveurs,

>

>

>

> K la capacité du systéme,

> m le nombre d’éléments dans la population,
>

Z la discipline de la file.

Parmi les notations existantes pour les distributions d’arrivées ou de service, notons les suivantes :

GI temps inter-arrivées indépendants de loi non spécifiée

G temps de service de loi non spécifiée

Hj; temps inter-arrivées ou de service de loi hyperexponentielle—k
E,  temps inter-arrivées ou de service de loi Erlang—k

M  temps inter-arrivées ou de service de loi exponentielle

D temps inter-arrivées ou de service déterministe

U  temps inter-arrivées ou de service de loi uniforme

Remarque 5.6.1. Lorsqu’un paramétre n’est pas spécifié, cela signifie en général qu’il est
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(" )
Exemple 5.6.2. Le leacky bucket étudié dans le Chapitre 3 correspond a la file d’attente

M/D/1/oco/o0/FIFO

ou M signifie exponentiel et D déterministe.

J

(
Exemple 5.6.3. Considérons la file M/M/1/K/K. On a donc une source limitée de

K clients, que l’on prendra étre des ordinateurs chacun tombant en panne d un rythme
exponentiel, i.e. le temps O entre deux pannes suit une loi exponentielle de moyenne
1/a. Supposons qu’il n’y a qu’un seul réparateur qui lui aussi fonctionne d un rythme
exponentiel, i.e. le temps entre deuz réparations est distribué de fagon exponentielle de
moyenne 1/p. Lorsqu’une machine tombe en panne, soit elle entre en réparation soit elle
est mise en attente jusqu’a ce que le réparateur puisse s’en occuper. Ce systéme entrera
nécessairement en équilibre, étant donné qu’on ne peut avoir plus de K machines dans
la file d’attente. De plus, lorsque n machines sont en panne, le temps avant la prochaine

panne est défini par le minimum de K —n distributions exponentielles identiques et est

donc exponentiel de paramétre (K — n)a.

- J

5.6.2 Exemple : File d’attente M/M/1/c0

Supposons que les arrivées de clients a un guichet constituent un processus de Poisson de taux
A. Si un client, en arrivant, trouve le guichet libre, son service débute immédiatement ; par
contre, s’il trouve le guichet occupé, il attend jusqu’a ce que ce soit son tour d’étre servi. Une
file d’attente de taille infinie est permise.

Nous supposons que le temps passé a servir un client est indépendant du temps passé a servir les
autres clients (c’est-a-dire est indépendant de toutes les autres durées de service) ainsi que du
processus d’arrivées des clients. Les durées de service sont distribuées suivant une exponentielle
de parametre pu.

Nous nous intéressons au processus {X(t) : t > 0}, ou X (¢) est le nombre de clients dans le

systéme (c’est-a-dire en train d’attendre ou en train d’étre servis) a linstant .

Processus Markovien

Commencons par prouver que X (t) forme un processus Markovien. Supposons que nous ayons
observé le processus X jusqu’a l'instant ¢ et que nous connaissions, en particulier, le nombre
X (t) de clients dans le systéme a l'instant ¢. Le nombre de clients dans le systeme a I'instant
t+ s est
X(t+s) = X(¢)

+ le nombre d’arrivées pendant |t, ¢ + s]

— le nombre de départs pendant |¢,t + s],
i.e.

X(t+s)=X(t)+ N(t+s) — N(t) — le nombre de départs pendant |¢,t + s].
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Le processus d’arrivée ayant été choisi Poisson, nous savons que N (t+ s) — N (t) est indépendant
de tout ce qui précede.

De plus, les durées de service suivent une distribution exponentielle négative, qui jouit de la
propriété d’oubli. Par conséquent la durée de service restante pour un client en train d’étre
servi & l'instant ¢ (s’il y en a) est indépendante du temps depuis lequel ce service a commencé.
Et finalement il est clair que les durées de services ayant débuté apres 'instant ¢ sont tout a fait
indépendantes du passé de l'instant t. Des lors, le nombre de services achevés durant 'intervalle
de temps ]t,t + s] (et donc le nombre de départs) ne peut dépendre que de X (¢) et du nombre
de clients arrivés au cours de |t,t + s].

La variable aléatoire X (¢ + s) ne dépend donc pas de ce qui s’est passé avant X (t). De plus, il
est clair que la loi de X (¢ + s) sachant X (¢) est identique a celle de X (s) sachant X (0).

Chaine des sauts

Contrairement au cas des processus discrets, il n’est pas possible de donner les matrices P(¢)
explicitement au moyen de calculs simples. Il nous faut donc décrire le comportement stochastique
de cette file d’attente au moyen d’un outil permettant d’obtenir ces derniéres matrices par
un calcul (plus ou moins) direct, cet outil n’étant autre que la matrice @, le générateur du
processus.

Commencons par étudier la chaine des sauts {Xn,n > 0} associée la file d’attente. Nous
savons qu’il s’agit d’'une chaine de Markov. De plus, les instants de transition de ce processus
correspondent aux instants ou la taille de la file d’attente change. Etant donné que les processus
d’arrivée et de départ sont continus, la probabilité qu’une arrivée et un départ coincident est
nulle et nous déduisons immédiatement qu’il n’y a que deux situations possibles & un instant de
transition donné : soit la file d’attente augmente d’une unité si un client arrive, soit elle diminue
d’une unité si un client part.

Distinguons deux cas.

1. Si X,, =0, alors le changement suivant ne peut pas étre di a un départ et sera nécessaire-

ment dii & une arrivée. On a donc Xn+1 = 1 presque slirement, et
Py =1, Py; =0 pour tout j € N\ {1}.

2. Si X,, =i avec i > 1 alors

% i+ siA< S
Tl i1 siA> S,

ol nous notons A la durée de l'intervalle de temps entre 7, (I'instant auquel le processus
a atteint 1’état i) et l'instant de la prochaine arrivée, et S la durée de l'intervalle de
temps entre T, et I'instant du prochain départ. Etant donnée la propriété d’oubli de

I’exponentielle, nous savons que

A~Exp(\), S~ Exp(p).
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Remarquons maintenant que

Donc

avec

Au total, cela nous donne donc

avec p — ﬁ

Calcul du générateur

P(A < §) = / P(a < §)Aeda
0
+oo
= [T e
0
(A+p)a] To0
:A—
A+ 0
A
D

Pour pouvoir calculer le générateur du processus, il nous reste a obtenir les parametres des

durées de séjour en chacun des états. De nouveau nous étudions deux cas séparément, en

utilisant les notations A et .S introduites ci-dessus.

1. Si X,, =0, alors le changement suivant est d{i & une arrivée et est distribué selon une loi

exponentielle de parametre A. On a donc

qo:)\.

2. Si Xn = 4 avec i > 1 alors Tj,41 — T, (la durée de l'intervalle de temps entre deux

changements d’état du processus) est donnée par

Thy1 — T, = min(A4,95).
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Remarquons que

P (min(A4,S5) > z) =P(A > x)P(S > x)

— 67/\3367”1

— oAz

donc
min(A,S) ~ Exp(A + p).

On conclut que
G = A+ p.

La définition du générateur en termes des g; et P nous permet d’obtenir

A A 0 0
po =+ p) A 0

Soulignons qu’il est possible (et en fait peut-étre méme plus facile) de calculer d’abord le
générateur et les temps de séjour en étudiant le comportement infinitésimal et puis d’en déduire

la matrice de transition de la chaine de saut.

Distribution stationnaire

La distribution stationnaire de X () est obtenue via le systéme infini wQ = 0 sous la contrainte
S w; = 1, cest-a-dire

—Awg + pwy =0

Awg — (A + p)wy + pwy =0

Awp — (A + pwa + pws =0

avec ijoa’ w; = 1. On en tire par récurrence que
)\ n
Wn = () Wo
I

1 W= A
wo = =

_1+§+(ﬁ)2+... p

sin>1et

en ajoutant ’hypothése A\ < u. En posant p = A/u, on trouve

wy, = (1=p)p", n=0.
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Nous pouvons faire deux observations :

> Il n’y a pas de solution si A > pu, ce qui est raisonnable parce que s’il y a plus d’arrivées
que ce qui peut étre traité par le serveur, alors le nombre de clients va tendre vers +oo

et w; = 0 pour tout 7 > 0.

> De méme, wg =~ 1 et w, =~ 0 pour tout n > 1 si A << pu, ce qui est raisonnable car
alors toutes les arrivées sont prises en charge rapidement et il n’y a généralement pas

beaucoup de clients dans la file d’attente.
En particulier, le nombre moyen stationnaire de clients dans le systéme est donné par

+o00 )\

+00 p
ann:Zn(l—p)p":izi.
n=0

n=0

Ce nombre augmente lorsque p tend vers 1.

5.6.3 Loi de Little

Afin de mesurer la performance d’un systéme de file d’attente, on s’intéresse aux quantités

suivantes :
> le temps moyen passé par un client dans le systéme,
> le nombre moyen de clients présents dans le systeme.

Nous avons vu comment calculer la seconde quantité a l’aide de la distribution stationnaire du
processus.

Les mémes quantités, cette fois pour le séjour d’'un client dans la file d’attente (c’est-a-dire
avant d’étre servi), sont également importantes.

Ces deux grandeurs sont reliées par la loi de Little, qui stipule que le nombre moyen de clients
dans un systéme de file d’attente est égal au produit du taux d’arrivée et du temps moyen passé

par un client dans le systeéme.

~

Exemple 5.6.4. Dans une école secondaire (durée moyenne des études 6,5 ans) dans
lequel en moyenne 200 éléves entrent en premiére par an, le nombre moyen d’étudiants

présents est donné par 200 x 6,5 = 1300.
J

4 )
Théoréme 5.6.5 (Loi de Little). Considérons une file d’attente dont le taux d’arrivée des

clients par unité de temps est X. Soient L le nombre moyen (a long terme) de clients dans
le systeme et W le temps moyen d’attente (a long terme) d’un client dans le systéme. Si

L et W sont des constantes finies, alors

L=\W.
- J

Cette relation est remarquablement simple et générale! Elle nécessite des hypotheses de station-

narité sur les processus stochastiques sous-jacents, mais il est tout a fait surprenant de voir ce
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qui n’est pas nécessaire : nous n’avons pas mentionné le nombre de serveurs, si chaque serveur a
sa propre file d’attente ou si une seule file d’attente alimente tous les serveurs, quelles sont les
distributions des temps de service, quelle est la distribution des temps d’arrivée, quelle est la
discipline de service, etc.

Remarquons que ce théoréme ne nous dit pas comment trouver les quantités : il nous dit

seulement comment déduire I'une des deux autres.

n(t) 1 '
1%'departure ;
inT :

N"arrival :
7 inT
A(T)
9 7
/ i S‘Tarrlva
I
Time period T

Fig. 5.2 Number of items in a queuing system versus time

L’idée de la preuve est la suivante : on étudie le processus X (¢) qui donne le nombre de personnes

dans le systeme au temps t. Pour 7" > 0, on pose

L(T) = nombre moyen de personnes présentes dans le systéme par unité de temps
W(T)= temps moyen passé dans le systéme par client

A(T) = aire sous la courbe

N(T) = nombre d’arrivées

ol toutes ces quantités sont calculées sur I'intervalle de temps [0, 7]. D’une part, remarquons

que

1 (T A(T)
L(T) == X = —.
1) =7 [ Xt ==
D’autre part, on a

T
A(T) = /0 X(t)dt = temps cumulé passé dans le systéme durant [0, 7]

et donc
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Au total, on obtient ainsi

L@%fﬁr—AT*W@%
SE 5 ow

ce qui mene a la conclusion.

(" )
Exemple 5.6.6. Considérons la file d’attente M/M/1 et w sa distribution limite. Le

nombre moyen de clients dans le systéme est donné par

Par la loi de Little, le temps moyen passé par un client dans le systéme est donné par

A
H=A 1

A op—=\
De plus, le temps moyen passé par un client dans la file d’attente (avant d’étre servi) est

1 1 p

p=A p p=A

ot p = A/ p. Finalement, le nombre moyen de clients dans la file est donné par

W= A
en utilisant la loi de Little appliquée au temps moyen passé dans la file.

On peut interpréter les résultats de la file M/M/1 de la maniére suivante. En moyenne, il

Y a
A

W= A
clients dans le systéme. Lorsqu’un nouveau client arrive, il devra étre servi pendant un

temps moyen égal d

1

)

I
qui est la durée moyenne d’un service. Avant d’étre servi, il doit attendre la fin du service

des clients déja présents dans la file. En moyenne, il y a
A
w— A

clients devant lui, et chacun nécessite un temps de service moyen 1/u. Le temps moyen

d’attente avant le service est donc
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Par conséquent, le temps moyen total passé par un client dans le systéme est

=~
=
.
= -
=
g
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6 Marches aléatoires et mouvement

Brownien

Dans ce dernier chapitre, nous introduisons la notion de marches aléatoires en temps discret,
qui sont un cas particulier des chaines de Markov vues précédemment. Une marche aléatoire
discrete est un processus stochastique { X, }>0 défini sur les entiers, ot chaque accroissement
Xn+1 — X, est une variable aléatoire indépendante, souvent centrée et de variance fixée. En
faisant tendre l'intervalle de temps entre les étapes vers zéro et en normalisant correctement les
déplacements, la marche aléatoire discrete converge, dans un certain sens, vers un processus
continu appelé mouvement brownien. Le mouvement brownien permet ainsi de modéliser de
nombreux phénomenes physiques, biologiques ou financiers ou les fluctuations apparaissent de
maniére continue.

Une théorie du mouvement Brownien a été postulée au début du XX siécle par Albert Einstein
(1879-1955), d’une part, et par Louis Bachelier (1870-1946), d’autre part, en réponse a deux
questions de natures apparemment tres éloignées. Einstein cherchait a estimer le nombre
d’Avogadro et, ce faisant, & apporter une réponse & une question du botaniste Robert Brown
(1773-1858) concernant le mouvement irrégulier et aléatoire d’une particule de pollen en
suspension dans I’eau. Bachelier cherchait, quant a lui, a modéliser les fluctuations observées
sur les marchés financiers et a proposer un modele permettant d’évaluer correctement le prix
d’options. Les deux constructions se sont révélées équivalentes et ont été confirmées dans leurs
disciplines, tant expérimentalement que mathématiquement. Les fondations rigoureuses de la
théorie du mouvement Brownien sont dues au mathématicien Norbert Wiener (1894-1964).
Bien que définissable en toute dimension et sur tout espace, nous nous concentrerons dans
ce cours sur le mouvement Vrownien univarié. Ce processus est a la famille des processus
stochastiques ce que la loi normale est a la famille des lois de probabilités : un véritable phare.
Une bonne compréhension de son comportement s’est avérée cruciale dans presque toutes les
branches des sciences. Il s’agit également d’un objet mathématique d’une beauté peu commune.

Sa perfection reflete une loi de la nature plutét qu’une invention humaine.

6.1 Marches aléatoires et martingales

Soit (&,)n>1 une suite de variables aléatoires indépendantes et identiquement distribuées, avec
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On définit la marche aléatoire simple (X;)n>0 par
n
XO = 07 XTL = Z gk‘
k=1

On a alors, pour tout n > 0,
Xn+1 = Xn + €n+1-

Ainsi, la position a I'instant n + 1 ne dépend de la position & l'instant n que par I’ajout d’un

incrément aléatoire &, 1.

4 )

Proposition 6.1.1 (Accroissements stationnaires et indépendants). Pour tous entiers

0<n; <ng <---<nyg, les accroissements

Xny — Xnyy Xng — Xngy ooy Xnp — Xy,
sont indépendants. De plus, pour tout n,m > 0,
L
Xntm — Xn = X

. J
Démonstration. On a

n—+m

Xner - Xn = Z Ek
k=n-+1

Les accroissements sur des intervalles disjoints sont donc des sommes de familles disjointes
de variables indépendantes, ce qui assure leur indépendance, et leur loi ne dépend que de la
longueur de l'intervalle. De plus, comme les variables (£)x>1 sont identiquement distribuées, la

somme ne dépend que de m et non de n. |

Proposition 6.1.2 (Espérance et variance). Pour tout n > 0, on a

E[X,] =0, Var[X,,| = n.

Démonstration. Puisque les variables aléatoires ({)>1 sont centrées et indépendantes, on a

directement
n

E[X,] = ZE[@] =0 et Var[X,]|= i\/’ar[&g] =n.
k=1 k=1

( Proposition 6.1.3 (Chaine de Markov associée). La marche aléatoire (X, )n>0 est une 1
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chaine de Markov homogéne sur Z dont la matrice de transition est donnée par

1

pij =P(Xnp1=j [ Xn=19)=q1 sij=i-1
0 sinon

pour tous i,j € 7.
. J

Démonstration. On a X,11 = X, + &pp1, avec &, 41 indépendante du passé. Ainsi

Tosij=i+1
P(Xnt1=7| X0, . Xn=1) =P =7—19) =3 sij=i—1
0 sinon
ce qui donne la conclusion. |

Le résultat suivant montre que la marche aléatoire est une martingale. Une martingale peut
se voir comme une généralisation du jeu équitable, c’est-a-dire d’un pari dont ’espérance de
gain est nulle. Un processus (Z,)nen, est une martingale si, quels que soient les résultats des n
premiéres parties, la fortune moyenne attendue apres le jeu numéro n + 1 est exactement égale
a la fortune actuelle. Autrement dit, connaissant tout ’historique du jeu jusqu’au temps n, le
gain futur espéré est nul. On peut donc dire qu'une martingale modélise un jeu parfaitement

équitable : le passé n’apporte aucun avantage pour prévoir un gain futur.

Proposition 6.1.4 (Propriété de martingale). Pour tout n > 0,

E[Xns1 | X1, Xn] = X,.

Démonstration. On sait que X,41 = X, + &1 avec &,41 indépendante de Xi,..., X, et

d’espérance nulle. Par conséquent,
EXpt1 | X1, Xo] =E[X0 | X1, o, Xp] F Efént1 | X1, .o, Xn]) = X + E[6n11] = X,

On peut maintenant introduire une marche aléatoire avec pas spatial Az et pas de temps At.

On pose naturellement

AxAt ZAﬂffk

On a alors

E[XA2A0) =0 et Var[X (A=A = ZAJ; Var[¢] = n(Az)?
k=1
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Les sauts de taille =Az ont lieu exactement aux instants ¢ de la forme
t = nAt

Afin que la variance au temps t soit proportionnelle & ¢t comme dans le cas de la marche sur Z,

on impose la relation d’échelle
(Az)? = At.

Le Théoreme central limite montre alors que

[t & C
X(A:U,At) — e 1).

si t = nAt (on fait tendre le pas At vers 0, et donc n vers I'infini). Combiné a 'indépendance et
a la stationnarité des accroissements, ce résultat suggere que la limite continue de la marche
aléatoire, apres renormalisation, est un processus a accroissements indépendants et stationnaires,
gaussien, de variance linéaire : le mouvement brownien (Bt)¢>0.

( )

Exemple 6.1.5 (Diffusion d’une particule). Une application classique de la marche

aléatoire est la modélisation du mouvement d’une particule subissant des chocs aléatoires,
par exemple une molécule dans un fluide. On considére que la particule effectue des

déplacements aléatoires de taille fixe a intervalles de temps réguliers. La position de la

particule a linstant t = nAt est alors donnée par XﬁAm’At).

N J

6.2 Mouvement Brownien

Le TCL appliqué aux marches aléatoires suggere la définition suivante.

Définition 6.2.1. Un processus stochastique B = {B(t) : t > 0} d valeurs réelles est un

mouvement Brownien si
1. B(0) = 0 presque sirement,
2. les accroissements de B sont indépendants,

3. les accroissements de B sont stationnaires et
B(t) — B(s) ~ N(0,t — s)

pour tous t > s > 0,

4. les trajectoires de B sont presque strement continues.

N\ J

Remarque 6.2.2. Le mouvement Brownien est bien le processus limite obtenu via la

construction présentée dans la Section précédente. Plus généralement, soit (Xi)ren, une
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0 01 02 03 04 05 06 07 08 09 1

FIGURE 6.1 — Trajectoire d'un mouvement Brownien.

suite de variables aléatoires indépendantes et identiquement distribuées, centrées et de

variance 1. Définissons la marche aléatoire
n
Sn =) Xr,
k=1
et interpolons en temps continu en posant

X(t) =Sy + (= [t)X|t)41-

Apres normalisation et changement d’échelle, considérons le processus
1 | nt] 1
Zn(t) = — X t— |nt])—=X .
n(8) = 7 3 X (0t = [nt]) =X

Alors, on a que
Zn — B

ot B est un mouvement Brownien.

J

Le mouvement Brownien fait partie d’une classe fondamentale de processus stochastiques :

processus gaussiens. Ces processus jouent un role central en probabilités.

les

Définition 6.2.3. Un processus stochastique X = {X(t) : t € I} est dit gaussien si

toutes ses lois fini-dimensionnelles sont gaussiennes. Autrement dit, pour tous p € Ng,

~

tous t1,...,t, € I, le vecteur
(Xtyyons Xt,)
est gaussien. )
Cela signifie que pour tous p € Ny, tous ¢1,...,t, € I et tous ay,...,a, € R, la variable aléatoire

a1 X (1) + -+ apX(tp)
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[

W ‘“\‘ " N\

R A
Ty h‘ﬁ,‘

. T
s " / LTS o
s 5 i ‘WVI\;“‘ "/”‘W Yy W‘M‘
Y v

FIGURE 6.2 — Trajectoires de Z,, sur [0, 1] pour n = 100, n = 1000 et n = 10000.

suit une loi normale.
Il est bien connu qu’un vecteur gaussien est entiérement caractérisé par son vecteur des espérances
et sa matrice de covariance. Ainsi, la loi d’un processus gaussien est complétement déterminée

par sa fonction de moyenne

et par son opérateur de covariance

K(t,s) = Cov(X(t), X(s)), ts€R.

4 )
Proposition 6.2.4. Soit B un mouvement Brownien.

1. Pour tout t > 0, B(t) ~ N(0,t).
2. Le processus B est gaussien et sa fonction de covariance est donnée par

K(t,s) = min(t,s), Vt,s>0.
\ J

Démonstration. Le premier point est immédiat puisque B(t) est égal en loi a B(t) — B(0). De

plus, B est gaussien car si n € Ny, a1,...,a, € Ret t1,...,t, € [0,400[, on a

> aiB(t) = Za¢<2(3(tj)—3(tj1))>

-3 <g> (B(t;) - Blt; 1)

ou on a posé tg = 0, qui est une somme de gaussiennes indépendantes, donc suit bien une loi
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normale. Enfin, puisque B est centré, on a K(t,s) = E[B(t)B(s)]. Si t > s, on en tire que

K(t,s) =R[B(t)B(s)] = E[(B(t) - B(s) + B(s)) B(s)]

(
= E[(B(t) - B(s))(B(s) — B(0))] + E[B(s)]
= 0+ s =min(t,s)

ou on a utilisé I'indépendance des accroissements, le premier point et le fait que B(0) = 0

presque siirement. |

4 )
Proposition 6.2.5. Si B = {B(t) : t > 0} est un processus gaussien centré d’opéra-

teur de covariance K(t,s) = min(t,s) pour tous t,s > 0, alors ses accroissements sont

indépendants et satisfont
B(t) — B(s) ~N(0,t —s), Vt>s>0.

En particulier, si les trajectoires de B sont presque stirement continues, c¢’est un mouvement

Brownien.

J

Démonstration. Comme B est un processus gaussien, par la Proposition 77, ses accroissements

seront indépendants si et seulement si ils sont non-corrélés. Sit > s>wu > v >0, on a

Cov(B(t) — B(s), B(u) — B(v))

E[(B(t) = B(s))(B(u) = B(v))]
E[B(t)B(v)] - E[B(t)B(v)] — E[B(s)B(u)] + E[B(s)B(v)]

= u—v—u+v=0,

ce qui démontre 'indépendance des accroissements. De plus, pour tous t > s > 0, la variable

aléatoire B(t) — B(s) suit une loi normale centrée de variance

Var[B(t) - B(s)] = E[(B() - B(s))’]
= E[B(t)’] + E[B(s)’] — 2E[B(t)B(s)]
= Cov(B(t),B(t)) + Cov(B(s), B(s)) — 2Cov(B(t), B(s))
= t+s—2min(t,s) =t —s,

ce qui permet de conclure. |

On peut montrer que les trajectoires du mouvement brownien sont des fonctions continues qui ne
sont dérivables en aucun point. Leur irrégularité extréme est caractéristique des objets fractals :
quel que soit le niveau de zoom considéré, la trajectoire conserve une structure chaotique et
fortement oscillante. Cette propriété se reflete dans les invariances fondamentales du mouvement

brownien données dans le résultat suivant.
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4 )

Proposition 6.2.6. Le mouvement Brownien a les propriétés suivantes :
1. Symétrie : Le processus { — B(t) : t > 0} est un mouvement Brownien.

2. Auto-similarité : Pour tout ¢ > 0, le processus {B(ct)/\/c : t > 0} est un mouvement

Brownien.

3. Inversion du temps : Le processus {X(t) : t > 0} défini par

tB (1 si t>0
X(t) = (t)
0 st t=0

est un mouvement Brownien.

- J

Démonstration. Dans tous les cas, il est clair que le processus considéré est un processus gaussien
centré.
1. Les trajectoires de { — B(t) : t > 0} sont presque siirement continues puisque celles de B le

sont. De plus, on a
Cov( — B(t),—B(s)) = Cov(B(t), B(s)) = min(t, s),

ce qui suffit.
2. A nouveau, les trajectoires du processus {B(ct)/\/c : t > 0} sont presque stirement continues.

C’est un mouvement brownien car on a de plus

COV( ) = %Cov(B(ct), B(cs)) = 1min(ct, ¢s) = min(t, s).

Cc

3. Remarquons que

Cov(X(t),X(s)) =E[tB(

=
\_/
CIJ
Sy
/\
v
Pt

s git>s
] =tsE[B(), B(1)] = { -
= osit<s

= min(t, s).

En particulier, les lois fini-dimensionnelles de X sur |0, +00[ coincident avec celles du mouvement
Brownien. Sur |0, +00], on a également la continuité presque sure des trajectoires de X. On
peut également montrer la continuité des trajectoires en 0.

4. Comme les trajectoires du processus {B(to + t) — B(tg) : t > 0} sont presque siirement

continues, il suffit d’étudier sa fonction de covariance. On a

Cov(B(to +t) — B(to), B(to + s) — B(to))

= min t0+tt0—|—5)—t0—t0+t0

(
(t,5)

= Cov(B

= min
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et le processus est donc un mouvement brownien. Pour obtenir I'indépendance, remarquons que

pour tous n,m > 1,t; < --- <ty et s1 < - < sy, < 1o, les vecteurs
(B(to+t1) — B(to), ..., B(to+tn) — B(to+tn—1)) et (B(s1)—B(0),...,B(sm) — B(sm-1))
sont indépendants. On en tire directement 1’'indépendance des vecteurs

(B(to +t1) — B(to), ..., B(to + tn) — B(to)) et (B(s1),...,B(sm)),

ce qui suffit. |

La propriété de Markov est une caractéristique fondamentale des processus markoviens :
I’évolution future du processus ne dépend du passé qu’a travers son état présent. Le mouvement

brownien constitue I’exemple continu canonique d’un tel processus a espace d’états continus.

4 )
Théoréme 6.2.7 (Propriété de Markov faible). Pour tout instant ty > 0, le processus

{B(to+t) — B(to) : t > 0}

est un mouvement brownien indépendant du passé {B(s) : s < to}.
- J

Autrement dit, connaissant toute 1’évolution du mouvement Brownien jusqu’au temps tg, les
accroissements futurs se comportent comme un nouveau mouvement Brownien indépendant,
partant de 0. L’évolution future ne dépend donc du passé qu’a travers la valeur présente B(tp),

ce qui est précisément 1’idée markovienne.

4 )

Théoréme 6.2.8 (Propriété de Markov forte). Soit T un temps d’arrét, c’est-a-dire
un instant aléatoire qui dépend uniquement du passé du mouwvement brownien. Si P[T <

+oo] = 1, alors le processus
{B(T+t)—-B(T):t>0}

est un mouvement Brownien indépendant du passé jusqu’au temps T .

- J

Comme dans le cas des marches aléatoires en temps discret, le mouvement Brownien est une
martingale : la meilleure prédiction moyenne de sa valeur future est donnée par sa valeur

présente.

Théoréme 6.2.9. Le mouvement Brownien B est une martingale, c’est-a-dire que pour
toust > s > 0,
E[B(t) | B(u),u < s] = B(s).
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Démonstration. Pour tous ¢t > s >0, on a
E[B(t)| B(u),u < s] =E[B(t) — B(s) | B(u),u < s| + B(s).

Or, par la propriété de Markov faible, I’accroissement B(t) — B(s) est indépendant du passé et

d’espérance nulle. On obtient donc

E[B(t) | B(u),u < s] = B(s).

Proposition 6.2.10. Le processus {B%(t) —t : t > 0} est une martingale par rapport au

mouvement Brownien, c’est-a-dire que pour toust > s > 0,

E[B*(t) — t| B(u),u < s] = B*(s) — s.

Démonstration. Pour toust > s >0, on a

E[B*(t) —t[B(u),u<s] = E[B(s)+ (B(t) - B(s))* +2B(s)(B(t) — B(s)) — t | B(u),u < s]
= B%(s) +E[(B(t) - B(s))’] + 2B(s) E[B(t) — B(s)] — ¢t
= B*s)+(t—s)+0—t
= B%(s) —s.

Les martingales possédent de trés bonnes propriétés vis-a-vis des temps d’arrét et permettent
d’obtenir de nombreuses informations quantitatives sur les trajectoires des processus stochas-
tiques. Dans le cadre du mouvement brownien, elles constituent un outil fondamental pour
I’étude des temps d’atteinte. L’objectif de cette fin de section est de décrire quelques propriétés
remarquables de la loi des temps d’atteinte et d’en déduire des informations sur le comportement

a long terme du mouvement Brownien.

4 )
Théoréme 6.2.11. Pour a € R, on définit le temps d’atteinte du niveau a par

T, = inf{t > 0: B(t) = a}.

> Pour tout a € R, le mouvement brownien atteint presque sturement le niveau a,
c’est-a-dire
P(T, < +o00) = 1.

> Le temps moyen nécessaire pour atteindre le niveau a est infini
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> Pour a <0 < b, les probabilités d’atteindre a avant b sont données par

b
b—a’

P(T, < Tp) =

> Le temps moyen pour atteindre l'un des deux niveauzr a < 0 < b vérifie

E[T, AT} = —ab.
- J

Ces résultats permettent également de décrire le comportement asymptotique du mouvement

brownien. On peut montrer que, presque stirement,

limsup B(t) = 400 et lim inf B(t) = —o0,

t——+o00 t—+o00

et que chaque niveau réel est visité une infinité de fois.

Cependant, cette divergence est sous-linéaire : presque stirement,

B
lim i) =0.
t—+oco

Enfin, la croissance asymptotique du mouvement brownien est caractérisée par la loi du

logarithme itéré, qui affirme que presque slirement,

et lim inf & = —1.

t=+oo /2tloglogt

li B(t) 1
imsup ——————x= =
t—>+oop V2tloglogt

123



Bibliographie

[1] Grinstead, C.M. and Snell, J.L. (1997) Introduction to Probability Second Revised Edition,
American Mathematical Society.

[2] Latouche, Guy (2008-2009) Modéles Stochastiques des Systémes Informatiques, Notes de

cours Info-F-406, Université Libre de Bruxelles.
[3] Norris, J. R. (1998) Markov Chains, Number 2, Cambridge University Press.
[4] Ross, S.M. (1997) Introduction to Probability Models, Sixth Edition, Academic Press.
[5] Williams, D. (1991) Probability with Martingales, Cambridge University Press.

124



	Introduction
	Premières définitions
	Questions

	Chaînes de Markov et premières propriétés
	Définition, graphe de transition et matrice de transition
	Propriété de Markov
	Probabilités de transition et lois marginales
	Temps d'atteinte, probabilités d'atteinte
	Classification des états d'une chaîne de Markov
	Classes de communication
	Périodicité
	États persistants et états transitoires


	Comportement asymptotique d'une chaîne de Markov
	Distribution invariante
	Chaînes régulières sur un espace d'états fini
	Chaînes irréductibles sur un espace d'états fini
	Chaînes irréductibles sur un espace d'états infini
	Matrice fondamentale pour les chaînes irréductibles finies
	Temps moyen de premier passage
	Matrice fondamentale

	Méthodes de Monte-Carlo par chaînes de Markov
	Monte-Carlo
	Génération de nombres aléatoires uniformément distribués
	Algorithme de Metropolis-Hasting


	Processus de Poisson
	Processus de comptage
	Processus de Poisson
	Généralisations
	Processus de Poisson non-homogène
	Processus de Poisson composé

	Application: Leaky bucket

	Processus Markoviens
	Introduction aux processus markoviens
	Définition et propriétés de base
	Equations de Kolmogorov et générateur
	Classification des états et distribution stationnaire
	Chaînes de Markov vs Processus Markoviens
	Files d'attente
	Définition et notations
	Exemple : File d'attente M/M/1/
	Loi de Little


	Marches aléatoires et mouvement Brownien
	Marches aléatoires et martingales
	Mouvement Brownien

	Références

